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Resumen

Observaciones en la forma de series cronoldgicas o series temporales son comunes en Estadistica.
Una parte significativa de la literatura especializada se concentra en el analisis de este tipo de
datos. Es asi como la estimacién de tendencias, efectos estacionales y efectos ciclicos, conjun-
tamente con la prediccién de observaciones futuras, constituyen los objetivos fundamentales en

estos estudios.

Las distintas clases de modelos que se han utilizado tradicionalmente para el anélisis y la
prediccién de series cronolégicas tienen en comiin que suponen que la distribucién de probabilida-
des asociada a las observaciones es Normal, o aproximadamente Normal. Los modelos ARIMA,
desarrollados por Box y Jenkins(1976), y los todavia nuevos modelos estructurales desarrollados
por Harvey(1989) en base al filiro de Kalman suponen distribucién Normal para las observaciones
o restringen el anélisis a los dos primeros momentos, y por tanto a estimaciones y predicciones

lineales.

A pesar de que el mayor interés en el desarrollo de nuevas metodologias ha estado enfocado
2 estos métodos, muchas series cronolégicas que se encuentran en el mundo real tienen observa-
ciones provenientes de otras distribuciones y no existe una metodologia universalmente aceptada

que pueda ser utilizada en estos casos.

En este trabajo se presenta una metodologia para el andlisis de series cronoldgicas con ob-
servaciones provenientes de una distribucidn cualquiera en la familia exponencial. Para esto se
niiliza el desarrollo en la escuela clasica de Harvey y Fernandes(1989), que también aparece en
Harvey(1989), y los desarrollados en la escuela bayesiana de West y Harrison(1989), West(1985a),
West, Harrison y Migon(1985), y de Pole, West y Harrison(1994). El desarrollo que se sigue aqui
es més cercano al de la escuela bayesiana. En algin sentido, la extensién de los modelos es-
tructurales que se basan en el filtro de Kalman a modelos para toda las distribuciones de la
familia exponencial se asemeja a la extensién desarrollada principalmente por Nelder y Wedder-
burn(1972), Baker y Nelder(1983), y por McCullagh y Nelder(1989) de los modelos lineales a los
modelos lineales generalizados.

Las contribuciones de este trabajo son: La presentacidn de una metodologia completa para
modelar series de tiempo univariadas cuyas observaciones tienen distribucién cualquiera en la fa-
milia exponencial en el sentido de complementar con aportes adicionales a las descritas en West
¥ Harrison(1989) con las ideas de estimacién de hiperpardmetros, la estimacién suavizada y defi-

e e e ,7Vii




viii RESUMEN
nicién de residuos. La implementacion de las rutinas computacionales en el lenguaje S-Plus que
permiten ajustar este tipo de modelos. Otro aporte importante del trabajo es el modelamiento
de los goles marcados por un equipo de futbol contra otro equipo en particular en mismo tipo de
torneos, los cuales se pueden considerar como procesos provenientes de la distribucién Poisson.
Otra aplicacidén imporante es el anélisis de datos correspondientes a los ratings de programas de
television de la Ciudad de Santiago;-los cuales son considerados como procesos provenientes de
la distribucién Binomial. Finalmente se presentan algunos resultados relacionados con calculos
de momentos que no son comunmente conocidos.

El trabajo, aparte del presente resumen, se organiza de la siguiente manera. En el primer
capitulo se presentan resultados generales en relacion a la familia exponencial de distribuciones
y a la familia conjugada de distribuciones. En esto se sigue muy de cerca el planteamiento en
Bernardo y Smith(1994). En algin sentido, esto constituye el sustento tedrico que se utiliza
luego en los aspectos mas metodoldgicos. "

En el Capitulo 2 se presenta la metodologia general para modelar series cronoldgicas con
observaciones en la familia exponencial. En esta parte del trabajo se sigue muy de cerca los
resultados de West y Harrison(1989), West, Harrison y Migon(1985), West(1985a) aunque una
cantidad considerable de resultados han sido derivados.

Los Capitulos 3 y 4 estan dedicados a dos aplicaciones en las cuales se muestran las bondades
de la metodologia propuesta. En la primera de estas aplicaciones, en el Capitulo 3, se estudia
la evolucién dindmica del nidmero de goles marcados por el equipo de fitbol de la Universidad
Catélica en partidos del campeonato nacional de Chile jugados contra el equipo de la Universidad
de Chile entre 1939 y 1994. La naturaleza de este tipo de observaciones sugiere que pueden ser
considerados como una realizacién de una variable aleatoria con distribucion Poisson. Por otra
parte, la natural dependencia de las observaciones a través del tiempo aconseja el uso de una clase
de modelos de series de tiempo para estudiar y predecir el comportamiento futuro del nimero
de goles marcados. El nimero de goles marcados en afios consecutivos estan correlacionados y
no pueden ser tratados como realizaciones independientes.

En la segunda aplicacién, correspondiente al Capitulo 4, se modelan ratings de programas
de television a partir de las observaciones del sistema people meter que se utiliza en Chile para
medir los ratings de los programas de televisién. El modelo propuesto en este caso toma en
cuenta que las observaciones provienen de una distribucién Binomial y utiliza las correlaciones
de observaciones vecinas para predecir en el corto plazo el comportamiento de los ratings.

Un aporte adicional que se realiza en este trabajo consiste en un conjunto de rutinas com-
putacionales para estimar los distintos modelos y tener predicciones. Estas rutinas estan escritas
en el lenguaje S-plus, y se encuentran en el Apéndice B.

Un andlisis mas sofiticado se puede estudiar incorporando al modelo otros factores adicio-
nales que no estan consideradas en el modelo propuesto, como variables dummy, variables de




RESUMEN ix
. intervencidn, variables exdgenas. En el caso de los goles, la dependencia de la pericia del otro
. equipo, asi como también un estudio multivariado con el fin de capturar las correlaciones de
los goles marcados por el otro equipo o el rendimiento de todos los equipos que compiten en el
mismo torneo. Para el caso de los rating de la televisién también se podria considerar un modelo
multivariado Multinomial para incorporar al modelo las correlaciones existentes entre los ratings
de distintos programas que se estdn transmitiendo a la misma hora.




Capitulo 1

FAMILIA EXPONENCIAL Y
ANALISIS CONJUGADO

En este capitulo se define la familia exponencial de distribuciones. En primer lugar se define la
familia uniparamétrica y k-paramétrica, la representacién candnica de estas familias. Luego se
define la familia conjugada, y se describe una metodologia del andlisis conjugado siguiendo de
cerca los procedimientos desarrollados por Bernardo y Smith(1994, Cap.4). Al final del capitulo

se presenta algunos ejemplos que se usardn posteriormente.

1.1 Familia Exponencial

Definicién 1.1.1 Una densidad o funcién de probabilidad (fdp) p(yl0), donde 8 € © C R de
una variable aleatoria (v.a.) definida sobre Y se dice que pertenece a la familia exponencial (FE)

uniparameétrica si
(1.1)

p(y16) = f(y)g(0) exp{c£()h(y)}

para algunas funciones conocidas f(-), g(+), k(-) ¥ &(*) y una constante ¢ tal que

[0 = [, Fw) exp{et(@h(y)}dy < oo (1.2)

la familia se llamaré regular si Y no depende de 4. En caso contrario se llamara no-regular. Algu-
nas de las variables aleatorias que pertenecen a esta familia son: Binomial, Poisson, Ezponencial,
Gama, Normal, Binomial-Negativa, Uniforme y Ezponencial-Truncada. Los dos tltimos casos
mencionados corresponden a la clase de familia exponencial no-regular.

Por otra parte, la aplicacién 7 = c£(8) se conoce como la funcién de enlace natural, y en
ese caso 7 es llamado pardmetro natural, de hecho, podemos tomar otras funciones de enlace, las
cuales pueden ser apropiadamente especificadas por algin criterio de buen ajsute a los datos por

el modelo en consideracidn.
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2 CAPITULO 1. FAMILIA EXPONENCIAL Y ANALISIS CONJUGADO

Definicién 1.1.2 Una densidad o funcién de probabilided p(y|0), vy € Y, 6 € © C R*, se dice
gue pertenece ¢ la Familia Exponencial k-paraméirica si

k
P10 = F)9(0) exp {3 O ()} (13)
para algunas funciones conocidas f{-), g(*), h = (h1,---,hx) y () = (&(8),--+,&(0)) y una

constante ¢ tal que
k

00 = [, fyexp {3 cO)htn) dy < oo (1.4

t=1

como en el caso uniparamétrico, la familia se llamard regular si Y no estd en dependencia del
espacio paramétrico. En otro caso se llamard no—regular.

Las variables aleatorias, como Normal, Multinomial, Uniforme, etc. ilustran esta definicién
pera ambos casos de regularidad. De hecho, las variables aleatorias con distribucién en la familia
exponencial ya sea uniparametrica o multiparamétrica que tienen mayor aplicacién, son aquellas
de la clase regular.

Definicién 1.1.3 (Representacién Candnica de la FE) La densidad o la funcidn de proba-
Bilidad p(y|) de la familia ezponencial se dice que es candnica s

p(yl¥) = p(yla, b,%) = b(y) exp (¥ — a(¥)}, y €V (1.5)

Donde 3’ es la transpuesta de y. Esta definicién esté derivada a partir de la Definicién 1.1.2,
wia transformaciones.

y:(yl’.-.,yk)T ¢=(¢11"'a¢k)

yi = hi(y) i = cili(6) i=1,2,k

Generalmente la forma que adoptaremos en los préximos capitulos para el caso univariado de
esia representacion serd

Pl V) = bl V) op { L2 (16)

&onde 7 es llamado pardmetro natural o de localizacién, V' se llama pardmetro de escala, el cual
Febitualmente se toma positivo y para algunas distribuciones éste resulta conocido. A veces es
conveniente trabajar con la reparametrizacion ¢ = %, en este caso, ¢ es llamado parametro de

grecision.

M4s atdn, casi todas las distribuciones comunmente conocidas en Estadistica se pueden
escribir en esta forma, lo que facilita los ciculos posteriores en su aplicacién. En la Ecuacién (1.6)
pzre algunas variables aleatorias, en lugar de y se podria tener una funcién Y (y), como resulta
en el caso de la variable aleatoria Binomial.




1.2. FAMILIA CONJUGADA

1.2 Familia Conjugada

1.2.1 A Priori Conjugada

Definicién 1.2.1 La densidad a prior: conjugada para § € ©, con respecto a una verosimilitud
p{y]8) con estadistico suficiente t = t(y) = {n,S(y)} k-dimencionadl, es

p(S - (Th' N ',Tk)IG,‘n = TO)
gl7) = . TeT 1.7
p(0]) Top(S = (m, - )lbn = )dd’ (1.7

donde T = (7-057-11"'171') )
T:{7-:fep(3=(T1,---,Tk)]9,n=70)d9<00}'

La familia {p(8]7)},c7 tal que la operacidn bayesiana sea cerrada en el sentido que la posterior:
de p(y|0) v p(|7) pertenece a la misma familia, esto se conoce como la familia a priori conjugada
natural asociade a la verosimilitud p(y|f) y n es el tamario muestral con el cual se tiene el

estadistico S(y).

Un resultado muy importante, cuyos detalles de fundamentacién se puede encontrar en Bernardo
y Smith(1994 Cap.4) que textualmente dice que, tomando la definicién anterior, la verosimilitud
para el cual la familia conjugada a priori existe, son aquellos que corresponden a la familia
exponencial paramétrica generalizada. Asi, dados f(-), g(*), 2(-), &(-) ¥y una constante ¢ como en
la Definicién 1.1.2 se tiene

k
WD) = SO o { S at@n0)}, ey 19

=1

k
[¢(@) = fyf(y) exp {Z Cifi(a)hi(y)}dy < oo. (1.9)

=1
Proposicién 1.2.1 (Familia Conjugada para FE Regular) Sea Y = (Y1, --,Y,) una mues-
tra de una variable aleatoria (v.a.) con distribucidn en la familia exponencial regular con densidad
o funcidn de probabilidad

n k n
p(yl8) = IT f(%:) [9(9)]“EXP{ c:€i(0) Zhi(yj)} (1.10)

Jj=1

i=1

entonces la densidad de la familia a priori conjugade para 8 tiene la forma

k
p(01r) = [K(-)] [g(O)] exp {ch&(@n}, beo (L.11)

i=1

donde T = (79,71, , T} €s tal que
k
K(r) = /;)[g(ﬂ)]fu exp {Zc,-&-(f))r,-}de < oo (1.12)
i=1

llamada la constante normalizadora.




4 CAPITULO 1. FAMILIA EXPONENCIAL Y ANALISIS CONJUGADO

Prueba. Por el criterio de factorizacién de Neyman, el estadistico suficiente para £(8) tiene la
forma siguiente

n

n’i:hl(l/})a"Wth(}?):l = [na S(Y)] (1.13)

ta(Y, o, 0) =

Asi, para cualquier 7 tal que [ p(f|7)df# < oo una densidad a priori conjugada, por la Defi-
nicién 1.2.1 tiene la forma

p6lr) o p(Si(y) = 11r- -1 Suly) = mlfyn = 1)
k
o) exp {chz-fi(&')ﬁ} .

Luego, dividiendo por la costante normalizadora, se obtiene el resultado deseado.

Aqui es muy importante notar que, bajo condiciones de regularidad de la verosimilitud,
aunque ésta no sea una de las comunmente conocidas, la Proposicién 1.2.1 nos permite encontrar
analiticamente la a priori conjugada. Aunque las operaciones a veces podrian resultar compli-
cados, no solamente en la obtencién de la distribucidén a priori conjugada si no también en los
calculos posteriores. Por ejemplo en el calculo de los momentos.

Para el caso de la verosimilitud en la FE canénica regular, presentamos en las siguientes
lineas, la aplicacién del procedimiento descrito anteriormente.

Sean Y;,Y,,--+, Y, éid p(yln, V), (V >0 conocido) ¢ = 5
(

p(yln, ¢) = by, ¢) exp{dlyn — a(n)]} (1.14)

n

P12, 9l0) = ] b(wi, ¢) exp{dlyn — a(n)]}

=1

= J]b(yi, ¢) e **Mexp {n¢ 3 yi}

i=1 i=1

Por la Proposicién 1.2.1, la densidad a priori conjugada estd dado por

p(lro,m1) o e * M exp {ngm}
o< exp{dlnm: — a(n)mo]} .
Si asumimos la existencia de la constante normalizadora K(7g, 1) para un rango apropiado para
los pardmetros, se tiene que
p(nlr, s) < exp {rn — sa(n)}
donde » = ¢n, s = ¢7o. Luego la a priori conjugada para n, asociado a la verosimilitud dada
en la Ecuacién (1.14), estd dado por

p(nl7o, 1) = p(nlr,s) = ¢(r,s)exp {rn - sa(n)}, s>0 (1.15)
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donde c(z,s) es el inverso de la constante normalizadora.

Asi esta iltima aplicacién ilustra la existencia de la a priori conjugada para las variables
aleatorias habitualmente de interés. Del mismo modo se puede aplicar la misma metodologia
para encontrar la a priori conjugada para aquellas verosimilitudes que no tienen un nombre es-
pecial. En algunos casos, aunque la verosimilitud es conocida, su a priori conjugada no siempre
.. resultard uno conocido, tal es el caso de la verosimilitud Beta.

Una extensién natural, se puede tener para dimenciones mayores del pardmetro, como el
! caso de la Normal Multivariada, Multinomial entre otros. De todas maneras, en la Tabla 1.1
presentamos un listado de las a priori conjugadas asociados a sus correspondientes verosimilitu-
des, los mismos que son frecuentemente conocidos en la literatura estadistica. Mayores detalles
se puede encontrar en De Groot (1970 Cap.9) y Bernardo y Smith (1994,Cap.5).

'

Tabla 1.1: Distribuciones a Priori Conjugadas: p, r, m y V conocidos y R, 7 matrices
de precisién

k8 e ey A A e, S

! Verosimilitud A Priori Conjugada Espacio Paramétrico
‘ Ber(6) Beta(8|a, f) a>0, f>0
Poisson(0) Gama(fe, 8) a>0, >0
: N{p,A) N(ply, A2 — 1))Gama(Me,B) a>3, >0, vER
: Gama(p,9) Gama(f|e, ) a>0, >0
Ezp(9) Gama(0|e, B) a>0, >0
BinNeg(8,r) Beta(8|e, ) a>0, >0
Bin(n,8) Beta(8|a, 8) a>0, >0
U[o, 9] Pareto(8|a, 8) a>0, >0
Geo(8) Beta(f)e, B) a>0, >0
by, V) exp{V-"lyn — a(m)]} clr,s) exp{rn — sa(n)} 5>0
U[bs, 0] ParetoBil(0;, 051,72, &) r<ry, a>0
Mult(n,my, -+, %) Dirichlet(my, -, melar, -+ 08) Vi,04>0
N(g,R) glR=r~ N(g,vr) v>0 peRrF
R ~ Wishart(a, 1) gla>k—1
1.2.2 Analisis Conjugado
Aunque la definicién de la distribucién a priori conjugada es mds general que para variables
aleatorias con distribucién en la familia exponencial, en esta aplicacién sin perder generalidad

___:&_ _. 7____ o _
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nos limitaremos solamente a hacer el analisis conjugado para variables cuya distribucion de pro-
babilidades se escribe en la forma adoptada en la Ecuacién (1.6). Es decir, si y es la realizacidn
de una variable aleatoria Y cuya distribucién de probabilidades p(y) pertenece a la familia ex-
ponencial candnica con pardmetros 7 y ¢, con ¢ > 0. Ademas suponemos que el parametro ¢ es

conocido.

Ahora, supongamos que 7 también es considerado como una variable aleatoria con distri-
bucién de probabilidades p(7), de modo que la distribucién de probabilidades de ¥ en realidad
es condicional en un valor del pardmetro n y serd mejor representarla por p(y|7).

Por el teorema de Bayes se puede obtener la distribucién de probabilidades de 5 condicional
en la observacién Y = y, que es la a posteriori de 7.

p(nly) o< p(ylm)p(n)- (1.16)

Por otra parte, la distribucién marginal de Y llamado también la distribucién predictiva se puede

obtener via
ply) = f p(yin)p(n)dn, (1.17)

donde la integracién se hace sobre todo el espacio paramétrico para 7. De hecho los calculos en
(1.16) y {1.17) pueden resultar muy complicados dependiendo de la naturaleza de la distribucién a
priori. En el caso de normalidad la resolucién es bastante sencilla, mientras que, atin es resoluble
analiticamente cuando la distribucién de las observaciones pertenecen a la familia exponencial
siempre que su a priori pertenezca a la familia conjugada. En este contexto, por el Ejemplo 1.2.1,

se tiene

p(yln) = b(y, ) exp{dlyn — a(n)l}, ¢>0 (1.18)
p(n) = c(r s)exp{ry —sa(n)}. (1.19)

Luego (1.16) y (1.17) resultan

p(nly) o« p(yln)p(n)
o exp{(r + dy)n — (s + d)a(n)}

asi la distribucidn de probabilidades a posteriori para 7 resulta
p(nly) = o(r + ¢y, s + ¢) exp{(r + dy)n ~ (s + 4)a(n)}. (1.20)

Mientras que la distribucién de probabilidades para la prediccidn resulta

o) = [wlyin)pln)dn
e(r, )45, 6) [ exp{(r + dyln — (s + $)aln)}dn

¢(r, s)b(y, ¢)
T vt (1.21)

Il
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Fs importante notar que, si la a priori no estuviese en la familia conjugada los cdlculos se com-
cEcarian considerablemente. En general no seria tratable analiticamente. Asi se tendria que
recurrir por ejemplo a la integracién numérica, o algin metodo de simulacién. El problema con
esios procedimientos es que muchas veces computacionalmene son muy “caros” de implememtar.

Si denotamos a E(Y |5) por ¢ y suponemos que a(-) es convexa y dos veces diferenciable, se
pzede deducir que
E(Yl) = u=aln)
v(rin) = 22
Por estas relaciones, a(-) se conoce como la funcién de media y d(-) como la funcién de varianza.

Bajo estas condiciones &(-) es monétona creciente por lo tanto invertible. Esto es, 7 = a(p),
de modo que en lugar de 7 podrfamos hacer también todos los andlisis en términos de p.

Por otra parte, a veces es mucho mas conveniente trabajar en la escala de s que en la escala
del pardmetro natural, como ilustra en el siguiente ejemplo.

1.2.3 Ejemplos

Ejemplo 1.2.1 (Modelo Poisson—-Gama) Para la variable aleatoria Poisson con pardmetro
de media u, su a priori conjugada resulta una Gama de pardmetros positivos T y s.

En efecto, sean Y1,Ya, -+, Y, iid Poisson(y), para p >0

nopieH
p(y11y2:' :yﬂllu') = ! (122)
=1 ¥
n -1 n
= (H yl) exp(—nu)exp {IOg nZy;} :
=1 =1

Por la aplicacién de la Proposicidn 1.2.1, la densidad a priori conjugada estd dado por

pllro,m) o exp(—Top)expilog p 11}

L | —_
Klrorr)” exp(—Top)

si asumimos la existencie de la integral, para un rango apropiado para los pardmetros
=]
K(70,71) =_/[‘) p™ exp(—Top)dp

se tiene que parar =1 +1, s=10: pplr,s) ox p""e®. Luego, la densidad de la distribucidn
de probabilidades para la a priori asociada a la variable aleatoria Poisson, estd dado por

o(¢lmo, ) = p(plr, 8) = Galpglr,s), r>0, s>0. (1.23)
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Asi, podemos escribir
Y|p ~ Poisson(p), i~ Gama(r, s).

Emn otras palabras, suponga que se dispone de una observacion, digamos y, que puede ser conside-
zzda como la realizacién de una variable aleatoria Y con distribucién de probabilidades Poisson

de pardmetro g. La funcidén de probabilidades de Y es,
e-uuuy

p(y) = o y=0,1,2,--

Ahora suponga que e] parametro g también es considerado como una variable aleatoria. Asi la
disiribucién de probabilidades presentada para Y es condicional en un valor del parametro u y

es mejor representarla por p(y|g).

La densidad de p con parametros r y s (ambos positivos) es

Srp‘r-l e-—-s;.:

p(p) = R g > 0.

La mediade p es (r/s) mientras que la varianza es (r/s?). Por el Teorema de Bayes, la distribucién
de probabilidades de ¢ condicional en la obsevacidén ¥ =y, es

plely) o ply|p)p(r)
— _1_ rdy=~1 —(s+1)p
= Ty i e , g > 0.

XNaturalmente la variable aleatoria g tiene distribucién a posteriori Gama pero los pardmetros r
¥ s se actualizan a r + y y s + 1 respectivamente. Si se define la cantidad

P=sr1
ILeas momentos posteriores resultan
r4y
IE = =" —
(uly) s S Ewp+ 1 —ply
r+y

Esio quiere decir que el valor esperado de g condicional en ¥ = y es un promedio ponderado
eatre el valor esperado de la distribucién a priori y la observacién y. El ponderador p depende
Ze la dispersién en la distribucién inicial. Mientras mayor el valor del pardmetro s, mas cercano
21 es el valor de p y por tanto més importancia se le asigna a la media de la distribucién inicial,
=@ valor pequefio de s estd relacionado con la alta varianza en la distribucién inicial y por tanto
I= observacidn y tiene una gran importancia en el célculo de la media a posteriori. En un caso




1.2, FAMILIA CONJUGADA 9

exiremo, pero realista, en que la informacidn inicial respecto de g es difusa, se puede utilizar la
especificacién
T | T
_ s s2
Esto implica que p — 0 y por tanto E(uly) = V(u|y) = v.
Por dltimo, una aplicacidén apropiada de la relacién deducida en la Ecuacién (1.21), después

de algunas simplificaciones resulta que la distribucién marginal de Y tiene la forma de una
Binomial-Negativa, dada por

I'(r+y) v
_ "] _ —0.1.2.--- 1.24
(y) F(T)y!p(l p)?, y=0,1,2, (1.24)
donde
. S
P=

¥ los momentos de esta distribucion son
BY) = r(l—p)p™" =

V(Y) = r(1-pp?=5(s+1).

alee

Estos resultados se pueden extender en forma natural al caso en que ¥ = y representa la
suma de n variables aleatorias Poisson.

Ejemplo 1.2.2 (Modelo Binomial-Beta) En el caso Binomial, su a priori conjugada para
el pardmetro de probabilidad de éxito p, es una Beta. En efecto, para un n conocido, sean
¥, Y, -, Y iid Bin(n,p), 0<pu<l

m

Pyt y2, - ymlp) = ][I ( ; ) P — )Y (1.25)

i=1

- f1(5) 0ommooes(25) En

Por la Proposicion 1.2.1, la densidad a priori conjugada estd dada por

p(plro, 1) o (1 — p)*™ exp {log (ﬁ) Tl}

o (L — gt
]‘ 1471 . nTo—T1
Ko ) (1-u)

asumiendo la existencia de la integral

1
K(70,71) =/{; pm (1 — )" dp
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fomamosrT =71+ 1, s=nmn—7+1, con lo cual resulta: p(ulr,s) oc g1 (1 — p)*~1. Luego, la
Fensidad de la distribucidn de probabilidades a priori asociada a la variable aleatoria Binomial,

esid dado por
p(p|m0,71) = p(g|r, s) = Beta(p|r,s), r>0, s>0. (1.26)

Asi, para n es conocido

Y|pg ~ Bin(n,u), i ~ Beta(r,s)
plp) o aH1 = p) 0<p<l

donde la constante normalizadora es

I(r+s)
() (1.27)

c(r,s) =

La distribucién a posteriori para g dado Y = y, que es naturalmente una Beta, que se deduce
de una aplicacién semejante a la dada por la Ecuacién (1.20) como sigue

plply) o« plylp)p(s)
o w(l—p) T (1 —p)
o ﬂr+y—1(l . #)s+n_y_1.

Asi la distribucién a postriori resulta: p(uly) < Beta(r+y,s+n—1y),y

Ia distribucién predictiva o la marginal de y es una Beta-Binomial. En efecto

ply) = fo I p(ylp)p(p)dp
= ¢(r,3) ( Z‘ )./:‘ur-!-y—l(l —p)

_ (n) e(r, s)
C\Y Jefrtystn-y)

Por lo tanto

_ F(T+S) n . _ n
PO = Eorom s (5 ) TR+ n =) y=0L2 e (129

donde sus dos primeros momentos estan dados por

’ E(y) = n— Vy) = Sy IHeth (1.29)

r+s’ (r+s)? r+s+1

En el siguiente ejemplo se considera una extensién del caso Binomial univariado a un pro-
ceso multivariado, la cual nos permitira formular modelos mucho més realistas al incorporar las
correlaciones existentes entre las variables en estudio.

e — - e e o _
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Ezemplo 1.2.3 (Modelo Multinomial-Dirichlet) De una manera natural, los resultados del
femplo anterior se puede extender para el caso de la variable aleatoria Multinomial de dimensidn

£, enya a priori conjugada para el vector de probabilidades p = (p1, pt2, -, x), resulta la variable
@=mioria Dirichlet de pardmetrose, s yn, conr = (ry,re,-- -, 7). Donde las probabilidades antes
m=ncionadas satisfacen la restriccion Ly; < 1. Esto es, para n conocido
Y|p ~ Mult(n, p), g ~ Dirichlet(r, s)
czza funcidon de probabilidad para un valor observado Y =y, y le densidad para p estan dados
zor
nl
Multy(y|p) = H,u,' 1 - Z#r ¥ (1.30)
:'-'1 Yi- ( 1—1 yi ' i=1 i=1
. . F( b i 8) - -1 5 -1
Dirichi(p) = =1 pprr e T L =D o)’ (1.31)
i1 T(ri)T'(s) =

e y; = 0,1,2,..., tal que S5 y; < n. El vector de medias y la matriz de varianzas y
corarianzas estan dadas por

Kylp) = np, E(#)=m,
_ . / diag (B(w)) — B(p)B(p )’
V(ylp) = n(diag(p)—pn),  v(p) = SE rtsrl

De manera analoga, con la aplicacién del Teorema de Bayes, la densidad a posteriori de p dado
Iz observacién Y = y, naturalmente es una Dirich(r + 4,5 +n — 25 ).

La distribucién marginal de Y, en este caso resulta una Dirichlet-Multinomial cuya densidad
estd dada por

' k [w:] =325, %)
Dir-Mult(y) = LTI = (1.32)
(zg‘;l r; + 3) =\ %) (n— Z:—I ¥i)!

para y; = 0,1,2,..., tal que ©F_ y; < n, donde o = iy 43— 1).

1 Ld
Si definimosp =17 (21—1 r; + s) , los primeros momentos estan dados por

Zf‘_ Tits4n
Yk ridstn+l

Por otra parte, la distribucién ma.rgma.l de (y¥1,¥2,---,%) es una Dirichlet-Multinomial con
parametros (r1,7a,.. ,n,z"‘fll T; — 23—1 r;) ¥y n, donde rz41 = 5. Asi en particular la dis-
gribucion marginal de ca.da, y; es una Beta-Binomial. M4ds atn, la distribucién condicional
de (y;_H, ,yk) dado (y1,%2,--.,31) es también una Dirichlet-Multinomial, con parametros

i
TR TR 23_1 Ti— E_?:H-l i) ¥ °— iz Ui

E(y) = np, V(y) = n[ diag (p) — pp']. (1.33)

—eee— L —_ - o
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Ejemplo 1.2.4 (Modelo Normal y Normal-Gama)
Sean Y1,Y2,---,Y, did N(p,¢), & >0 (pardmetro de precision)y p € R

1
Py, 42, ¥al0) = (%) i exp {—-g(ys - #)2} (1.34)
=1

= (2m)72 {é% exp (—gﬁ” eXP{qbuiy;—giy?}-
i=1

=1

Por la Proposicidn 1.2.1, la densidad a priori conjugada estd dada por

p(0|m0, 11, 72) & [qS% exp (—-g-pz)} exp {qS,uﬁ - g'fg}
R (~,—2) 47 exp {—gm(# -~ E)2}

I{(TO)T].,TZ) T0

asumiendo la existencia de

== B S | co 1 2
K(ro,7m1,72) = A ¢“T exp (—T%) {/_m ¢% exp {—g'i‘o (,u — %) ] dﬂ} d¢

escribiendo 7 = H{m + 1), s=13m, z=7/70 tenemos
— 1 2r—1
plp; $lr; 5,7) o ¢7" exp(—¢s)¢2 exp {—¢—(-53—)(# - m)z} :

Luego
p(0|70, 71, 72) = p(f|r, 8, %) = N(p|z, ¢(2r — 1))Ga(élr,s), r>%, s>0, z€R.  (1.35)

Sea Y)u ~ N(u,¢), si se supone la varianza ¢! conocida, la a priori conjugada para la media
g resulta también una Normal, digamos N(z,s), donde s denota el pardmetro de precisién. La
distribucién predictiva para Y lo es también Normal N{z, @), donde @ = ¢! + s71. Es bien
conocido que los momentos posteriores para u, dada la observacién ¥ = y estan dados por

Eply) = z+p(y—=), 0<p<l
1
Viply) = oy

De modo que, (gly) ~ N(z + p(y — z),s + ¢). Donde p = ¢(s + ¢)~". Por otra parte, podemos
observar que la media posterior es actualizado como una combinacién lineal convexa entre la

media a priori y el error de prediccién e = y — & ponderada por la cantidad p.
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Capitulo 2

MODELOS DE SERIES DE TIEMPO
PARA FAMILIA EXPONENCIAL

2.1 Preliminares

Lz clase de modelos lineales generalizados que fueron desarrollados por Nelder y Wedderburn(1972),
Baker y Nelder(1983), y por McCullagh y Nelder(1989) asume la independencia condicional de
Izs observaciones con distribucién comtn en la familia exponencial. En el contexto de series
e tiempo, lo anterior no es aplicable ya que la naturaleza de las observaciones de las series
ecronoldgicas es que estdn correlacionadas y que evolucionan de alguna manera en el tiempo en

fmncidén de su pasado.

Suponemos que para cada tiempo ¢, 3, es la realizacién de una variable aleatoria Y: con
distribucién de probabilidades er la familia exponencial bajo las mismas condiciones pedidas en
1a Seccién 1.2.2. Esto es

P(yelme, B2) = b(ye, é¢) exp{delysn: — a(n:)]}, Yy €Y (2.1)

donde 7; es el pardmetro natural, ¢, > 0 pardmetro de precision (conocido) y V; = ¢;! pardmetro
de escala,

El conocimiento previo del proceso que genera la variable ¥; en muchas aplicaciones sugie-
zen que el pardmetro 7, deba ser considerado aleatorio y con un cierto grado de evolucién en el
tiempo por las distintas razones asociadas al problema. Por otra parte, los cambios en la compo-
nente 7, por lo general no son predecibles, por eso es mejor considerar como una variable aleatoria.

Denotamos por D; = {V;, D,_;} al conjunto de informacién que contiene a las observaciones
de la serie y toda la informacién histérica relevante hasta el instante . Entonces la distri-
bucién de probabilidades de ¥; en la Ecuacién (2.1) més explicitamente se puede denotar por
p(yelne, dey Dia) © p(yelne, Diei) ya que ¢; en nuestro contexto es un parametro conocido, o sim-
plemente la denotaremos por p(y:[n:) sobreentendiendose la dependencia en su pasado. Luego
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= distribucién a priori de 5, también estard naturalmente en dependencia en términos de la
=formacién disponible al tiempo (¢ — 1). Esto es

p(m|De-1) = c(re, 5¢) exp{ran: — sia(n:) }, 5 > 0. (2:2)

Asd solo con el conocimiento de los pardmetros ry y s, la distribucién de probabilidades a priori
Zz : queda completamente especificada y la distribucién de probabilidades para la prediccién a
1-paso descrita en la Seccién 1.2.2, ahora queda

P(IDen) = [ pl¥ilndrdDecy )i = 2 sPUIB) ©3)

¥ la actualizacidén posterior para 7, conociendo la observacidn y; al tiempo ¢, desarrollada en la

Seccién citada anteriormente queda de la siguiente forma

p(me|Dy) = e(ry + ¢:Ys, s¢ + ) exp{(rs + ¢:Y2)n: — (35 + de)a(m:) }- (2.4)

2.2 HEspecificacion del Modelo

Un andlisis obvio en este estudio es cémo se obtiene la informacién respecto de la distribucién a
priori de 7. Sin embargo, para formar esta distribucién se podria utilizar la informacién dispo-
aible relevante hasta el tiempo (¢ — 1). En otras palabras, se supone la existencia de un grado
de dependencia a través del tiempo. Sin embargo, en este trabajo, por razones de resolubilidad
analitica de los célculos involucrados con integracién, una vez conocida la distribucién de proba-
bilidades de las observaciones, tomaremos la a priori como su distribucién a priori conjugada.

Por otra parte, es importante notar que en algunas aplicaciones puede ser mucho més conve-
aiente trabajar con un a priori que no necesariamente sea su conjugado, de hecho no hay razones
convincentes para justificar solamente el uso de a priori conjugadas, pero los célculos a los cuales
hacfamos referencia antes podrian complicarse considerablemente dependiendo de la naturaleza
de la distribucién a priori. Ast por ejemplo en estos casos se podria llegar incluso a usar métodos
numéricos para resolver por ejemplo las integrales involucradas en el cédculo de los momentos,
pero en el contexto de series de tiempo tendriamos que aplicar estos procedimientos iterativos
por lo menos tantas veces como sea el nimero de observaciones de la serie, lo cual adn en la
actualidad es una limitacion por recursos computacionales y algoritmicos.

Por otra parte, también es importante hacer notar que en muchas aplicaciones puede ser
mucho mds conveniente trabajar en la escala de p; = E(Y;|n:) que con el parametro natural 7;.
Mas atn, las a priori conjugadas asi como se muestra en la Tabla 1.1 se conocen explicitamente
para j¢. De hecho, estas dos componentes estan relacionados univocamente por gjemplo por la
funcién de enlace natural, el mismo que puede ser especificado una vez conocida la distribucién
de probabilidades de las observaciones.

La especificacion del modelo no estd completa sin la especificacién de la evolucién en el
tiempo de la componente 7;. En este punto utilizamos las herramientas propuestas para un

ol e S _
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—mdelo estructural de la forma definida por Harvey(1989) y por West y Harrison(1989). En
z=zmer lugar la especificacién de un modelo estructural estd definida para una funcién de la

componente 7, digamos

At = g(m)-
Ea este sentido, A; sigue un modelo de series de tiempo del mismo tipo que se utiliza para
chservaciones con distribucién Normal. La diferencia aquf es que el modelo es aplicado a una
secuencia de valores A; que no son observables.

Los modelos estructurales para series de tiempo constituyen una clase de modelos en los cua-
Ies las distintas componentes son incluidas en la especificacién de manera de capturar explicitamente
Tos aspectos mas sobresalientes de la serie cronolégica que se estd modelando. El modelo mis
simple es el Modelo Local Constante definido por

Av = Hi
e = fyey Ty

donde w; es un ruido blanco, por lo tanto 4, sigue un proceso de camino aleatorio y representa
el nivel de la tendencia en la escala transformada por la funcién g(-) y la funcién de enlace con ;.

En la practica no es habitual que las series se ajusten al modelo anterior, frecuentemente
las series presentan un comportamiento creciente o decreciente en ciertos periodos. Entonces es
necesario incorporar al modelo local constante otra componente que permita hacer evolucionar
a la tendencia con una cierta pendiente. Este modelo es llamado Local Lineal, y se escribe para
la componente A; en la forma

A = £t
Bt = pio1+ B +wi (2.5)
By = Bi1+ wa

donde gy es el nivel de la tendencia y #; su pendiente. Las componentes wy; ¥ woy SON varia-
bles aleatorias ruidos blancos no correlacionados en el tiempo. Por esta razén, f; evoluciona de
acuerdo a un camino aleatorio y el nivel de la tendencia p; evoluciona de acuerdo a la tendencia
y una pendiente al tiempo (f — 1) mds un proceso totalmente aleatorio no predecible y se espera
que su efecto no perdure en el tiempo.

Finalmente, un modelo més realista para series de tiempo que tienen comportamientos
periédicos durante cada cierto tiempo, es el llamado Modelo Estructural Bésico que incorpora al
modelo anterior la componente estacional, que se escribe en la forma

A = petm
Bt = M1+ Pio1 + wrg
Be = Bia+wy

=1

E’Yt—j = W
j=0
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donde nuevamente w; es un ruido blanco Y Ye representa la componente estacional que evoluciona
periodicamente cada s unidades de tiempo, salvo un proceso totalmente aleatorio. Para extender
mas este modelo, se pueden incorporar los efectos ciclicos u otrs componentes relevantes para la
serie en estudio. Una discusidén mss completa de esta clase de modelos para observaciones con
distribucién Normal se puede encontrar en Harvey(1989).

Un aspecto importante al considerar las distintas componentes que intervienen en el mo-
delo es que la distribucién de probabilidades de las componentes wy; y wy; no estd especificada,
solamente estan especificadas los dos primeros momentos de estas variables aleatorias, lo mismo
acontece con las componentes y, y £;. No se ha considerado ninguna distribucién de probabilida-
des para estas variables aleatorias. En la especificacién del modelo las tinicas variables que tienen
una distribucién de probabilidades explicita son las observaciones Y: y el pardmetro asociado 7,.

Para efectos de estimacién de las distintas componentes de interés en una serie de tiempo,
es necesario escribir el modelo en su forma de estado asociado de modo que podamos usar con
las modificaciones obvias las recursiones de filtro de Kalman apropiadas para nuestro caso.

Definicién 2.2.1 Parg gada tiempo t y para algin n
o 0, es el vector de estado n~dimensional.
o F; conocido, vector regresor n—-dimensional.
o G; conocido, matriz de evolucidn de dimension n x n.

¢ w; vector de evolucidn de errores n—dimencional de media O y matriz de varianzas W,. Es
decir

wy ~ [0, Wi]. (2.6)
¢ A\ = {0, una funcidon lineal del vector de estado de los pardmetros.

o g{(n:) funcidn real conocida, continua y mondtona.

Entonces el modelo lineal dindmico generalizado (DGLM) para la serie {Y;} en su forma de

estado se define por
Modelo observacional p(Yi|m) € FE

Funcion de enlace g(me) =X (2.7)
FEeuacidn de medida A = FJb, )
Ecuacion de transicion 0, = Gy0;_; + w;
donde w; ~ [0, W;]. La ecuacidn subyacente de transicidn es llamada en la literaturg ecuacion
de evolucion.

De esta definicién se desprende que el caso estindar de modelos lineales generalizado estatico
es un caso particular, ya que para ello basta tomar 6, = 8,Vt, la matriz de evolucién igual a la
identidad y la matriz de varianzas W, = 0.
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2.2 Estimacidn

“=ze la estimacién de las distintas componentes del vector de estado, supondremos que la ma-
== de varianzas y covarianzas W; es conocida, o estimada con alglin procedimiento estadistico
e=i2ndar, como por ejemplo por maxima verosimilitud si éste depende de algunos pardmetros,
= nuestro contexto supondremos que W, evoluciona mediante un factor de descuento respecto
ala varianza de entrada del filtro de Kalman, y también como es sabido que en este filtro deben
estar especificadas todos los hiperparametros.

Las distintas componentes de interés estan en el vector de estado 8, el cual queremos estimar
zera cada tiempo ¢ ya sea usando la informacién histdrica, la informacién presente o toda la
Iformacion disponible, en términos de sus primeros dos momentos, el algoritmo que permite
P=cer estas estimaciones y cdlculos corresponde a una modificacién de lo que se conoce como el
Zhiro de Kalman, el cual presentamos a continuacidén en las siguientes lineas. Una versién mas
detallada se puede encontrar explorando las paginas de West y Harrison(1989).

Filtro de Kalman
Informacién Inicial o a Posteriori Inicial

Supongamos que antes de conocer la primera observacion en el tiempo ¢ = 0, se conoce la media
¥ la varianza para el vector de estado 6y, este es llamado informacion inicial, de modo que

(86| Dg) ~ [mq, Co), donde
IE(90|D0) = my Y V(90|D0) = (. (2.8)

Es importante, mencionar que, no se conoce necesariamente la distribucién de probabilidades de
esta componente, solo consideramos en el algoritmo los dos primeros momentos de 5. Ahora la
ecuacion de transicion permite obtener la media y la varianza de #; con informacién al tiempo

i=0.

Con la misma idea anterior, supongamos que estamos en un instante ¢ y que disponemos
de la informacién al tiempo (¢t — 1). Es decir, conocemos la media y la varianza posterior de
(8:-1]Dt~1) denotado por m;—; y Ci-; respectivamente. Asf

(Be—1|Ds-1) ~ [my_q, Cia]. (2.9)

Paso 1: A Priori para A,

Ahora con la ecuacidén de transicién (2.7) se sigue que los momentos a priori de §; condicional
en la informacion histdrica son:

Il

ag Gtmg
R = GCiaG+W, (2.10)
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de modo que (8| D) ~ [ay, Re] y W = (31- — 1)C_1, en este caso § es llamado el factor de
descuento y su valor casi siempre esta cerca de 1. Sin embargo, dependiento de la naturaleza
de las componentes del vector de estado en algunos casos es conveniente usar més de un factor
de descuento y en ese caso la matrix W; podria resultar diagonal por bloques asociados a cada
tactor de descuento. En la practica, especificar la matriz de varianza para el error en general es
complejo; hay diversos estudios dedicados a esto pero son poco conocidos En el caso de norma-
fidad por ejemplo esta varianza se considera constante en el tiempo.

Entonces, siempre condicional en la informacién disponible al tiempo (¢ — 1), ocupando la
ecuacion de medida (2.7) se puede obtener la media y la varianza de la componente A;. Esto es

fo e = (2.11)
@ = Y(A|Di1) = F/RF,. .

Mis aiin, dada la relacidn de la ecuacién de medida, podemos escribir la distribucién conjunta a
priori entre A; y 6; en términos de sus momentos a priori. Esto es,

( 3: ) - [( fi ) ’ ( R F}’z?t )] : (2.12)

Paso 2: Especificacién de la Distribucién a Priori

Dado que

E(g(n:)|Di—1) = E(A|Di-1)
V(g(m)De-1) = V(ADs-1)

los pardmetros de la distribucién a priori conjugada satisfacen el sistema

E(g(n:)|Dic1) = fi
V(@) Di-1) = ¢ (2.13)

De manera que, para encontrar los valores de r; y de s; se debe resolver este sistema de ecuacio-
nes, con el cual la distribucién de probabilidades a priori quedard completamente determinada.
Sin embargo, aunque en su presentacién parece simple, este sistema en general resulta no lineal
dependiendo por su puesto de la naturalea de la funcién de enlace g, lo cual dificulta considera-
blemente su resolucién exacta. En algunos casos se tiene que recurrir a los ya conocidos métodos
numeéricos o simplemente usar alguna aproximacion razonable. Algunas pautas, son mostradas
en los ejemplos al final de este capitulo.

Paso 3: La Distribucién a Posteriori para n;

Al tiempo t, conocemos la observacién 1; con lo cual como en la Seccién 2.1, por el Teorema de
Bayes, la distribucidn posterior para 7; queda

p(ne|De) = cre + Peye, 5¢ + d) exp{(r: + eye)ne — (¢ + de)al(n)}. (2.14)
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Bste procedimiento para la actualizacién para 7, mediante el uso de su a priori conjugada se
conoce con el nombre de analisis conjugado. Por otro lado esta distribucién de probabilidades
posterior muestra también el grado de incertidumbre respecto de 7.

Ahora, la relacién A; = g(1,), especificada en el modelo nos permite encontrar los momentos
posteriores para A;. Esto es

I
el
[
E]
3
S

Ii

a = V(g(n)|Ds). (2.15)

Paso 4a: Estructura Condicional de (0], Di—1)

Finalmente para cerrar el ciclo, obtenemos los momentos posteriores para el vector del estado.
Para esto, inicialmente por un momento suponemos conocido A; y calculamos los dos primeros
momentos de (8;)A;, D;—1), para ello consideramos primero su estructura condicional. Por el
ieorema de Bayes

p(Aey 8:|D:) o< p(As, 0| Dem1)p(Yi[ M)
& [P(gtlf\taD:—I)P('\t|Dt—1)]P(Y5|f\t)
o p(B:[Ae, Di-1)[p(Ae] De-1)p(Ye| Ae)]
o< p(0s|hsy Deer)p(Ae| De)-

Luego se sigue que

p(61D.) = [ p(6ibde, Dit)p(MlDi)eh, (2.16)

donde p(A:|D;) se puede obtener directamente de la conjugada posterior de 7 mientras que
p(8:| A, Di—1) que es la a priori condicional lo cual no es conocido completamente, de modo que
la integral anterior no se puede resolver. Sin embargo, lo que se puede tener para esta distribucién
condicional son sus primeros dos momentos siguiendo la idea del mejor predictor lineal, teniendo
en cuenta que se conoce los momentos de la conjunta que son necesarios para este propdsito.

Paso 4b: Momentos a Posteriori para 6;

De la Ecuacién (2.12), los momentos condicionales pueden ser estimados siguiendo la metodologia
de estimacién del mejor predictor lineal en el sentido que minimiza el error cuadratico medio, el
mismo que corresponde al andlisis usual en el filiro de Kalman.

IE[BtlAt: Diy] = e+ RFi(h— fi)las
V[Ggl/\:, Dia] = Ri— RtﬂFt,Rt/qt

para cualquier A;. Es sabido que en el caso de normalidad de las observaciones, estas estimaciones
coinciden con los verdaderos valores.

(2.17)

Examinemos ahora derivamos los resultados incondicionales para #;, puesto que en definitiva
realmente no observamos A;. Con la ayuda de la Ecuacién (2.16) se puede deducir las siguientes
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relaciones que expresan los momentos posteriores para f#; en funcién de los momentos condicio-
males en A;

B8 | D] = E{E[0:| M, Dis]| D}

V[0,|Di) = V{EB:I A, Dica]|Di} + E{V[8|As, Dia]| De}- (2.18)

Estos momentos posteriores pueden ser estimados por la sustitucién de los momentos condicio-
nales estimados en la Ecuacién (2.17). Luego las expresiones finales para los momentos estan
dadas en las siguientes lineas, de manera que

(Btl‘Df) ~ [mh Ct]
Donde

my = E[E{0]A:, Dir}| D]
= E(a: + ReFi(Ae — f2)/4:|Dy)
= a; + By Fy(B(A\:|Dt) — fi)/ g
= 4+ REAF - f)lan (2:19)

Cy = V[ﬁ{gtlf\t: D, 1} D:) + E[V{gtl)\t, D1 }| Dy}
= V(a:+ RFi(A — fi)]@|De) + E(R; — RyF,F]Ry[q:| Dy)
= RtF:.Ft'RtV(/\tIDg)/QE -+ Rt - RtﬂF;Rt/qg

= R.— R.F.FIR(1 — ‘é—*) /g (2.20)
t .

Con esto queda completado el ciclo, y estas recursiones deben correr para ¢t = 1,2,---,7. En
caso de datos faltantes se recurre a la prediccidn que desarrollamos més adelante. Al final del
tiempo (¢ = T') o para cualquier ¢ < T este algoritmo permite hacer predicciones por lo general
en términos de sus probabilidades. Es importante también notar aqui la dependencia de C; en
términos de ¥; a través de ¢}, lo cual no sucede en el caso de Normalidad de las observaciones,
en donde C; es independiente de los datos.

Por otro lado, la estimacién de momentos posteriores de las distintas componentes se conoce
como la estimacién en linea del modelo que usa la informacién presente y la histdrica, un se-
gundo tipo de estimacién que se puede calcular, es la estimacién suavizada en la cual los valores
esperados y las varianzas son calculados en base al conjunto de toda la informacién disponible,
en otras palabras usa la informacién inicial que da origen a la especificacién inicial mo y Co y las
observaciones y1,¥2,***, YT-

2.4 Prediccidén

Suponga que para algin tiempo £, en la iteraciones del algoritmo del filiro de Kalman, en la etapa
del analisis conjugado se tienen calculadas los valores de los pardmetros de la a priori, siempre

__—rg\_
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condicional al tiempo (¢ — 1), con el cual queda completamente especificada su distribucién y de
modo que por la Ecuacién (2.3) la distribucién de probabilidades de la prediccidn a 1-paso con
mformacién al tiempo (¢ —1) es

C(Tt: St)b(lfh ¢i)
(re+ ¢Yi, 5+ i)’
En algunos casos, esta distribucién resulta ser una conocida, como es el caso del modelo Bino-

mial, en donde la distribucién de probabilidades predictiva es una Beta-Binomial y el caso de
an modelo Poisson toma la forma de una variable aleatoria Binomial-Negativa.

p(Yi| D) = p . € V. (2.21)

También es posible obtener predicciones con horizontes superiores a una unidad de tiempo,
va sea al final de la serie, es decir para el futuro o en cualquier instante del tiempo t, (0 < ¢ < T),
especialmente para salvar los datos faltantes lo cual no es permitido en el algoritmo del filtro de
Kalman, o simplemente para validar en cierto sentido el modelo. Sin embargo, €l procedimiento
es analogo al ya descrito anteriormente, solo que en lugar de tener la informacion hasta el tiempo
(i—1) se tendr4 ahora al tiempo ¢ y la prediccién se hard para el tiempo ¢+k, donde k representa el
aimero de pasos del horizonte. Es decir, tenemos las estimaciones posteriores para los momentos
de &,

0:| Dy ~ [mt: Ct]- (2-22)

En este sentido para la prediccién a k— pasos, aplicamos recursivamente la ecuacion de evolucién
en los tiempos t+1,¢+2, - -+, t+k. Luego se sigue que (6z4x|D:) ~ [a:(k), Ri(k)], con los momentos
resursivamente definidos via
ai(k) = G”H_kag(k - 1) : (2 23)
Ri(k) = GurRi(k —1)Ghpp + Wigs '
para k= 1,2,---, con a;(0) = my, Bi(0) = C; y Wiy = Wi, Vk. Ahora de la relacion Ay =
Fl (0irr, tenemos que (Aepr|D:) ~ [fi(k), :(k)), donde

ft(k) = F; -a;(k)
(k) = F;I:Rt(k)FHk. (2.24)

Recordemos que la a priori conjugada para 7:4.x queda determinada por la espeficacién de sus
parametros ri(k) y s:(k) los cuales de manera andloga como antes se determinan del sistema

EAse D) = filk)

2.25
Vil D) = a(k) (2.25)
con el cual, de acuerdo a la relacién presentada en la Ecuacidn (2.3), la distribucion de probabi-

lidades de la prediccién a k — pasos esta dada por

c(re(k), s:(k))0(Yek, Beit)
) Yipr € V. 2.26
(elE) + fua¥ors sF) + i) b (228)
En los siguientes ejemplos presentamos las partes operacionales que ilustran a los pasos 3 y 4 del
filtro de Kalman, puesto que los otros pasos son mera aplicacion de las formulas.

p(Yesr|De) = -

- —
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2.5 Ejemplos

Ejemplo 2.5.1 (Modelo Binomial: Enlace Identidad) En este modelo tomamos: Ay = p; =
F!8;, g~! = logit. Para n, conocido

Yi|p: ~ Binomial(ng, i), pt|Diy ~ Beta(ry, 8¢). (2.27)
La media y la varianza a priori en este caso estan dados por
T ft( - ft)
— D, i) = , = V(D 2.28
B(gee| De-1) — gt = V(pe| D) = e+ 5+ 1 ( )
cuyas soluciones para r; y s estan dadas por
re = folg il = fo) = 1], s =(1-flg " fll = f) — 1] (2.29)
y los momentos posteriores, una vez conocida la observacion ¥, resultan
N Ty + . (1 —f
fr = E(ue| D) = — 2 ¢ = v(ulpy = LU= (230)

rt+3t+nt, T:—]—St-l-nt-l-].

Ejemplo 2.5.2 (Modelo Binomial: Enlace logistico) Nuevamente consideramos datos Bi-
nomiales, bajo las mismas condiciones del ejemplo anterior, la diferencia ahore es que irabajare-
mos en la escala del pardmetro natural 7 = logit(p:), la funcidn g(-) es la identidad. En cieria
manera se complica levemente los procedimientos ya que la a priori si bien es cierto que podemos
conocer su distribucion de probabilidades, pero en este caso no resulta una de las comunes de
los cuales se conocen por formula la expresion de sus momentos; sin embargo, haciendo cdlculos
auziliares ain es posible explicitar analiticamente la expresidn de sus momentos. En este caso

el modelo resulta

/\t =m= F gt (2.31)
La a priori cunjugada en la escala de uy es (| Di—1) ~ Beta(ry, s;) con densidad

(| Deet) = e(rey s )y (1 = )™ 0<m<l) (2.32)

b}

donde
T(re + s:)

lre» %) = F( 315,

La media y la varianza a priori de 7, con la ayuda de los célculos adicionales desarrollados en el
Apéndice A estan dados por

f =-]E(771|Dt—1) = y(ry) — y(s:)
g = V{p|Di1) = A(r) +(se)- (2.33)

Donde, para z > 0, y(z) = ['((z)/T'(z) llamada en la literatura la funcién digamma o la funcién
psi, en cuyo caso se denota por ¥(z), en otras palabras esta funcifn es exactamente la derivada
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de la funcién log I'(z).

Del sistema (2.33), se debe obtener los valores de r; y s;, lo cual no es inmediato por la
complejidad de la funcién digamma. Tendrfamos que pensar en alguna aproximacién razonable!
hasta considerar métodos de resolucién por medio de algoritmos iterativos como por ejemplo el
método de Newton-Rapson.

Para valores de r; y s; moderadamente grandes (excediendo ambas 3) la a priori para g
estd considerablemente concentrada lejos de 0 y 1, en este caso la funcién digamma puede ser
adecuadamente aproximado por

1
¥(z) =logz — o, (2.34)
la correspondiente aproximacién para la derivada es
. 1 1
i(e) = (1 + E) . (2.35)

Sin embargo el sistema ain es complicado de resolver analiticamente.

Para valores grandes de z, v(z) =~ logz, y ¥(x) & 1/z. Asi para valores grandes de 7: y st
la media y la varianza a priori para 7; aproximadamente estan dados por

Tt
~ o (—) , LY 9.36
fi g o @« + 5 (2.36)
En este caso particular los valores de r; y s; estarfan dados aproximadamente por las siguientes
expresiones
re m g1+ ef), sem g N1+ e ). (2.37)

De cualquier modo, una vez resuelto el sistema (2.33) los momentos posteriores para 7 son
relativamente mas sencillos de evaluar. Estos estan dados por

fe = Em|Ds) = Y(re +ye) — (8¢ + ne — y1) (2.38)
@ = V(D) = F(re+ye) + (s + e —ye) '

puesto que (g D;) ~ Beta(r; + Yi, 8+ n: — ¥2).
En el siguiente ejemplo consideramos la generalizacién multivariada del modelo Binomial,
el cual nos permitird modelar conjuntamente varias series del mismo tipo.

Ejemplo 2.5.3 (Multinomial) Sea Y, ~ Mult(ns, p,) bajo las mismas condiciones que en el
Ejemplo 1.2.8 del Capdtulo 1, donde su a priori conjugade para el vector de probabilidades 1, es
una Dirich(r:,s:). Es decir, para ny conocido

Y| ~ Mult(ne, p,), | Dimy ~ Dirich(ry, 5¢).

LEste sistema también puede ser resuelto considerando las ecnaciones de recursién presentadas en Abramowitz
¥ Stegun(1965): v(z) = 7(z + 1) — =", (=) = ¥z + 1)+ ~2
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El modelo para Ay para este tipo de datos se puede escribir de la siguiente manera
At = My 0 At = logit("‘t)

donde logit(p,) se entiende como la funcion logit eplicada a cade componente de p,.

Para el primer caso, los momentos a priori para A; estan dados por

Ty
ft = E(pt]Dt—l) = m
di ~ . f
Qt B V(MlDt—l) B ;gr_]iii)-‘it -I:ftlft

Resolviendo éste sistema para »; y s; se tienen especificados los parametros para la distribucidén
a priori.

La distribucién a posteriori para g, es
k
1| Dy ~ Dirich(ry + gy, 50+ 10— Y yjt)
—

En consecuencia, los momentos posteriores estan dados por
_ ‘rt + yg
LTit+ 8+ ng
‘ ‘ LTt St +ng+1
En cambio, si consideramos la funcién de enlace logito, dado que las marginales de una

variable Dirichlet es también una Dirichlet, entonces la marginal de cada componente de g,
resulta una Beta. Es decir

fi = E(pDr)

k
Kt ~ Beta(r;s, ZTit + 5i), i=L2,...,k
A7

Donde la medias a priori para A;, siguiendo los resultados de los ejemplos univariados resulta

k
fjt =7(Tjt)_7(zrjt+st)1 j= 112:"'1k'
i
donde la funcién (-} es la funcidén digamma definido anteriormente. Para obtener la varianza a
priori se puede usar la aproximacién lineal, mds conocido como el método—4, para la funcién de
enlace logito. Asi, tomando la matriz diagonal D de las derivadas de la funcién de enlace logito
con respecto de g, evaluada en f,.

. 1 Lt
D = diag (fu(l ‘—'flt),” " fue(1 _f"‘)) ’
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se tiene,

Q=D Q:-D
donde Q; es la matriz de varianzas y covarianzas a priori del caso de la funcién de enlace iden-
tidad entre A; y u,.

De la misma manera los momentos posteriores para A; tienen las siguientes expresiones
o= et y)— Qo ratritsitni—y,)

abusando un poco la notacidn, la suma de un escalar y un vector se entiende como la suma del
escalar a cada componente del vector. Para encontrar la matriz de varianzas y covarianzas a
posteriori, nuevamente usamos el método-4. Asi Q7 resulta

* * e *x
Qi=D"Q7 D
Donde Q}* es la matriz de varianzas y covarianzas para la a posteriori del caso de la funcién de
enlace identidad y

T 1 1
7= diag (fu( By fk,,))

Ejemplo 2.5.4 (Modelo Poisson) Sea Y; una varicble aleatoria Poisson de media p:, nueva-
mente consideramos la funcidn de enlace g(-) como la identidad como sucede en varias aplica-
ciones, luego el modelo queda

A =n. = F/0 (2.39)

La a priori conjugada conocida en la escala de p; es una Gama, es decir
Yi|pe ~ Poisson(p:), p|Di—y ~ Gama(ry, s¢). (2.40)

Los momentos de la distribucion a priori en la escala de y; son:

r T

(| Diq) = =, V(pe De-1) = 3. (2.41)
8t _ 53

Mientras que los momentos de la distribucién a priori en la escala de 7; = log 4, lo que en este

caso realmente nos interesa, se puede encontrar de la manera que estd descrita en la primera

parte del Apéndice A, cuyos resultados son los siguientes

fi = Enp|Dim1) = (re) —In(sy)
QG = V(Thl.Dt_l) = "y('rt). (2.42)

Aqui otra vez, la resolucién de este sistema para r; y s; no es inmediato, habria que recurrir
nuevamente a algin método numérico o usar una aproximacién razonable. Ocupando la apro-
ximacién escrita en la Ecuacidn (2.34) los valores de los pardmetros de la distribucion a priori

resultan
141+ 2¢
b]

Ty =
i 2q;

1
St =T exp{—fg - 2_7'5} (243)
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Ahora al tiempo ¢ conociendo la observacién y; por el andlisis conjugado la posterior para p;
resulta (p:|D:) ~ Gama(ry + yi,8: + 1). Luego los momentos posteriores en la escala de 7, se
pueden escribir facilmente de la siguiente manera, aunque su evaluacién podria resultar otra

tarea.
fi = Em|D) = ~(ri+y)—In(s +1)

g = V(D) = ¥(ri+ys)

Estos tres ejemplos ilustran quizds los casos mas comunes que se presentan en las aplicaciones.

(2.44)

Ejemplo 2.5.5 (Normal) Sea Yi|u: ~ N(us, ¢:), donde la varianza ¢;' se supone conocido.
Luego su a priori conjugada para p; también es una Normal N(zy, ;). Si consideramos el modelo
At = iy, los pardmetros de la distribucidn a priori satisfacen el sistema

Jo = EADy) = 23y g = V(M| Ds) = .st_1
la distribucion a posteriori para y; dada la observacion Y; =y, es

pelye ~ N(2¢ + pe(ye — 1), b + 5¢)

y la distribucion de prediccion a 1-paso para Y, es también una Normal
YtIDt—I ~ N(zt: Qt):

donde la varianza Q; = ¢;' + s;'. Y finalmente que la varianza a posteriori para u;, puede ser
escrito también en la forma estandar s;' — p?Q,.

2.6 Suavizamiento

Como se menciond anteriormente, los estimadores suavizados de la componente del vector de
estado se obtienen usando toda la informacidén existente hasta ese momento. Es decir, se quiere
estimar los momentos de la distribucién de probabilidades de (6;—x|D:) para k > 1, como en el
caso de la prediccion del vector de estado, los andlogos de a:(k) y R:(k) que la denotamos por
a:(—k) y Ri(—k) sus expresiones estan dadas en forma recursiva retrospectiva de la siguiente

manera.
Para 1 € k£ < {, y Vi, definimos
B, = C.Gi Ry _ (2.45)
luego por lo menos, en términos de sus momentos (6;—x[D;) ~ [a,(—k), Ri(—k)]. Donde
af(—k) = mu—k + Biifad(—k + 1) — as—pp1]
Ri(—k) = Cir— Bet[Ripy1 — Be(—k +1)]B;_,

(2.46)
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los valores iniciales estan dadas por a,(0) = my, y R;(0) = C;. También ay_p41 y Ri—ki1 se
pueden denotar por a:—x(1) y Bi—(1) respectivamente.

Una manera de respaldar estas ecuaciones, es el hecho de que no se asume una distribucién
de probabilidades para las componentes del vector de estado y solo se trabaje con especificacio-
nes de las medias y las varianzas. Esto hace que el procedimiento para obtener la estimacién
suavizada de estas componentes sea equivalente al procedimiento usual en el filiro de Kalman;
mayores detalles se pueden encontrar en West y Harrison(1989).

2.7 Funcién de Verosimilitud

La funcidén de verosimilitud para los hiperpardmetros del modelo, como son los factores de des-
cuento, se puede escribir recurriendo a la idea de la descomposicién del error de prediccién usual
que se ocupa en series de tiempo, siendo que la distribucién para la prediccién que se obtiene
usando la informacién a priori y la verosimilitud de las observaciones. Como es usual en la
inferencia estadistica en lugar de la funcién de verosimilitud misma, es mejor considerar la log-
verosimilitud y observar la cantidad —2log L, ya sea con fines de encontrar la optimalidad o para
hacer alguna inferencia relacionada con los hiperparametros.

T
{(hiperparametros|Dr) = log p(y:| Ds—1). (2.47)
=1
En general ésta funcién define implicitamente a los hiperpardmetros, lo cual dificulta el uso
tradicional de la diferenciacién para estimar los pardmetros. Mas atn, los hiperpardmetros estan
involucrados en las ecuaciones del filtro de Kalman y para poder ser evaluadas una sola vez,
se debe correr todo el filiro. Este procedimiento en la literatura estadfstica se conoce como la
estimacion en el dominio del tiempo, existiendo también métodos alternativos de estimacién.

2.8 Residuo de Pearson

Con la idea desarrollada por Nelder y Wedderburn(1972) para observaciones independientes, el
caso de observaciones de una serie de tiempo condicionales en su pasado son aproximadamente
no correlacionadas, esto da lugar a lo que en la nomenclatura de series se llamaria residuo de
prediccion estandarizada o simplemente residuos de Pearson

— D,
= Y By D) (2.48)
V(¥ Der)
Existiendo ademads otras formas de definir residucs, pero en nuestro contexto creemos que éste

es al méds adecuado. Una discusién més detallada con respecto a otros tipo de residuos se puede
encontrar en la bibliograffa citada anteriormente.

P

= ) e R
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Capitulo 3

APLICACION I: GOLES MARCADOS
POR U. CATOLICA EN LOS
CLASICOS UNIVERSITARIOS

2.1 Analisis del Problema

En esta primera aplicacién, se estudia la evolucién dindmica del nimero de goles marcados por el
equipo de la Universidad Catélica en partidos del campeonato nacional jugados contra el equipo
de la Universidad de Chile desde 1939 y hasta 1994. Los resultados de cada partido se muestran
en la Tabla 3.5 al final de este capitulo.

La naturaleza de este tipo de observaciones sugiere que el ntimero de goles marcados en un
partido pueda ser considerado como una realizacién de una variable aleatoria Poisson. Por otra
parte, la natural dependencia de las observaciones en el tiempo aconseja el uso de una clase de
modelos de serie de tiempo para estudiar y predecir el comportamiento futuro del nimero de
goles marcados. El nimero de goles marcados en afios consecutivos estdn correlacionados y no
pueden ser tratados como realizaciones independientes. Sin embargo, no existen muchos estudios
en los cuales se consideren series de tiempo con distribucion Poisson.

Para justificar de cierta manera que los datos corresponden a realizaciones de una variable
aleatoria Poisson, en la Figura 3.2 se muestra una representacién grifica de los goles marcados
por el equipo de la Universidad Catélica, y en la Tabla 3.1 se presentan las frecuencias relativas
correspondientes a estos goles conjuntamente con las probabilidades teéricas de la variable Pois-
son condicional en los pardmetros cercanos al promedio de goles, cuyos gréficos se puede observar
en la Figura 3.1. En este grafico se puede ver que la aproximacién de una Poisson a una Normal
claramente no es apropiada, puesto que en ese caso tendr{amos que tener el nimero de goles por
partido superior de lo que habitualmente se registra en los partidos de fitbol.

Desde un punto de vista metodolégico, los modelos de serie de tiempo que han predominado
en la literatura estadistica en los tltimos afios suponen distribucién de probabilidades Normal

28
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Tabla 3.1: Frecuencias Relativas y Probabilidades

Numero de Goles | Frecuencia Relativa Poisson(1.0) Poisson{1.5)
- 0 0.31 - 0.37 0.22
1 0.31 0.37 0.33
2 0.17 0.18 0.25
3 0.16 0.06 0.13
4 0.03 0.02 0.05
5 0.02 0.00 0.02

para las observaciones, o restringen el andlisis a los dos primeros momentos de las variables, y
por tanto, a estimaciones y predicciones lineales.

Dos aspectos fundamentales relacionados con los objetivos del estudio tienen que ver con la
dependencia temporal de las observaciones y la evolucién de los pardmetros que determinan la
distribucidén de probabilidades de las observaciones.

En este sentido, la evolucién natural que tiene en el tiempo la pericia de cualquier equipo
de fiitbol hace que las observaciones deban ser consideradas dependientes o correlacioanadas en
el tiempo, y el pardmetro de las distribuciones Poisson en distintos momentos de tiempo debe
evolucionar de acuerdo con alguna especificacion.

Luego, considerando al mimero de goles marcados por un equipo de fiitbol como realizaciones
de una variable aleatoria Poisson, ajustamos a los datos un modelo dindmico Poisson~Gama que
se describe mas adelante. El modelo entrega una estimacién de la tendencia para el valor espe-
rado de goles y una distribucién de probabilidades para el nimero de goles en el proximo partido.

No se conoce muchos otros estudios que consideren problemas similares al abordado en este
capitulo. En Harvey y Fernandes(1989) se estudia la evolucién del numero de goles de Inglaterra
a Escocia en un serie de tiempo de mds de 50 afios. Sin embargo, la metodologia propuesta en
ese estudio sigue maés de cerca la metodologia propuesta en Harvey(1989) que la utiliza en este
trabajo. El tratamiento que se usa aqui es muy similar al propuesto por West y Harrison(1989)
y también por West, Harrison y Migon(1985).

2.2 Un Modelo Dindmico Poisson—Gama

3.2.1 El Nimero de Goles de la U. Catdlica

Sea y; el niimero de goles marcados por el equipo de la U. Catdlica en los n, clasicos universita-
rios jugados en el afio ¢. Supongamos que y; es la realizacién de una variable aleatoria Poisson
Y; de pardmetro j, el mismo que representa el nimero de goles esperado en los n; partidos del
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Figura 3.1: Probabilidades Poisson
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afio ¢. La Figura 3.2 y el conocimiento del proceso que generé la variable ¥; sugiere que g, deba
ser considerado aleatorio y con un cierto grado de evolucién o cambio a través del tiempo. Las
razones pueden ser los cambios en la composicién del equipo, los cambios en las tacticas de juego,
la pericia individual de los jugadores, condiciones sicolégicas, etc. Ademds, como los cambios no
son predecibles, es mejor considerar a y; como una variable aleatoria.

Asi, en términos generales se tiene que para un afio ¢, distintos factores determinan el valor
de la variable y;. Luego en cada partido jugado en ese afio, el nimero de goles marcados por
la Universidad Catélica serd la realizacién de una variable aleatoria Poisson con un parimetro
igual al valor de y;. Posiblemente, un anélisis més realista se deba considerar a y; cambiando
mes a mes o incluso cambiando continuamente. Para simplificar el andlisis y los cdlculos aquf se
supone que el pardmetro y; sdlo cambia de un afio a otro. Para la variable aleatoria u; se supone
una distribucién Gama con pardmetros r; y s;. Asf

Yi|ps ~ Poisson(u,), pe| Doy ~ Gama(re, se), (3.1)

donde D;_; es como se definid en la Seccidn 2.1, que escencialmente contiene la informacién
histérica al tiempo (t—1). Este modelo conocido como Poisson-Gama, requiere que, en cada afio
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Figura 3.2: Nimero de Coles de U. Catélica
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se espécifiquen los valores de los pardmetros ry v s;. Estos coeficientes determinan la distribucién
de probabilidades a priori para p;, que puede ser actualizado al tiempo ¢, con el conocimiento de
la observacién Y; = y;,; por los procedimientos descritos en la Seccién 1.2.2. En otras palabras,
supone la existencia de un grade de dependencia a través del tiempo en el pardmetro fundamen-
tal p: especificada por r; y s; que determinala distribucién de probabilidades del nimero de goles.

En este sentido, la especificacién del modelo no estd completa sin una especificacién para
la evolucion en el tiempo de la componente g;. Como se habia indicado en el desarrollo me-
todolégico de la Seccidén 2.2, lo que sigue un modelo estructural es una funcién de p., digamos
At = g(t:). Las dos alternativas con las cuales se trabaja en este capitulo para definir la compo-
nente A; son las siguientes

A = = pef ‘ 3.2
+=9lw) { log(pe/ne)- (32)
La primera de estas especificaciones, es el valor esperado del nimero de goles en un partido lo
que sigite un modelo estructural de series de tiempo, mientras que la segunda de estas especifica-
cionés &s"el logaritmo natural de este valor esperado el que evoluciona de acuerdo con un modelo
estructural de series de tiempo.
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En este caso particular, el modelo propuesto para la componente A, tiene la forma

A = By
gy = piy + Bior Fw (3.3)
Be = B +wy

Aqui g} representa el nivel promedio de goles por partido en la escala original o logaritmica, segin
sea la funcidn de enlace en la relacién (3.2). También se puede interpretar la componente uf como
el indicador de la pericia del equipo. La media g; cambia en funcién del nivel del afio anterior, en
funcién de la componente §;_, y en funcion de una componente complementaria aleatoria y no
predecible wy;. La componente §; representa a una pendiente dinamica que evoluciona de acuerdo
con un camino aleatorio, por cuanto ws,;, como wy; son componentes completamente aleatorias.
Mads formalmente, se supone que wq; ¥ wy; son variables aleatorias ruido blancos con media cero
y no correlacionados en el tiempo, cuya distribucion de probabilidades no estd especificada.’

3.2.2 Estimacién

Inicialmente, se supone que las varianzas de wy; y wy son conocidas, y que sigue la idea del factor
de descuento descrita en la Seccién 2.3. En esta aplicacién en particular se usan dos factores de
descuento 4, y 82 funcionalmente independientes asociados a cada componente uj y (; respec-
tivamente, y que los mismos serdn estimados usando el la idea estdndar de maxima verosimilitud.

El algoritmo que permite hacer las estimaciones y los célculos para las componentes u} y 5
corresponde a una modificacién de lo que se conoce como el filtro de Kalman, lo cual fue descrita
anteriormente en el Capitulo 2. Inicialmente para ello, primero escribimos el modelo propuesto
en su forma de estado

/\t = F’gt
4
8 = GOy +wy (34)

donde w; ~ [0, W], siendo W; conocido, y

Qlt _
(%), a=(5). 6o

' 11
F=(1,0), G=(0 1), Wy

Filtro de Kalman

Informacién Inicial o a Posteriori Inicial
Los valores iniciales mg y Cp, que usamos para ajustar este modelo fueron

BT

(80| Do) ~ [mo, Co]. (3.7)
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Paso 1: A Priori para A\
Ahora, de la ecuacién de transicién (3.4), se sigue que los momentos de la distribucién a priori
de #, condicional en la informacién histérica son:

a = Gm1

R = GGG+ W (@38)
de modo que (8;|Dy) ~ [a1, Ry] ¥
1
2

donde los factores de descuento fueron estimados por maxima verosimilitud, la funcién de vero-
similitud se estudia en la Seccién (3.2.6), los valores resultaron

Wy = diag (1 1,

— - —1) diag (Co) = diag (0.031,0.053) diag (Co) (3.9)
1

b = 0.97 y by = 0.95. (3.10)

Luego, siempre condicional en la informacién disponible al tiempo ¢ = 0, ocupando la ecuacién
de medida (3.4) se puede obtener la media y la varianza de A;. Esto es

f = EMDy) = Flay
¢ = V(M|Do) = F'RyF. (3.11)

Paso 2: Especificacién de la Distribucién a Priori
En este caso, los pardmetros de la distribucién a priori conjugada para el caso A: = u:/n: dado
en la Ecuacion 3.2 satisfacen el sistema

Ty

[E(P"1|Do) = _T-'»1S1 =f
V(Do) = —pep =
Hq|to) = n%s% =

siendo n; es conocido, estas ecuaciones definen de manera dnica los pardmetros v, y 8 y por lo
tanto la distribucién de probabilidades para pu, siempre condicional en la informacién disponible

al tiempo t = 0.

Por otra parte, si la especificacién que relaciona A; con y; es de la segunda forma propuesta
en la Ecuacién (3.2), el sistema que satisfacen los pardmetros ry y 51, de acuerdo al presentado
en el Ejemplo 2.5.4 seria como sigue

v(r) —la(s) = A
¥(r1) = q (3.12)

como en el caso anterior, estas ecuaciones determinan de manera dnica los valores de 71 y s1 y
por tanto la distribucién de probabilidades de g, condicional en Dy,
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Sin embargo, la resolucion de este sistema no es inmediata, aunque algebraicamente su
solucion se puede escribir como

i = 1 @)
81 = nileXP{‘r(ﬁ)—fx}-

En la implementacidn con la rutinas computacionales, para invertir (@) usamos el método de
Newton-Rapson, disponiendo de una rutina de calculo de alta precisidn para la funcién digamma
y usamos aproximaciones de tipo polinomial para el caculo de sus derivadas tomando un nimero
considerable de términos de su expansion en serie.

Paso 3: La Distribucién a Posteriori para ]

Al tiempo t = 1 conocemos la observacidn ¥, o la suma del conjunto de observaciones si hay
més de un partido, con el cual de manera andloga como en la Ecuacién (2.4), por el Teorema de
Bayes, la distribucidn a posteriori para g1 queda

w|Dy ~ Gamalri +y1,61+1] = % Dy ~ Gamalry + y1,n1(s1 + 1)]. (3.13)

i
Esta distribucién de probabilidades muestra el grado de incertidumbre respecto de la media
p1. La observacidn y; afecta a ésta distribucidn en el sentido de que la misma es formada utili-

zando la informacién previa al tiempo ¢ = 0 y la observacidn del nimero de goles al tiempo ¢ = 1.

Ahora, la relacién A; = g(i:), especificada en el modelo nos permite encontrar los momentos
posteriores para A;. Asi, para el primer caso resulta

™+
* = MDYy = —2
fi E(A|D1) (o + 1)
. fi
= V(MDY= ———,

mientras que para el modelo con enlace natural log, los momentos posteriores estan dados por

i = BA|D1) = y(r + ) —loglri(s1 +1)]
g = Y(MlD1) =F(ri+n). (3.14)

Il

Paso 4: Momentos a Posteriori para 6,
Para terminar el ciclo recursivo y disponer de la media y varianza de las componentes del vector
de estado 0, condicional en la informacién ¢ = 1. Aplicando las relaciones deducidas en la

Seccién 2.3, resulta que (|D;) ~ [my, C1). Donde

my = B(61|D1) = a1+ R F(f; — H)/a
C]_ = V(Hl[Dl) = R]_ - R1FF’R1(1 - Z—i)/ql
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El procedimiento general propuesto para ¢ = 0, se puede repetir en cada momento del tiempo
segun se obtengan nuevas observaciones. Es decir, los valores iniciales de entrada para un tiempo
t son los momentos posteriores al tiempo (f — 1). Asi se puede obtener en cada momento del
tiempo una estimacién de A; y de ;.

3.2.3 Nivel de la Tendencia en Linea y Suavizada

Una vez calculada los parametros de la distribucion a priori de acuerdo a los procedimientos
descritos para este caso, la estimacién en linea del nimero esperado de goles por partido (p¢/n:)
queda determinada por el valor esperado obtenido de la relacidén en la Ecuacién (3.13), cuya
representacion grafica se muestra en la Figura. 3.3.
E (ﬂ Dt) — Tty (3.15)
4 ne(se + 1)
Un procedimiento similar se puede seguir para el caso del nivel suavizado usando toda la infor-
macién disponible hasta el tiempo ¢
pi(—k) ) re(—k) + yei
E D)= 1<k<t. 3.16
(Ba12) = e (310

Los resultados de las estimaciones en linea y del nivel suavizado de la tendencia, se muestran

Tabla 3.2: Estimacién de la Tendencia

Afio | Promedio.de Goles | Estimacién en Linea | Estimacién Suavizada
Elpe/re]  Vip/nd | Blpe/ng]  Vipe/ni]
1940 2.50 1.84 0.53 - 1.78 0.41
1950 1.00 1.48 0.23 1.59 0.14
1960 1.50 1.69 0.22 1.46 0.08
1970 1.75 1.23 0.06 1.17 0.04
1980 0.00 0.70 0.05 0.95 0.05
1990 0.50 0.84 0.06 1.13 0.05

en las Figuras 3.3 y 3.4, de los cuales se desprende que el niimero promedio de goles por partido
marcados por el equipo de la Universidad Catélica disminuyd considerablemente aproximada-
mente desde 1954 y hasta 1980. Este promedio era cercano a 1.60 en 1954 y cercano a 0.95 en
1980. desde 1981 se aprecia una recuperacién en el promedio de goles por partido. En 1994 este
valor fluctuaba en torno a 1.15. En este trabajo sélo se presentan los resultados para el caso en
que A; corresponde al logaritmo del nmimero de goles esperado por partido y sélo en el caso de
residuos presentamos la grafica para ambos modelos ajustados con fines comparativos.

En la Tabla 3.2 se muestra la estimacién en linea y suavizada para el valor esperado de la
media de goles por partido (u:/n;) y su varianza. Sdlo se presentan resultados correspondientes
a los aflos en los cuales comienza una década para efectos comparativos y se puede observar la
evolucién dindmica a lo largo del tiempo.
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Promedio de Goles

Promedio de Goles

Figura 3.3: Promedio de C'oles y Tendencia (en linea)
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3.2.4 Prediccion

Suponga que para algiin afio ¢, en el algoritmo presentado en la Seccién 3.2.2 en donde se describe
la estimacidn de las componentes del modelo, se tiene que condicional en la informacién al tiempo
(t - 1),

Yilpe ~ Poisson(p.), pi| Diey ~ Gama(r,, st) (3.17)
entonces, a partir de los resultados mostrados en la Seccién 2.4 o en la Seccidn 1.2.3, la distri-
bucién de probabilidades predictiva Y;|D;_;, estd dado por

* I(r: + )
Y D - = _ = Te _ e .
p(HIDect) = [ plaelielp(ul Decs Y = g Lrspie(1 = ) (3.18)
donde y; = 0,1,2,..; ¥y
P = s+ 1

Asi, en cualquier afio (f — 1) en el algoritmo del filtro de Kalman el sistema (3.12) entrega los

Tabla 3.3: Probabilidades del Préximo Partido

Ntmero de Goles | en 1954 en 1981 en 1994 | Con Promedio
0 0.13 0.55 0.33 0.26
1 0.24 0.32 0.35 0.35
2 0.25 0.10 0.20 0.23
3 0.18 0.02 0.08 0.10
4 0.11 0.00 0.03 0.03
5 0.05 0.00 0.01 0.01

valores de r; y s;. Estos valores son todo lo necesario para calcular la distribucién de probabili-
dades del niimero de goles del préximo afio o en el préximo partido st se supone que la variable
determinfstica n; toma el valor 1. La Tabla 3.3 muestra las probabilidades asociadas al ninero
de goles en el préximo partido en los afios 1954, 1981 y 1994, particularmente los dos primeros
afios estan determinados por el comportamiento del equipo en la cual tuvieron un rendimiento
muy alto y bajo respectivamente. Una ilustracién grafica de estas probabilidades se muestra en
la Figura 3.5

Desde luego que también se puede obtener probabilidades de prediccion con horizontes de tiempo
superiores a un afio y/o para un numero de partidos més que uno.

3.2.5 Residuo de Pearson

Para los modelos lineales generalizados no hay una definicién clara para los residuos, mucho
menos para el caso dindmico, porque, lo que se modela es el valor esperado de las observaciones o
una transformacién de ésta. Sin embargo, existen algunas definiciones que no gozan de consenso




38 CAPITULO 3. APLICACION I: GOLES MARCADOS POR UN EQUIPQO DE FUTBOL

Figura 3.5: Probabilidad del Préximo Partido
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en la actualidad, uno de ellos al parecer el mds adecuado para nuestro modelo, es el Residuo de
Pearson, definido como en el Capitulo 2, dado por

_ ¥ — By De)
rp; = \/V(yt[Dt_ﬂ (3.19)

donde

a
]E(yt|Dz-1) = ?‘t(l - pt)pt_l = S—:

o T
V(ylDi1) = rll—p)p;® = S_;(St +1).
t
Se define cero para €l caso de los datos faltantes, y en este caso §; se toma como el valor esperado

de ji/n¢, con informacidn al tiempot—1,6¢{—26 ---. La grafica, de los residuos estimados para.
- ambos modelos se muestran en la Figura 3.6.
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Figura 3.6: Residuos de Prediccién o de Pearson para ambos modelos
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3.2.6 Funcién de Verosimilitud

La funcién de verosimilitud para los factores de descuento podemos escribir siguiendo la idea de
la descomposicién del error de prediccién, ocupando para esto la densidad predictiva p(y:|Di—1)
deducida en la Ecuacién (3.18). Asi, luego la funcion log-verosimilitud para 6, y §; resulta

T
{(61,62|Dr) = 3 log p(y| De-1). (3.20)

=1

Los resultados de las “devianzas” para ambos modelos, para alguna de las combinaciones de los
parametros se muestran en la Tabla 3.4, lo cual nos permite seleccionar un par de los é; 6ptimo.
Sin embargo, a esto hay que agregar los resultados asociados con sus correspondientes residuos,
para estimar finalmente los pardmetros. En este estudio, de acuerdo a las pautas mencionadas,
los factores de descuento dptimos resultaron §; = 0.97 y 8, = 0.95 para ambos modelos, pero
observando los residuos, nos quedamos con aquel modelo que usa la funcién de enlace natural en
la. proposicién del modelo mostrado en la Ecuacién (2.7).
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Tabla 3.4: Algunas devianzas para ambos modelos, basados en —2log L

Modelo Lineal Modelo Logaritmico

& 6o —2logL | 6 8 —~2loglL
0.97 0.90 242.5576 | 0.97 0.90 243.8848
0.99 0.90 242.0256 | 0.99 0.90 243.4920
0.97 0.95 238.5639 | 0.97 0.95 241.3455

Ly T e )

2.2 Conclusiones

El nimero de goles marcados por el equipo de fitbol de la Universidad Catélica en los clasicos
universitarios jugados contra el equipo de la Universidad de Chile es presentado en este trabajo
como un proceso en el cual las observaciones tienen distribucién Poisson, mientras que el loga-
ritmo de la media evoluciona de acuerdo con un modelo de series de tiempo.

Las estimaciones muestran que un indice de la pericia del equipo de la U. Catdlica tiene
una tendencia decreciente desde aproximadamente 1954 y hasta 1981. A partir de entonces el
indicador mencionado crece pero en 1994 todavia no alcanzaba los niveles de 1954.

Las predicciones de las probabilidades del niimero de goles para el préximo partido son las
siguientes. La probabilidad de no marcar goles es cercana a 0.30 y la probabilidad de marcar
1 gol tanbién es cercana a 0.30. La probabilidad de marcar dos goles es aproximadamente 0.2.
Finalmente la probabilidad de marcar mas de dos goles es aproximadamente 0.2.

Los resultados en cuanto a los residuos de prediccién muestran que el modelo propuesto se
ajusta razonablemente bien a los datos. La metodologia propuesta abre la posibilidad de modelar
series de tiempo para observaciones Poisson o con algunas extensiones menores de observaciones
de otras distribuciones pertenecientes a la familia exponencial.
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Tabla 3.5: C'oles de los Clasicos Universitarios

Afio CDUC U.de Chile | Ao CDUC U.de Chile | Ano CDUC U. de Chile
1939 0 2 1959 3 4 1975 - -
3 1 1960 2 4 1976 3 4
.2 0 1 2 0 0
1940 2 3 1961 0 0 1977 0 2
3 2 0 0 1 1
1941 2 1 1 1 1978 1 1
0 3 3 2 1 1
1942 0 2 1962 2 0 1979 0 0
1 1 1 4 0 0
1943 1 1 3 5 1980 0 2
2 1 1963 3 3 0 1
1944 2 4 1 1 1981 1 2
2 2 1964 0 1 0 1
1945 1 4 0 0 1982 2 3
0 2 1965 0 0 1 1
1946 2 2 0 0 1983 1 1
1 0 1966 1 1 0 2
1947 3 2 3 5 1 1
0 4 1967 3 2 1984 1 3
1948 3 3 2 3 3 2
2 1 1968 0 2 1985 0 0
1949 4 1 0 1 2 1
0 1 0 0 1986 1 1
1950 2 1 1 1 1 1
0 1 1 0 1987 2 1
1951 3 1 1 2 2 1
2 2 1969 3 4 1988 0 0
1952 0 1 0 1 i 0
2 3 1 4 1989 - -
3 1 2 4 1990 0 0
1953 0 1 1970 4 1 1 1
4 0 1 1 1991 5 2
1954 0 0 1 1 3 2
5 0 0 1 1992 1 1
1955 1 3 2 1 0 0
1 0 1971 0 2 1 3
1956 - - 1 3 3 1
1957 1 1 1972 0 4 1993 1 1
, 3 3 0 3 1 0
1958 1 3 1973 2- 2 1994 1 0
0 1 3 3 0 1

1959 3 3 1974 - -

Fuente: Club Deportivo Universidad Catélica (CDUC)
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Capitulo 4

APLICACION II: RATING DE LA
TELEVISION (TVR)

4.1 Analisis del Problema

En esta aplicacién, como una nueva ilustracién de la teoria desarrollada en el Capitulo 2, se estu-
dia la evolucién dindmica del rating de un programa de televisién (TVR). El people meter es un
sistema mediante el cual se mide minuto a minuto, el rating de los programas de televisién en un
hogar o en una persona. En una muestra de hogares seleccionados se coloca junto al televisor un
dispositivo que transmite en cada minuto sefiales que permiten conocer los miembros del hogar
que estan frente al televisor y el programa de televisién sintonizado. Estas sefiales llegan a una
oficina central que calcula, entre otras cosas, la proporcién de hogares que ven cada uno de los
programas que se estd transmitiendo. Asi el rating observado de un programa es una estimacion
de la proporcién total de hogares que estén sintonizando un programa.

Para analizar el comportamiento de los ratings, presentamos una metodologia para el estu-
dio de la evolucién dindmica de los ratings de programas de televisién medidos minuto a minuto
a través del sistema people meter implementado en la ciudad de Santiago de Chile. El objetivo
principal estd centrado en la estimacién de las tendencias y en la prediccién a corto plazo en los

ratings.

En este estudio se utilizan observaciones de los ratings de programas estelares de noticias
entre las 21:00 y las 22:00 horas de tres canales de televisién y para un dia que corresponde al 4
de Septiembre de 1995. Los tres programas que se estudian son:

e TELETRECE del Canal 13
e 24 HORAS del Canal 7

o MEGANOTICIAS del Canal 9

En la Figura 4.1 se presentan los ratings correspondientes a los tres programas de noticias del dia
‘Lunes mencionado. En esta representacién se observan importantes fluctuaciones en los ratings

42
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El rating observado en minutos consecutivos estan correlacionados y no pueden ser tratados
como realizaciones independientes. En la literatura, no existen muchos estudios en los cuales se
consideren series de tiempo con observaciones provenientes de la distribucién Binomial. Desde
un punto de vista metodoldgico, los modelos de series de tiempo que han predominado en la
literatura estadistica de los dltimos afios suponen distribucién de probabilidades Normal para
las observaciones, o restringen el anlisis a los dos primeros momentos de la variables aleatorias,
¥ por tanto, a estimaciones y predicciones lineales. En este caso, la aproximacién Normal usual
para la variable Binomial no resultd apropiada para describir el comportamiento de los ratings
en varios ejercicios que se efectuaron.

La metodologia propuesta en este estudio sigue de cerca los resultados en Harvey( 1989),
West y Harrison(1989) y también en West, Harrison y Migon(1985).

4.2 Un Modelo Dindmico Binomial-Beta

4.2.1 TVR de los Noticieros

Sea y; el mimero de hogares que al tiempo ¢ estdn viendo un determinado programa de televisién
de un total de n, hogares en la muestra. El rating observado del programa al tiempo ¢ corresponde
a la proporcidn

Ratingtzﬁ, t=12,...,T.
L

Supongamos que ¥; es la realizacion de una variable aleatoria Binomial Y; de pardmetros n; y )
ft+, donde p; representa a la proporcidn esperada de los hogares que estén viendo el programa.
La Figura 4.1 y el conocimiento del proceso que generd las variables ¥; suguiere que p; deba
ser considerada aleatoria con un cierto grado de evolucién y cambio a través del tiempo. Como
los cambios para los ratings no son predecibles, serd mejor considerar a y; como una variable
aleatoria. Para simplificar el anilisis y los clculos, supondremos que el pardmetro y; tiene una
distribucién de probabilidades Beta de pardmetros ; y s;. As{ tenemos

Yijpe ~ Bin(ne, pe), tte| Dy ~ Beta(ry, st) (4.1)

donde D;_; como se definié en los capitulos anteriores, contiene toda la informacién histérica.
La funcién de densidad para la probabilidad y; tiene la forma

_ Plre+s:) 5,4
flp) = T(rT ()™

y es bien conocido que la media y la varianza para ésta distribucion son
T'iS51

Dy,)= .
Bkl De1) (re + 8:)2(re + 8¢ +11)

Este modelo conocido como Binomial-Beta requiere que en cada minuto ¢ se especifiquen los
valores de los pardmetros r; y $;, los mismos que determinan completamente la distribucién de

(1= pu)*?

T
]
Tt 1+ 5t

V(| Dir) =




4.2. UN MODELQO DINAMICO BINOMIAL-BETA 45

probabilidades para p;, que puede ser actualizado al tiempo ¢ con el conocimiento de la obse-
vacion ¥; = y; por los procedimientos descritos en la Seccidon de Ejemplos del Capitulo 2. -

Como p; solo estd definido en el intervalo (0,1), consideramos las siguientes transformaciones

_ _ )
/\t - g(“t) 'T' { 10git(#g) (4.2)
donde
. _ i
logit{p,) = Iog(l = #t).

La primera especificacién es la proporcién esperada de hogares que estdn viendo el programa,
mientras que la segunda especificacidn es el logaritmo de la razén entre la proporcién esperada
de los hogares que estdn viendo el programa y los que no estdn viendo el mismo programa. Asi,
la idea es proponer un modelo de series de tiempo, en la clase de modelos estructurales para la

componente A;.

En la Figura 4.1 se observa que los ratings, y por tanto, una funcién del parametro pu;
evoluciona linealmente en periodos cortos de tiempo. Asi, para la componente A; se propone un
modelo estructural llamado local lineal y que tiene la forma

Ae =
p = g+ Be-r + o (4.3)
Be = Biatwn

Donde p; representa la media o la tendencia de A;. En otras palabras, esto puede ser interpretado
como el nivel de la tendencia en la escala original o logito, segiin sea la funcién de enlace esco-
gida. Esta componente evoluciona en funcién del minuto anterior mas una componente §;_; y en
funcién de una componente aleatoria no predecible wq;. Donde la componente 3; que representa
a la pendiente dinamica de la tendencia que evoluciona de acuerdo a un camino aleatorio, por
cuanto wyy como wi, son ruido blancos de media cero y varianzas constantes y no correlacionado

en el tiempo.

La especificacién del modelo es completamente anéloga a la utilizada en modelos para ob-
servaciones de la distribucién Normal; ver Harvey(1989) y West y Harrison(1989). La diferencia
aqui es que el modelo no estd planteado para una observacién con distribucién Normal sino para
una funcién del parametro u; de la distribucién Binomial.

4.2.2 HEstimacién

El modelo propuesto en la seccién anterior es estimado para cada una de las series de rating.
El algoritmo de estimacidn sigue las lineas descritas en el Capitulo 2. En este sentido se deben
distinguir dos tipos de estimaciones. Cuando el programa de televisién estd siendo transmitide,
la informacién sobre los ratings llega minuto a minuto. La estimacidén del coeficiente y, se hace
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con la informacién disponible hasta el minuto ¢, esto se conoce como la estimacion en linea. Esta
estimacién da origen a predicciones del comportamiento del rating x, en los préximos minutos.
Cuando llega la informacién correspondiente al minuto (¢ + 1), se actualizan las estimaciones y
predicciones. En esta contexto, también puede tener sentido lo que se conoce como la estimacion
suavizada, el mismo que corresponde a la estimacién de los rating cuando el programa haya
finalizado su emisi6én al minuto 7.

En el proceso de estimacidn se supone, en primer lugar, que las varianzas de las componen-
tes wi; ¥ wyy son conocidas, y constantes en el tiempo. Denotemos estas varianzas por o y o2
funcionalmente independientes asociados a cada componente u} y B; respectivamente, y que los
mismos pueden ser estimados usando la idea estdndar de méxima verosimilitud cuando son des-
conocidas. Por otra parte, los datos usados para ajustar los modelos corresponden a los ratings
entre el inicio y hasta su finalizacién del programa, excepto en el caso del noticiero TELETRECE
del cudl tomamos los datos pasados 4 minutos, y para 24 HORAS pasado un minuto, es decir,
desde 21:05 y 21:00 respectivamente, ya que en estos casos en los primeros minutos los datos
estan fuertemente influenciados por un programa anterior.

El algoritmo que permite hacer las estimaciones y los cdlculos para las componentes uy
y B: corresponde a una modificacién de lo que se conoce como el filtro de Kalman, descrita
anteriormente en el Capitulo 2. Para lo cual, primero escribimos el modelo propuesto en su
forma de estado

At
2

Fg,
GOiq + (44)

donde w; ~ [0, W;], siendo W; = diag (¢?,03), ¥

I

(2) we(5)

fo(]_,O), G:(é 1), Wy

Filtro de Kalman

Informacién Inicial o a Posteriori Inicial

Los valores de mg y Co, que usamos para inicializar el algoritmo para los tres programas en la
escala logito, fueron como se muestra en la siguiente tabla, en donde los primeros valores de
mg estan escogidas de manera que sean coherentes en la escala de la funcién de enlace y para
que el algoritmo sea estable desde el principio, una idea puede ser utilizar la informacién equi-
valente al tiempo ¢ = 0 del dfa anterior o del mismo dia de la semana anterior. Sin embargo,
teéricamente podriamos dar inclusive un valor inicial con distribucién difusa, es decir, la me-
dia mg cualquiera y la varianza arbitrariamente grande, pero esto provocaria en algunos casos
‘inestabilidades numeéricas computacionales.
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Momentos TELETRECE 24 HORAS MEGANOTICIAS
Iniciales Canal 13 Canal 7 Canal 9

_ —1.11 —1.59 —92.95
0 0.00 0.00 0.00

- (0.1 0.0) 0.01 0.00) 0.01 0.00)
0 0.0 0.1 0.00 0.01 0.00 0.01

(60| Do) ~ [mo, Ca- (4.6)

Asi

Paso 1: A Priori para A\
Ahora, de la ecuacién de transicién (4.4), se sigue que los momentos de la distribucién a priori
de 8, condicional en la informacion histdrica son:

ap = Gmy
B = GGG+ W, (4.7)

ll

de modo que (61|Do) ~ [a1, B:] y W) = diag (62,62) diag (Co). Donde las varianzas de los
errores mostradas en la Tabla 4.3 fueron estimados siguiendo la idea de maxima verosimilitud,
de modo que los residuos estimados sean efectivamente un ruido blanco.

Luego, siempre condicional en la informacion disponible al tiempo ¢ = 0, ocupando la
ecuacion de medida (4.4) se puede obtener la media y la varianza de A;. Esto es

fl - ]E(AII-DO) = F’a]_ (4 8)
g = V(M|Do)=F'RF. .

Paso 2: Especificacién de la Distribucién a Priori
En este caso, los pardmetros de la distribucién a priori conjugada para el caso del la funcién de
enlace indentidad satisfacen el sistema

Ty fi(l = f1)
Do) = = N, Y D= —~“-2 —
Bk1| Do) ™ + 51 f (21 Do) r+s1+1 n

siendo n; conocido, estas ecuaciones definen de manera dnica los pardmetros r; y 8; y por lo
tanto la distribucién de probabilidades para g, siempre condicional en la informacién disponible

al tiempo ¢t = 0.

Por otra parte, si la funcion de enlace entre A; y p: es el logito, el sistema de ecuaciones que
satisfacen los parametros v, y s1, de acuerdo con el Ejemplo 2.5.2 serd

v(r1) = v{s1)

£
) +4(s1) = (49)

.

(|
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Como en el caso anterior, estas ecuaciones determinan de manera tnica los valores de r; y s
y por tanto la distribucidn de probabilidades de y; condicional en la informacién contenida en .

Sin embargo, la resolucion del sistema de ecuaciones (4.9) no es inmediato, pero afortuna-
damente en este caso, como los valores de los pardmetros no seran pequefios, por lo que podemos
usar una aproximacion logaritmica para la funcién digamma (), luego las soluciones, ver el
Ejemplo 2.5.2, se pueden escribir de la siguiente manera :

_ 1 4exp(fi) _ 1 4exp(—fi)
r= ——=t 5y = ———————.
Up1 d1

Paso 3: La Distribucién a Posteriori para p;

Al tiempo ¢ = 1 conocemos la observacién yi1, o la proporcién de hogares que estdn viendo el
programa. De manera analoga como en la Ecuacién (2.4), utilizando el Teorema de Bayes, se
demuestra que la distribucién a posteriori de py, condicional en la observacion yy, es

p1| Dy ~ Betalry + y1, 81 + n1 — 1) (4.10)

Esta distribucién de probabilidades muestra un grado de incertidumbre respecto de la proprocion
#1. La observacién y; afecta a esta distribucién en el sentido de que la misma es formada utili-
zando la informacién previa al tiempo ¢ = 0 y la observacidn o la proporcién al tiempo £ = 1.

Ahora, la relacién A; = g(u:), especificada en el modelo nos permite encontrar los momentos
posteriores para A;. Asi, para el caso del enlace identidad resulta

* Ty * ff(l_f;)
=E(AM|D) = ————, = V(M|D1) =
fi=EhlD) = o o= Vi) = e T
mientras que para el modelo con enlace natural logito, los momentos posteriores como se muestra
en el Apéndice A estan dados por
i = BM|Dy) =v(ri+y1) —v(s1 + 1 —3) @11)
@ = Y(M|D1)=%(r1 + 1) +4(s1 + i — 1)

Paso 4: Momentos a Posteriori para 6,
Para terminar el ciclo recursivo y disponer de la media y la varianza de las componentes del
vector de estado #; condicional en la informacién ¢ = 1. Aplicando las relaciones deducidas en

la Seccién 2.3, resulta que (64|D,) ~ [my,Cy1]. Donde

my = E6:i|Dy)=a1+ RiF(f] — fi)/a

C1 = V(6i]D1)=Ri — RiFF'Ry(1— %Ml'
El procedimiento general propuesto para t = 0, se puede repetir en cada momento del tiempo
seglin se obtengan nuevas observaciones. Es decir, los valores iniciales de entrada para un tiempo

¢t son los momentos posteriores al tiempo (¢ — 1). Asi se puede obtener en cada minuto una
estimacién de las componentes A; y de p:, como también de f;.
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4.2.3 Nivel de la Tendencia en Linea y Suavizada

La estimacién en linea de la proporcién esperada p; queda determinada por la media de la
distribucién a posteriori de la Ecuacién (4.10) aplicada para cada tiempo , cuya representacién
grafica para cada programa en estudio se muestran en la Figura 4.2 para el programa TELETRECE,
en la Figura 4.4 para el noticiero 24 HORAS, y en la Figura 4.6 para MEGANOTICIAS, en donde
las proporciones estimadas estan multiplicadas por 100, donde la media a posteriori para u; esta
dada por

T+ U
DYy= —— 4,12
‘E(#tl t) re + 8 + g ( )

Tabla 4.1: Estimacién de la Tendencia en Linea y Suavizada

Programa Hora | Proporcién | Estimacién en Linea | Estimacién Suavizada
Rating | E(m|D:) V(e D:) [ E(ue|Dr) V(| Dr)
Observado
TELETRECE 21:05 24.3 24.51 3.118 24.54 2.406 y
21:10 24.8 25.03 3.542 24.94 2.542
21:20 23.8 24.21 3.449 24,12 2.474 F
21:30 22.1 22.17 3.200 22.06 2.283
21:40 23.1 23.34 3.357 23.01 2.371
21:50 21.8 22.01 3.188. 21.91 2.299 3
21:52 21.0 21.14 3.073 21.14 3.084 :
24 HORAS 21:05 16.0 16.65 2.154 16.33 1.377
21:10 15.2 14.81 1.823 15.09 1.236
21:20 15.2 15.08 1.877 15.30 1.261
; 21:30 16.1 16.10 2.007 15.99 1.315
i 21:40 144 14.88 1.862 15.13 1.257
1: 21:50 16.1 15.68 1.943 15.16 1.279
21:56 16.6 16.66 2.079 16.66 2.087
MEGANOTICIAS 21:05 10.8 10.07 1.302 9.94 0.811
21:10 9.8 9.94 1.241 9.90 0.798
21:20 10.1 10.41 1.305 10.33 0.834
21:30 9.6 9.56 1.184 9.77 0.791
21:40 11.3 11.40 1.444 11.35 0.933
21:44 11.8 11.73 1.471 11.73 1.479
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Figura 4.2: Estimacion en Linea: Programa TELETRECE
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Figura 4.3: Estimacién Suavizada: Programa TELETRECE
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Figura 4.4: Estimacién en Linea: Programa 24 HORAS
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Figura 4.5: Estimacién Suavizada: Programa 24 HORAS
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Figura 4.6: Estimacién en Linea: Programa MEGANOTICIAS
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Figura 4.7: Estimacion Suavizada: Programa MEGANOTICIAS
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Un procedimiento similar se puede seguir para el caso del nivel suavizado usando toda la
informacion disponible hasta el tiempo ¢
ri(—k) + ¥t

—&|D:) = s 1<k<T). 4.13
}E(Ju‘t F»I t) Tt—k“'l“st('_'k)"l'nt—k ( _ ) ( )

Los resultados de las estimaciones del nivel suavizado de la tendencia, se muestran en la Figura 4.3
para e] Canal 13, en la Figura 4.5 para el Canal 7, y en la Figura 4.7 para el Canal 9. De estos se
desprende que la proporcién de rating para el Canal 13 tiene una tendencia decreciente aunque
hay momentos donde se observan repuntes importantes después de una cuarta hora de haberse
iniciado el programa como también después de una media hora, y atin asi se mantiene por encima
de los otros programas de otros canales. Con respecto del programa de 24 HORAS la variacién del
nivel de rating estimado solo registra aproximadamente un cambio de un 2%, presentando alzas
a la mitad del programa como también a la finalizacién de la misma. Finalmente con respecto
del noticiero MEGANOTICIAS del Canal 9, se observa ain menos variacién en la primera media
hora, en donde la variacién en el rating fluctua aproximadamente solo en un 1%, registrandose
al final del programa un crecimiento en un orden de mas o menos del 2%. En este trabajo sdlo
se presentan los resultados para el caso en que A; corresponde al logito de la proporcidn esperada.

En la Tabla 4.1 se muestran las estimaciones en linea y suavizada para para el valor esperado
del rating p; y sus respectivas varianzas, solo se muestran resultados correspondientes a cada
10 minutos para efectos comparativos entre las distintas programas y en ésta tabla se puede
observar claramente la evolucién dindmica de los rating a través del tiempo.

4,2,.4 Prediccién

Recordemos que uno de los objetivos del trabajo consiste en predecir el nivel de los rating a corto
plazo. Para esto, suponga que para algin minuto ¢, en el algoritmo presentado en la Seccién 4.2.2
donde se describe la estimacién de las componentes del modelo, se tiene que condicional en la
informacién al minuto anterior, (f — 1),

Yilps ~ Bin(ne, p), pe| D1 ~ Beta(rs, s¢) (4.14)

entonces, a partir de los resultados mostrados en la Seccion 2.4 o en la Seccidon 1.2.3, la dis-
tribucién de probabilidades predictiva Y;|D;-1, lo que nos permitird ademds escribir la funcién
de verosimilitud para los hiperpardmetros, estd dada por una distribucién de probabilidades
conocida como Beta~-Binomial. Esto es,

1
P(YlDia) = [ plyedu)p(ud Deor)dps, =012 e
[(r: + 1) (ﬂt)
- r T —w). (415
Tl TGl + o ) \ e ) DO Fwdllsetme =) (415)

_ Ahora en realidad, por la naturaleza del problema, lo que realmente interesa es predecir la
proporcién mas que el nmimero de hogares que ven un determinado programa. Es decir, el interés




o4

estd puesto en predecir u;. Por lo que debemos més bien considerar (p14x|D;), para kb =1,2....
Con los procedimientos descritos en la Seccién 2.4, una vez calculada los valores de ry(k) y s,(k),
la. prediccion a k-pasos para la proporcién esparada con informacién al minuto ¢ serd
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ri(k)
k) = ————ro, £k=1,2,3,..., 4.16
f-( ) T;(k) +St(k) ) ( )
Tabla 4.2: Predicciones de los Ratings
TELETRECE 24 Horas MEGANOTICIAS
k  Hora (k) p éi (k) Hora jiu (k) p: éi(k) Hora f:(k) p é:(k)
0 21.13 2437 24.0 -0.37190 21.07 15.72 15.7 -0.02045 21.10 9.943 9.8 -0.14343
1 2114 24.12 23.6 -0.52175 21.08 1546 14.8 -0.66080 21.11  9.931 9.8 -0.13052
2 21.15 23.87 23.6 -0.27335 21.09 15.20 14.8 -0.40466 21.12 9918 9.3 -0.61763
3 21.16 23.63 24.5 0.87329 21.10 14.95 15.2 0.24798 21.13  9.905 9.8 -0.61763
4 21.17 23.38 24.8 1.41816 21.11 14,70 15.2 0.49716 21.14 9.892 10.3 0.40812
0 21.17 2448 24.8 0.31983 21.17 15.22 15.0 -0.21989 21.17 10.376 10.3 -0.07590
1 21.18 2470 24.2 -0.50201 21.18 15.20 15.3 0.09546 21.18 10472 10.3 -0.17201
2 2119 2493 24.8 -0.12520 21.19 1519 14.8 -0.38921 21.19 10.669 10.7 0.13110
3 21.20 25.15 23.8 -1.34974 21.20 15.17 15.2 0.02612 21.20 10.667 10.1 -0.56658
4 21.21 25.38 23.9 -1.47561 21.21 15.16 15.2 0.04143 21.21 10.7656 10.4 -0.36506
0 21.23 23.31 23.2 -0.10706 21.33 15.69 15.8 0.10866 21.29  9.700 9.1 -0.60043
1 2124 23.02 223 -0.72351 21.34 15.60 15.3 -0.30240 21.30 9.538 9.6 0.06159
2 2125 2274 21.8 -0.94240 21.35 1551 15.7 0.18613 21.31 9379 9.9 0.52119
3 21.26 2246 220 -0.46371 21.36 1543 15.3 -0.12575 21.32 9.222 9.8 0.57838
4 2127 22.19 22.0 -0.18746 21.37 15.34 15.6 0.26196 21.33 9.067 9.0 -0.06679
0 2132 2167 214 -0.27308 21.44 1553 15.6 0.06625 21.36 10.198 10.7 0.50240
1 21.33 2149 21.8 0.30709 21.45 15.62 15.9 0.27715 21.36 10.343 11.9 1.65717
2 2134 21.31 21.3 -0.01384 21.46 15.71 15.2 -0.51238 21.37 10.490 11.6 1.11012
3 2135 21.14 21.6 0.46415 21.47 1580 153 -0.50232 21.38 10.639 10.9 0.26122
4 21.36 20.96 22.0 1.04105- 2148 15.89 15.2 -0.69267 21.39 10.790 10.9 0.11045
0 21.37 2223 225 0.26727 21.563 16.02 16.6 0.47971 2141 11.469 11.4 -0.06895
1 2138 2249 23.3 0.81086 21.54 16.17 17.0 0.82579 2142 11.582 11.7 0.11760
2 21,39 22.75 23.2 0.45236 21.55 16.33 16.2 -0.12933 2143 11.697 11.4 -0.29681
3 2140 23,01 23.1 0.09176 21.56 1649 16.6 0.11437 2144 11.812 11.8 -0.01221
4 2141 23.27 22.3 -0.97092 21.57 16.64 15.7 -0.94000 21.45 11,929 12.1 0.17100

mientras que la varianza asociada a esta prediccién estd dada por

pi: proporcién de rating observada, é,(k): error de prediccién

V{pk)|Dy)] =

r(k)s: (k)

(re(k) + se(k))2(rs(k) + se(k) + 1)
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Haciendo uso de la formula anterior, la prediccidn en algunos minutos escogidos con hori-
zontes de 4 minutos, durante el desarrollo de los programas, se muestran en la Tabla 4.2.

4.2.5 Residuo de Pearson

Como en la aplicacién anterior el residuo de Pearson definido en el Capitulo 2, es

rps = yf_IE(ytI‘Dt—l) (4.17)
V(@ Der)
donde
IE(ytID:_l) = ny re F ¢
NSy e+ 8 + Ny

V(ye| De- X .
(3l D) (re+s:)? retse+1

La gréfica, de los residuos estimados para los tres programas de television se muestran en las
Figuras 4.8, 4.9 y 4.10.

4.2.6 Funcién de Verosimilitud

La funcién de verosimilitud para las varianzas de los errores o2 y 02 podemos escribir siguiendo
la idea de la descomposicién del error de prediccidén, ocupando para esto la densidad predictiva
P(¥:{Di—1) deducida en la Ecuacién (4.15). Asi, después de algunas simplificaciones, la funcién
log-verosimilitud para o? y o2 resulta

T
#(a3,031D1) = D log p(ye| Devr)- (4.18)

t=1

Tabla 4.3: Varianzas Estimadas

Programa &2 &2

TELETRECE 10719 0.003
24 HORAS 10710 0.001
MEGANOTICIAS | 10710 0.001

Después de haber ajustado los modelos con los datos, las estimaciones para las varianzas
por méaxima verosimilitud Ecuacidn (4.18) resultaron como se muestra en la Tabla 4.3 de modo
que los residuos resulten un ruide blanco.
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Figura 4.8: Residuos de Pearson: Programa TELETRECE
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4.3 Conclusiones

En términos generales, los ratings, minuto a minuto, correspondientes a los tres programas de
television son representados como un proceso en el cual las observaciones tienen distribucién Bi-
nomial, mientras que una transformacién de la media de esta distribucién evoluciona de acuerdo

con un modelo de series de tiempo.

Las estimaciones en linea y suavizada muestran que el modelo puede ser utilizado para
proyectar tendencias a corto plazo. Se puede observar ademas que para ese dia en particular,
los ratings del Canal 13 se mantiene por encima de los otros dos noticieros en todo momento
del desarrollo del programa, mientras que del Caral 7 se mantiene también por encima que del
Canal 9. Por otra parte, la tendencia de los ratings del programa TELETRECE tiene en general
un comportamiento decreciente, mientras que de MEGANOTICIAS ocurre lo contrario y de 24
HORAS se mantiene en un nivel sin muchas variaciones.

El comportamiento general de TELETRECE presenta un decaimiento en principio porque
este viene influenciada por un programa anterior, que es, una teleserie muy atractiva, luego
pasado unos 5 minutos después de haberse iniciado el programa, la tendencia presenta una re-
cuperacién por unos 10 minutos alcanzando un nivel de 25% en el rating hasta que en 21:35
horas llega a un nivel no menor a 21%, luego presenta nuevamente presenta una recuperacion
considerable por unos § minutos y termina con un nivel mas bajo, aunque atin se mantiene en un
nivel superior en comparacion con otros programas competidoras del mismo tipo. Una manera de
ver graficamente el comportamiento es mirar la grafica de la tendencia suavizada en la Figura 4.3.

El programa 24 HORAS, que es uno de los fuertes competidores del TELETRECE, presenta
un buen inicio llegando la tendencia inclusive hasta un nivel de 17.5%, pero pasado unos 5 mi-
nutos decae espectacularmente hasta perder un 2.5% de rating, aunque el cambio en términos
numéricos no es alta, y se mantiene con cambios muy leves hasta 21:21 horas y luego la tendencia
experimenta un repunte considerable aproximadamente a las 21:30, aunque sigue sin alcanzar
los niveles del inicio del programa, luego nuevamente hay un decaimiento lento hasta un nivel
casi como al principio del programa y finalmente termina en un nivel en el orden de 16.6%. En
realidad, éste es el programa més regular porque la variacién durante el desarrollo de todo el
programa es apenas de un 2% en el rating,.

El noticiero MEGANOTICIAS, a diferencia de los anteriores presenta en general una tendencia
a subir, aunque se mantiene siempre por debajo de ellas, su rating varfa desde 9 a 12 por ciento,
en la primera media hora del programa, el comportamiento de la tendencia es de subir por unos
momentos, aunque la pérdida en las bajas es menos que cuando sube el rating, finalmente la baja
més fuerte se produce mas o menos a las 21:31 horas, para luego repuntar y alcanzar un nivel de
hasta 11.73% terminando exitosamente el programa, pero siempre manteniendose por debajo de
de los otros dos noticieros competidores.

Los resultados en cuanto a los residuos de prediccidn en los tres casos muestran que el modelo
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propuesto se ajusta razonablemente bien a los datos y las predicciones en algunos puntos donde
no hay cambios bruscos resulta acorde con lo esperado, aunque estas predicciones no deberian
hacerse con horizontes grandes. La metodologia propuesta como en el modelo Poisson, abre la
posibilidad de modelar series de tiempo para observaciones provenientes de la distribucién Bino-

mial o con algunas extensiones menores de observaciones de otras distribuciones pertenecientes
a la familia exponencial.




Apéndice A
CALCULOS AUXILIARES

A.1 Momentos en el Modelo Poisson—Gama

Aqui hacemos la deduccién de los momentos para en parametro natural en el modelo Poisson~
Gama, donde la funcidn de enlace es el log, que relaciona la media de la variable Poisson con el

pardmetro citado anteriormente. En efecto
Y|p ~ Poisson(p) y g~ Gama(r,s)
donde el pardmetro natural estd dado por
n = logp

en estas condiciones la distribucién de probabilidades para u tiene densidad

T

— S r=1_—sp 0
p(x) oL
conr>0,5>0y u>0; luego
I'(r) = ./0 s u e  dy,
Derivando esta identidad con respecto a r, tenemos

Br) = [ slog(sm)(su)y e dp

= ./ooo(logs +log p)s"u " te " *dy

luego

r—1

oo Sf'u
I(r)

- co r,,r—1
I‘_(Tl = f log,u's a e **dy +log s e " du
r) Jo 0

I I(r)
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Asi
v(r) = E(log ) + log s

puesto que la ultima integral es 1. Entoces
E(n) = v(r) — log s. (A.2)

Para deducir la varianza, derivamos nuevamente la Ecuacién (A.2) respecto a r

fom(l"g s log(s;l)(sy)r“‘rl“(%)z— Dr)(sp) ™" o du

Hr) =

_ 0 IOg(S,LL)F(T) — F(T) T, r—1_—sp
= L log i T(r)? sTuTT e du
sTpmt « log s

= h 25 [ -5 oY e or—1 —su
L (log ) T e **dy + logs A F(r)s,u e *du

oo ry r—1 .
—(r) [ log TR

= Klog®p) + [logs — v(r)|E(log u)
= E(log® p) — B (log )

= V(logp) = v(n).

En el contexto dinamico, los resultados anteriores para los momentos de la distribucién a
priori de 7; se pueden escribir como

E(¢|Di-1) = 7(re) —logs
V(i Di-1) = ()

donde v(-) es la funcién digammma, definida para z > 0 por

o(z) = dloii‘(m).

Generalmente para hacer evaluaciones de esta funcion, se recurre a su expansion en serie de
potencias, los cuales hoy en dia estan implementadas en las rutinas computacionales, los cuales
‘estan disponibles en la red Internet para cdlculos de alta precision.
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A.2 Momentos en el Modelo Beta—Binomial

- En esta seccidn, presentamos las deducciones de los momentos para el pardmetro natural, ahora
- relacionados con el modelo Beta-Binomial, donde la funcién de enlace es el logit, que relaciona
. la probabilidad de éxito de la binomial con el pardmetro citado anteriormente. En efecto, para
n conocido

Y'|# ~ Bin(n,8), § ~ Beta(r, s).

En este caso el pardmetro natural, n = logit(4) = log (ﬁ)

En estas condiciones, la densidad de 8 es
T'(r + s)

P) = ppy? -0 0<6<] (A.3)
dado que [y p(0)df = 1, se tiene que
: L(r)T(s) ey s
T(r+s) /0 01— ) de. (A4

Ahora derivando la identidad anterior, respecto a r y luego respecto a s, posteriormente haciendo
- la diferencia entre ellos, tenemos

8 ML +9T(s) T +a)lMT6s) _ 1 i e

o T = fologHB (1—8)"df

a D(s)T(r + s)T(r) = T(r + s)T(r)T(s) _ avar—ly et
5% T ) = /0 log(1 — §)67~1(1 — §)°~"db.

Ahora hallamos la diferencia del primero con el segundo

L(r(s) T(s)(r) _ I{r) i 1) N
T(r+s) T(r+s) P(T)B(as) P(S)B(’ )

= /11 % Vo1 — oy-1ap
= o B\T

:_ ¥(r) — / logit(9) (l — 8)*"1d6 = E(n)
%donde BT
B(r,s) = rg)+(:)) ‘

:De manera andloga como en el caso anterior, obteniendo las segundas derivadas y después de
‘algunas simplificaciones resulta

: v(n) =4(r) +(s)-

‘Por lo tanto, en el contexto dinamico, los momentos de la distribucién a priori para 7, se escriben
E(n:|De-1) = y(re) — v(se)

V(mdDe-1) = F(re) +9(s1)-
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A.3 Momentos en el Modelo Binomial Negativa—Beta

Finalmente, deducimos los momentos para el pardametro natural en el modelo el modelo Binomial
Negativa-Beta. Sea
Y|u ~ BinNeg(p, 1), p ~ Beta(r, s).

In este caso, el parametro natural esta dado por
n = log(l — p).

Por lo tanto siguiendo la misma idea como en el caso Binomial, pero en este caso solamente
derivando la identidad (A.4) respecto a s, tenemos

8_33 : L(s)I'(r + S)FI(;)(;_*_FS + )T (r)T(s) _ /01 log(1 — W™ (1 — u)*~dg

luego con B(r, s) definida como antes, queda

A)B(r,) = (r +5)Blrs) = [ log(1— phur™H(1 = p)d

L prH L= p)?
o) =t ts) = [ log(1~ w—p—ii—d

Por lo tanto
E(n = v(s) — y{r + s).

Derivando nuevamente la ultima ecuacién anterior respecto a s, tenemos

(s) —F(r+s) = /: log(1 — p)u™! (Iog(l —#) ;3(3"5‘:))—{— o+ s)) (1—u)* 'du

Y YN i Tt )
= /Olog (1—p) Brs) dp

~fr(s) =+ 5) [ Tog(1 —

= E(n*) —E(y) = V(7).

Luego, en términos dindmicos los momentos de la distribucién a priori para 7, son

E(ne|De-1) = v(s:) —y(r +9)
V(D) = A(se) = ¥(r + )




Apéndice B

SUBRUTINAS COMPUTACIONALES
EN S—-PLUS

La mayoria de los calculos y graficas que se presentan en este trabajo fueron desarrollados en el
lenguaje-software estadistico S—plus, Por su complejidad y rapidez en la evaluacion se rescatd
un programa fortran llamada psifn.f que estd disponible en la red Internet y fue implementado
con un pequenio programa en 3—plus para hacer la evaluacién de la funcién digamma definida en
la Seccidén 2.5. Para hacer comparaciones de la bondad de nuestros modelos también se ajustaron
los datos con otro software computacional que estd disefiado para ajustar modelos estructurales
bajo el supuesto de normalidad, llamado STAMP. En particular con los datos disponibles, el
ajuste como una aproximacién Normal para las observaciones no fueron muy satisfactorios en
comparacién a lo hecho en este trabajo.

Por otra parte, todas las rutinas estan disefladas para ajustar modelos dinamicos de tipo
Poisson y Binomial para las observaciones, sin embargo, de manera inmediata se puede implemen-
tar para otro tipo de observaciones en la familia exponencial o incluso para modelos no lineales,
en ese caso simplemente se tendrd que aumentar mas opciones en todas las rutinas donde sea

necesario.

B.1 Rutinas Generales

El comando que hace posible el uso de la rutina ejecutable psifn.o cuyo programa principal
estd escrita en fortran llamada psifn.f el cual puede ser rescatada de la red internet o escribir
via e—~mail a psunagua@poincare.mat.puc.cl o porfirio@cmat.bo

dyn.load2("psifn.o")
La matriz (¢ del modelo en la Definicidn 2.2.1
G <~ function(t) matrix(c(1,0,1,1),2,2)

La matriz de Coeficientes del modelo en la Definicién 2.2.1
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Ft <- function(tp) as.matrix(c(1,0))

- Una variable dummy, se puede incorporar al modelo, en caso de observar cambios repentinos que
- no pueda capturar la tendencia usual del modelo, sin embargo para los modelos ajustados en las
aplicaciones se supone que no hay esos comportamientos, por eso definimos solamente como 0.

dummy <- function(tp) 0

§ La funcién rutina.rs entrega las soluciones de la Ecuacién (2.13) dando las estimaciones de
R los pardmetros r; y s; de la distribucién a priori conjugada definida en la Seccién 2.1 para cada
familia y funcién de enlace espesificada, con el cual su distribucién de probabilidades queda
completamente determinada.

- rutina.rs <- function(f,q,fam,link,tp)

| {

r <~ switch(fam,
Poisson=switch(link,
14 =£~2/q,
log=trigamma.inv(q) ),

Binomial=switch(link, ///’&’T??
Id =f*(£%(100-£)/q ~ 1)/100, e N

Logit=(1+exp(£))/q ) ) /9 VERIane R

! Fune 3
. e

if(r<=0) stop("Parametro r negativo")
s <- switch(fam,
Poisson=switch(link,
Id=f/(g*nt(tp)),
log=exp(digamma(x)-£) /nt(tp) ),
Binomial=switch(link,
Id=(100~£)*(£*(100~£f)/q - 1)/100,
logit=(1+exp(-£))/q ) )
if(s<=0) stop("Parametro r o s negativo")
list (r=r,s=s)

Ea funcién UPDATE permite encontrar la media y la varianza a posteriori en el proceso del analisis
conjugado descritas en las Secciénes 1.2.2 y 2.3 en el proceso de filtro de Kalman, siempre para
rada especificacién de la familia y funcién de enlace especificada.

?DATE <~ function(r,s,y,fam,link,tp)

a2 <~ nt(tp)

1 <~ switch(fam,

Poisson=switch(link,
Id=(x+y)/(n*(s+1)),
log=digamma(r+y)-log(n*(s+1)) ),
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Binomial=switch(link,
I1d=100%(xr+y)/(r+s+n),
logit=digamma(r+y) - digamma(s + n - y) )
)
ql <- switch(fam,
Poisson=switch(link,
Id=fi/(n*(s+1)),
log=trigamma(r+y) ),
Binomial=switch(link,
Id=f1*(100-f1)/ (r+s+n+1),
logit=trigamma(r+y) + trigamma(s + n - y) )
)
Riist (f1=f1,ql=q1l)

171 calculo de la probabilidad para la prediccién a 1-paso es entregado por la funcién prob.p,
el mismo que sirve para evaluar la funcién de verosimilitud, Ecuacién (2.47); o para evaluar las
3:--obabilidades de prediccién en el caso del nimero de goles del modelo Poisson, Ecuacién (3.18).

ob.p <- function(y,r,s,fam,tp)
itch(fam,
Poisson={
p <~ s/(s+1)
gamma (r+y)/ (gamma (r)*gamma (y+1)) * p°r * (i-p)°y
}l
Binomial={
n <- nt(tp)
exp(lgamma(r+s)+lgamma(n+1)+lgamma (r+y) +lgamma(s+n-y) -
(lgamma(r)+1lgamma(s) +lgamma(r+s+n)+lgamma (n-y+1)+lgamma(y+1)))
)

estimacion de los residuos de Pearson definida en la Seccién 2.8, es proporcionada por la
Esuiente funcidn r.pearson, que ademads entrega una posible prediccién para el caso de datos
E-liantes en el célculo de probabilidades de prediccién necesaria en el calculo de la “devianza”.

> pearson <- function(r,s,fam,yt,tp)

 yp <~ switch(fam,
Poisson=r/s,
Binomial=nt(tp)*xr/(xr+s) )
Vp <- switch(fam,
Poisson=(s+1)*r/s"2,
Binomial=nt(tp)*rks*(r+s+nt (tp) )/ ((x+s) " 2% (r+s+1)) )
if(Imissing(yt)) rp <- (yt - yp)/sqrt(Vp) else rp <~ 0
1ist (rp=rp,yp=yp)
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La siguiente funcidn s.trend una vez calculadas las componentes suavizadas a:(k) y R:(k) de la
Seccién 2.4 entrega especificamente el nivel de la tendencia suavizada mas su error estandar.

s.trend <- function(a,R,tp,d,fam,link)
{

‘ a <- as.matrix(a); R <~ as.matrix(R)

E <- Ft(tp)

f <~ c(t(E) Y*} a) + d[length(d)]*dummy(tp)

q <~ c(t(E) %*% R ¥%*¥ E)

np <- nt(tp)

if(Link!="1d"){
rs <- rutina.rs(f,q,fam,link,tp)
r <- rs$r
s <- rs$s

}

sn <- switch(fam,
Poisson = switch(link,Id=al1,],log=r/(s*np) ),
Binomial= switch(link,Id=a[1,],logit=100%x/(r+s) )
)

er <~ switch(fam,
Poisson=switch(link,Id=sqrt(R[1,1]),log=sqrt(zr)/(s*np) ),
Binomial=switch(link,

Id = sqrt(R[1,11),
logit=sqrt(sn*(100-sn)/(r+s+1)) )

)

list(snivel=sn,std.e=er)

2 estimacidn de la tendencia para los datos originales tales como promedio de goles o proporcion
e rating de la television, que no es exactamente la tendencia del modelo estructural que nos pro-
orciona el filtro de Kalman, entonces esta funcién Trend una vez estimada las componentes m;
:Cyparat=1,2,3,...,T de la Seccién 2.3, permite calcular la tendencia en linea objetivamente
erida.

=end <~ function(r,s,y,C,m,fam,link)

m <~ as.matrix(m); C <- as.matrix(C)

dy <- length(y)

Z2 <-y

np <- nt(i:dy)

z[is.na(z)] <- switch(fam,
Poisson=r[is.na(z)]/s[is.na(z)],
Binomial=np[is.na(z)l*r[is.na(z)]/(x[is.na(z)]+s[is.na(z)])

1 )
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nivel <- switch(fam,
Poisson =switch(link,
Id = m[1,],
log= (r+z)/((s+1)*np) ),
Binomial= 100%(r+z)/(r+s+np)
)
esniv <- switch(fam,
Poisson =switch(link,
Id = sqrt(C[1i,nrow(C)*(0: (dy-1))+11),
log= sqrt(r+z)/((s+1)*np) ),
Binomial=sqrt(nivel*(100-nivel)/(r+s+np+1))
)

list(nivel=nivel,std.e=esniv)

.% )

& La funcién ART es una funcién auxiliar de la funcién FCAST, lo que hace es simplemente evaluar
g a:(1) v B(1) de la Ecuacién (2.23).

B ART <- function(tp,mt,Ct,Wt)

| {
mt <- as.matrix(mt)
Ct <- as.matrix(Ct)
Wt <- as.matrix(Wt)
G1 <- G(tp+1)
a <~ GI %*¥ mt
R <- GL %#% Ct %*% t(G1) + Wt
list(a=a,R=R)

b

il La funcion FCAST est4 disefiada especialmente para la prediccién a k-pasos para las componentes
my(k) = a;(k) y Ci(k) = Ru(k) en el caso de datos faltantes, de este modo se puede continuar
g con las estimaciones en el fitro de Kalman, ya que el filtro no admite observaciones faltantes.

ECAST <~ function(tp,K=1,mt,Ct,Wk,d,fam,link)
{

d <- as.double(d); ak <- as.matrizx(mt); Rk <- as.matrix{Ct)
rk <- sk <- NULL
for(k in 1:K){

ar <~ ART(tp,ak,Rk,Wk/k)

ak <~ ar$a

Rk <- ar$R

E <- Ft(tp+k)

tk <~ c( t(E) #*Y ak) + d[length(d)]*dummy (tp+k)

gk <- c( t(E) %*% Rk %*% E )

sr <- rutina.rs(fk,qk,fam,link,tp+k)
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rk <- append(zk,sr$r)
sk <- append(sk,sr$s)
}
ryp <- r.pearson(rk,sk,fan,,tp+k)
prk <~ prob.p(ryp$yp,rk,sk,fam,tp+k)
uk <~ switch(fam,Poisson=rk/sk,Binomial=100%rk/(rk+sk))
list(m=ak,C=Rk,a=ak,R=Rk,r=rk, s=sk, prob=prk,rp=0,uk=uk)

¥

La siguiente funcion FKALMAN, es una de la rutinas mas importantes, que permite hacer estima-
ciones en linea aplicando el algoritmo de filtro de Kalman. La rutina recibe los valores iniciales
my—1 ¥ Ci—1 ¥ entrega entre otros m; y C; para el cudl debe existir la observacion y;.

FKALMAN <- function(y,m,C,d,F1,G1,fam,link,tp)
{

d <- as.double(d); m <- as.matrix(m); C <- as.matrix(C)

a <= G1 %% m
if(nrow(C)>1)
W <~ switch(fam,
Poisson =diag((1/d[1:nrow(C)]-1)*diag(C)),
Binomial=diag(d[i:nrow(C)]1) )
else W <- (1/d-1)*C
R <- 61 %*% C Ux% t(G1) + W

f <- c( t(F1) %% a) + d[length(d)]*dummy (tp)
q <= c( t(F1) %*% B J*} F1)

rs <- rutina.rs(f,q,fam,link,tp)
r <- rs$r

s <- rsis

fq <- UPDATE(z,s,y,fam,link,tp)
f1 <~ £q$fl + d[length(d)]*dummy(tp)
qi <- fq$ql

m <~ a + (R %*% Fl)*(f1-£)/q
C <~ R - (R %*% F1 %*¥% t(F1) %% R)*(1 - q1/q)/q

pr <- prob.p(y,r,s,fam,tp)

rp <~ r.pearson(r,s,fam,y,tp)$rp
list(a=a,R=R,m=m,C=C,W=W,r=r,s=s,prob=pr,rp=rp)
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Esta es otra de las funciones importantes de este conjunto de rutinas. DGLM permite la aplicacién
de filtro de Kalman para cada tiempot =1,2,...,T, en el caso de datos faltantes usa la funcién
FCAST, cuyas estimaciones los guarda en matrices o vectores segin sea €l tipo del objeto. Después
de todas las iteraciones calcula entre otras cosas la devianza como —2log(L), donde L(-) es la
funcidn de verosimilitud para los hiperpardmetros. Si argumento svto es verdadero, la rutina
ejecuta la funcion SMOQTH, el cudl hace el suavizamiento para las componentes estimadas en linea.

DGLM <- function(y,m0,C0,d,fam,link,svto=F,yp)
{
m <- as.matrix(mo0)
C <~ as.matrix(C0)
dm <- nrow{(m)
a <~ R <1< s < pr <- rp <- NULL
N <~ length(y)
for{t in 1:N){
blok <- (t-1)*dm + 1:dm
if(tis.na(y[t]1)){
fk <- FKALMAN(y[t],m[,t],C[,blok],d,Ft{t),G(%x),fam,link,t)
W <= fk$W
}
else fk <- FCAST(t-1,1,m[,t],C[,blok],W,d,fam,1link)

<- as.matrix( cbind(m,fk$m) )
<- as.matrix( cbind(C,fk$C) )
append (r,fk$r)
<~ append(s,fk$s)
<- as.matrix( cbind(a,fk$a) )
<- as.matrix( cbind(R,fk$R) )
pr <- append(pr,fk$prob)
rp <- append(xp,fk$rp)

WpowmwH QH
A
|

¥
dev <~ -2 * sum(log(pr))
if(svto){
pro <- switch(fan,
Poisson=PPRED(N,N,1,m[,N+1],C[,blok+dm],¥,d,fam,link,yp))
m <- m[,-1]
C <~ C[,~-(1:dm)] ,
ypm <- switch(fam,Poisson=1,Binomial=100)*y/nt(1:length(y))
trends <- Trend(r,s,y,C,m,fam,link)
nivel <- trends$nivel
std.niv <~ trends$std.e
if(lis.matrix(m)) m <- t(as.matrix(m))
if(lis.matrix(C)) C <- t(as.matrix(C))
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sar <- SMOOTH(m,C,a,R,N,N-1,d,fam,link)
snv <- sar$snivel
esn <- sar$std.e
Sak <~ sarf$ak
switch(fam,
Poisson={
if(arow(m)>1) pend <- m[2,]
else pend <- rep(0,N)
if (nrow(Sak)>1) spd <~ Sak[2,]
else spd <- rep(0,N)
list (m=m,C=C,r=r,s=s,a=a,R=R,prob=pr,rp=rp,nivel=nivel,
std.niv=std.niv,pend=pend,yprn=ypm,snivel=snv,std.snv=esn,
spend=spd,pr.pred=pro,dev=dev,m0=m0,C0=C0,f.desc=d,link=1ink)
}’
Binomial=lisgt (m=m,C=C,r=r,s=s,a=a,R=R,prob=pr,rp=rp,nivel=nivel,
std.niv=std.niv,snivel=snv,std.snv=esn,5=5ak,ypm=ypm,dev=dev,
m0=m0,C0=C0,f.desc=d,link=1ink)

¥
else list{dev=dev)

}

La siguiente funcién SMOOTH una vez realizada las estimaciones en linea para las distintas com-
ponentes del modelo, la funcidén hace las estimaciones suavizadas para las mismas componentes
y entrega la tendencia suavizada, su error estdndar y la componente a,(—k) de la Seccién 2.6.

SMOOTH <- function(m,C,a,R,tp,K,d,fam,link)
{

m <- as.matrix(m)

C <- as.matrix(C)

a <- as.matrix(a)

R <- as.matrix(R)

cm <~ ncol(m)

if(missing(tp)) tp <- cm

if(missing(X)) K <- tp-1

if (K>=tp) stop("Numero de rezagos debe ser < long. de la serie")

dm <~ nrow(m)

blok <= (tp-1)*dm + 1:dm

Ak <- ak <- as.matrix(ml,tpl)

Rk <- as.matrix(C[,blok])

trd <- s.trend(ak,Rk,tp,d,fam,link)

sn <- trd$snivel

std.e <~ trd$std.e
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for(k in 1:K){
Gk <- G(tp-k+1)
DR <- eigen(R[,blok-(k-1)*dm])
IR <- DR$vectors %*¥ diag(i/DR$values,dm) %) t(DR$vectors)
B <- C[,blok~kxdm] %*% Gk %*% IR
ak <- m[,tp-k] + B ¥%*} (ak - al,tp-k+1])
Rk <- C[,blok-k*dml-B %*¥ (R[,blok-(k-1)*dm]-Rk) %A*} t(B)
Ak <- as.matrix(cbind(ak,Ak))
strend <- s.trend(ak,Rk,tp-k,d,fam,link)
sn <- append(strend$snivel,sn)
std.e <- append(strend$std.e,std.e)
+
3 list (ak=Ak,snivel=sn,std.e=std.e)
=
' El cilculo de la primera y segunda derivada para la funcién digamma 7(-) definida en la Seccidén 2.5,
E lo hace la funcién trigamma, utilizando para. ello la aproximacién de su expancién polinomial.
¢ Es decir, hace la evaluacién de 4(-) o de ().

i trigamma <~ function(x,n=1)

i {

. if(x<=0) stop("Argumento de trigamma negativo o cero")

else

switch(n,1/x+1/(2*x~2)+1/(6%x"3) -1/ (3%x~5)+1/(3*x"5)+1/(42%x"7)
-1/(30%x"9) + 5/(66%x"11) ,

-1/x°2-1/x"3-1/ (2*x~4)+1/(6%x~6) -1/ (6%x"8) +3/(10*x~10)-5/(6*x~12) ,

g stop("no esta implementado mas derivadas") )

»

e Lo funcién digamma.inv permite calcular la inversa de la funcién digamma, v(-)™*, mediante

i el algoritmo de Newton-Rapson, en donde se usa la funcién trigamma para obtener la primera

i derivada (-).

-1

[ digamma.inv <- function(f)
E {
i err <- le-6
dif <~ err + 1
r0 <- exp(f)
while(dif>=erx){
r <~ r0 - (digamma(r0)~-f)/trigamma(r0)
dif <- abs(r-r0)
rg <-r
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Esta funcion trigamma.inv calcula la inversa de la primera derivada de la funcién digamma, es
decir evalda ¥(-)~1.

trigamma.inv <- function(qg)
{
err <- le-6
dif <- err + 1
r0 <- (1+ sqrt(1+2%q))/(2%q)
while(dif >= err) {
r <~ r0 - (trigamma(r0) - q)/trigamma(r0,2)
dif <~ abs(r-r0)
0 <- 1

Esta funcidn para fines de estabilidad numérica del algoritmo del filtro de Kalman, lo que hace es
calcular un valor coherente para los valores iniciales del nivel de la tendecia del modelo estructural
en términos de una media de los primeros 5 observaciones afectada luego por la funcién del enlace.

Inicial <- function(y,fam,link)

{
m0 <- mean(y[1:5]/nt(1:8))
m0 <- mO*switch(fam,Poisson=1,Binomial=100)
switch(fam,
Poisson=switch(link,Id = m0,log = log(m0)),
Binomial=switch(link,Id = m0,logit= log(m0/(100-m0)))
)
}

La funcién pause posibilita dar una pausa de tiempo para observar graficos consecutivos en una
ventana de graficas X11() de S-plus.

pause <- function()
{
restart (T)
cat("Enter expresions, q to quit from pause\n")
repeat {
e <- parse(prompt = "<P>!")
if(is.name(e[[1]]) &% e[[1]] == "g")
return()
print (eval(e, local = sys.parent(1)))
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~ La siguiente funcion bautizada como digamma hace la evaluacién de la funcién digamma +(-), el
| cual es la implementacidn de la programa Fortran psifn.f que estd disponible en la red internet
{ cuyo programa original no lo incluimos aqui por que consta aproximadamente de 40 paginas.

¢ digamma <~ function(x)

cn <- names(x)
if(is.matrix(x)) {
rn <~ row.names{x)

d <- dim(x)
+
y <= c(x)
w <- NULL

for(i in i:length(x)){
z <- .Fortran("psifn",X=as.double(y[i]),
n=as.integer(0),
KODE=as.integer(2),
M=as.integer(1),
ANS=as.vector(i),
NZ=as.integer(0),
IERR=as.integer(0))
if (z$TERR==0 & z$NZ==0)
w <- append(w,z$ANS)
else {if(z$NZ!=0) stop("Underflow, last NZ ANS set to 0")
if (z$IERR==1) stop("Input Error, no computation")
if (z$IERR==2) stop("Overflow or N+M-2 too large")
if (z$IERR==3) stop("N too large")
}

if(is.matrix(x))
w <- - matrix(w,d[1],d[2] ,dimnames=1list(rn,cn))

else {

W -Ww

names{w) <- cn
}
w <~ w + log(x)
W
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B.2 Rutinas Particulares Para el Modelo Poisson—Gama

La funcién nt que permite obtener en nimero de partidos jugados en cada afio, donde uc es un
objeto S—plus el la cual estd almacenado los datos de los goles y ntimero de partidos.

nt <- function(tp)
{
n <= uc$n
ifelse(0<tp&tp<=length(n),nltpl,1)
3

La funcién CDGLM ejecuta la rutina DGLM para diversas combinaciones de hiperparametros, que en
este caso son los factores de descuento, calculando para cada una de ellas su “devianza” el cual
se muestra en una tabla juntamente con las estimaciones de probabilidades de prediccién usando
toda la informacién disponible para el nimero de goles que puede ser marcado en el préximo
partido del mismo torneo del siguiente afio y al final entrega el ajuste del modelo con la devianza
dptima. La rutina también entrega, si el argumento graf=TRUE, una ilustracién grafica ocupando
la rutina GRAF donde se puede observar visualmente distinatas componentes estimadas.

CDGLM <- function(y,D,m0,C0,fam="Poisson",link="1log",graf=F,titulo="",
year=1939:1994,yp=0:5)

{ )

if (missing(D)) D <~ matrix(c(.97,.9,.99,.9,.97,.95),2,3)

if(missing(yp)) yp <- 0:5

if(missing(m0)) m0 <- as.matrix(c(2,0))

if (missing(C0)) CO <- diag(2)

if(lis.matrix(D)) D <~ t(as.matrix(D))

cd <~ ncol(as.matrix(D))

Dev <- pro <- NULL

sw <- T

if(cd>1) sw<-!sw

for(i in 1:cd){
sal <- DGLM(y,m0,C0,D[,il,fam,link,svto=sw,yp)
Dev <~ append(Dev,sal$dev)

}
if (!sw) sal<-DGLM(y,m0,C0,D[,Dev==min(Dev)],fam,link,svto=T,yp)

prob <- sal$pr.pred

dif <- append(0,-diff(Dev) )

Delta <- t(D)

Prox.Partido <- c(prob,i-sum(prob) )

cat(titulo,fill=T)
print(data.frame(Delta,Dev,dif))
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cat("Delta Optimo\t=",c(" ",D[,Dev==min(Dev)1),fill=T)

Goles <~ c(0:(length(prob)-1),paste(">=", length(prob),sep=""))
print(data.frame(Goles,Prox.Partido))

if(graf) GRAF(sal,year,yp)

sal

}

La rutina GRAF, muestra la grfica de las distintas componentes mas sobresalientes del modelo,
tales como: La Tendencia en Linea y Suavizada, presentando como fondo los promedio de goles
por partido, los Residuos de Pearson y finalmemente presenta las gréficas de las estimaciones
de probabilidades para el nimero de goles que puede ser marcado en el préximo partido con
informacidn hasta el afio de su mejor campaiia, la més baja temporada, con toda la informacién
disponible y con el promedio histérico. La funcién entrega como resultado las estimaciones de
las probabilidades para cada caso.

GRAF <~ function(sal,year=1939:1994,yp=0:5)

{ s
if(dev.set()==1) X11()
par(nfrow=c(1,1))
fam <- "Poisson"
N <- prox <- length(sal$ypm)
ylin <- "Promedio de Goles y Tendencia (en linea)"
plot(year,sal$ypm,main=ylin,xlab="" ylab="")
lines(year,sal$nivel)
abline(h=mean(sal$ypm[!is.na(sal$ypm)]),1ty=2)
pause()

ysua <- "Promedio de Goles y Tendencia (Suavizada)"
plot(year,sal$ypm,main=ysua,xlab="" ylab="")
lines(year,sal$snivel,lty=1)
abline(h=mean(sal$ypm[!is.na(sal$ypm)]),lty=2)
pause()

plot(year,sal$rp,main="Residuos de Pearson®,xlab="",6ylab="" type="1")
abline(h=0,1lty=2)
pause()

par(mfrow=c(2,2))

alto <~ (1:N)[sal$nivel==max(sal$nivel)]
bajo <~ (1:N) [sal$nivel==min(sal$nivel)]
dm <- nrow(sal$m0)

dl <~ as.matrix(c(sal$f.desc))

blk <~ (alto-1)#dm + 1:dm
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W <- diag((1/sal$f.desc-1)*diag(sal$Cl,blk]))
Palto <~ PPRED(N,alto,1,sal$m[,a1to],sal$C[,b1k],w,dl,fam,sa1$link,yp)
Prox.Mejor <~ c(Palto,1-sum(Palto))

blk <- (bajo-1)*dm + 1:dm

W <- diag((1/sal$f.desc-1)*diag(sal$C[,blk]))

Pbajo <~ PPRED(N,bajo,1,sal$ml,bajol ,sal$C[,blk],W,d1,fam,salélink,yp)
Prox.Malo <- c(Pbajo,l-sum(Pbajo))

pprox <- sal$pr.pred

Prox.Partido <~ c(pprox,i-sum(pprox))
lambda <- mean(sal$ypm[!is.na(sal$ypm)])
phist <- dpois(yp,lambda)

Prob.Hist <- c{phist,1-sum(phist))

Years <- c(year[altol,year[bajol,year[prox],lambda)
names(Years) <- c("Mejor","Malo","Futuro","Prom.hist")
Goles <~ c(yp,paste(">=",length(yp),sep=""))

mat <- data.frame(Goles,Prox.Mejor,Prox.Malo,Prox.Partido,Prob.Hist)
cat ("Probabilidad del proximo partide®,fill=T)

mx <- max(Palto,Pbajo,pprox,phist)

Pb <- "Probabilidad"

pp <- "Probabilidad Proximo Partido"

plot (yp,Palto,ylim=c(0,mx) ,main=pp,xlab="Goles",ylab=Pb,type="1")
text(3.5,4%mx/5,paste("En",,year[alto],sep=" "))
plot(yp,Pbajo,ylim=c(0,mx) ,main=pp,xlab="Goles" ,ylab=Pb,type="1")
text(3.5,4*mx/5,paste("En" ,year[bajo] ,,sep=" "))
plot(yp,pprox,ylim=c(0,mx) ,main=pp,xlab="Goles",ylab=Pb,type="1")
text(3.5,4%mx/5,paste("En",year [prox],sep=" "))
plot(yp,phist,ylim=c(0,mx) ,main=pp,xlab="Goles",ylab=Pb,type="1")
text (3.5,4%mnx/5,"Con Promedio")

print{Years)

mat

i partido con informacién hasta un afio especificado.

¢ PPRED <- function(N,tp,k=1,mt,Ct,Wk,d,fam,link,yp)
: d <- as.double(d)
mt <- as.matrix(mt)
Ct <- as.matrix(Ct)
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ar <- ART(tp,mt,Ct,Wk)

ak <~ arfa

Rk <- ar$R

E <- Ft(tp+k)

tk <~ c¢( £(E) 4*% ak) + d[length(d)]*dummy(tp)
gk <~ c( t(E) %*% Rk %*% E )

st <- rutina.rs(fk,qgk,fam,link,N+k)

rk <- sr$r

sk <- srfs

prob.p(yp,rk, sk,fam,tp+k)

Con datos del mimero de goles por partido tanto de la Universidad de Chile como de la Uni-
versidad Catélica, ademds de los afios y partidos que corresponden cada resultado, la funcién
numgol entrega entre otros el promedio de goles anuales (pga) en este caso para la U. Catdlica,
el nimero de partidos por afio (n), mds detalles se puede encontrar en el propio programa.

. mumgol <- function(pt,year,A,B){

a <- Alpt=="1P"] # No.de goles de la ira. Rueda

b <~ A[pt=="2pP"] # No.de goles de la 2da. Rueda

c <-a+b # Suma de los dos partidos:ira+2da
ge <- rep(0,length(a)) # Pr.de pt. ganados o empatados
pg <- ge # Pr.de partidos ganados

pa <- ge # Promedio de goles por a\no

ne <- ge # Num. pt. ganados o empatados
ng <- ge # Num. de partidos ganados

np <- ge # Num. de pt. Efect. Jugados c/a.
ga <- ge # Num. de goles anuales

n <- ge # Num pt c/a.

for(i in 1939:1994){
gel[i-1938] <- mean(A[year==i]>=B[year==i])
ne[i-1938] <- sum(A[year==i]>=B[year==i])
pgli-1938] <- mean(Alyear==i]>B[year==i])
ngli-1938] <- sum(A[year==il1>B[year==i])
pali-1938] <- mean(A[year==i])
gali-1938] <- sum(A[year==i])
np[i-1938] <~ sum(!is.na(Alyear==i])})
nf[i-1938] <~ sum(year==i)
h
| list(a1p=a,a2p=b,a12p=c,nge=ne,pge=ge,npg=ng,pg=pg,nga=ga,np=np,pga=pa,n=n)
3 :
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B.3 Rutinas Particulares Para el Modelo Binomial-Beta

§ La funcién nt provee el valor de n,; para el modelo binomial, que es el tamano de muestra de
§ hogares televidentes, el cudl en este caso resulta una constante, pero en otros casos podria variar

| a través del tiempo.
i

nt <- function(tp) 324

!
é La funcién CDGLM cuyo procedimiento es escencialmente lo mismo que para el caso del modelo
N Poisson, de hecho, se puede usar la misma funcién evaluando convenientemente en parametros
Bi adecuados, pero por simplicidad en su aplicacién presentamos nuevamente la funcién adaptada
para el modelo Binomial, que en escencia hace la evaluacién de la devianza para cada combinacién
¢ dada para los hiperpardmetros, entregando al final los resultados de las estimaciones de las
Ej componentes con el hiperpardmetro dptimo y que alternativamente se puede pedir a la funcién
. para que muestre graficamente las estimaciones de la tendencia en linea y suavizada y los residuos
i de Pearson.

,. CDGLM <~ function(y,D,m0,C0,fam="Binomial",link="Id",graf=F,titulo="")

if(missing(D))

D <- matrix(switch(link,Id=c(.1,1),logit=c(1le-10,.005)),2,1)
if(missing(m0)) m0 <- as.matrix(c(Inicial(y,fam,link),0))
if(missing(C0)) CO <- diag(switch(link,Id=c(.1,.1),logit=c(.01,.01)))
if(lis.matrix(D)) D <- t(as.matrix(D))
cd <~ ncolf{as.matrix(D))

Dev <- pro <- NULL
sw <- T
if(cd>1) sw<-!sw
for(i in 1:cd){
sal <- DGLM(y,m0,C0,D[,i],fam,link, svto=sw)
Dev <~ append(Dev,sal$dev)
¥
if(!sw) sal<-DGLM(y,m0,C0,D[,Dev==min(Dev)],fam,link,svto=T)

dif <- append(0,-diff(Dev) )
Delta <- t(D)

cat(titulo,fill=T)

print(data.frame(Delta,Dev,dif))

cat ("Delta Optimo\t=",c(* ",D[,Dev==nin(Dev)]),fill=T)
if(graf) GRAF(sal)

sal
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Entregando la salida de la funcidn CDGLM la rutina GRAF para una apresiacion visual presenta la
grafica de las estimaciones en lfnea y suavizada para la tendencia més los datos de los rating y
los residuos de Pearson del modelo ajustado.

GRAF <~ function(sal=stop("Sin datos?"),sin.t=F)
{
if(dev.set(O==1) X11()
par(mfrow=c(1,1))
Times <- time(sal$ypm)[1:length(sal$ypm)]
horas <- as.integer(Times)
horas <- horas + (Times-horas)#*60/100

rab <- range(c(sal$ypm,sal$nivel))

tsplot (sal$ypm, type="p",pch="#",xaxt="n",ylim=rab)
tslines(sal$nivel)

axis(1,at=time(sal$ypm),lab=horas)
title(ifelse(sin.t,"","TVR Hogar y Tendencia (En Linea)"))
pause()

param <~ tsp(sal$nivel)

tsplot(sal$ypm, type="p",pch="#" xaxt="n")
axis(1,at=time(sal$ypm),lab=horas)
tslines(ts(sal$snivel,start=param[1],frequency=param[3]))
title(ifelse(sin.t,"","TVR Hogar y Tendencia (Suavizada)"))
pause ()

tsplot(ts(sal$rp,start=paran[1],frequency=param[3]),xaxt="n")
axis(1,at=time(sal$ypm) ,lab=horas)
title(ifelse(sin.t,"","Residuos de Pearson®))
abline(h=0,1ty=2)

+ La funcién texto facilita colocar textos en los graficos en areas especificadas por el mouse del
computador con un tamafio de letra especificado.

. texto <- function(tam=1)

e

cat("<texto> ==>")

txt <~ scan(what="",n=1,sep="*")
cat("Ahora hacer un <click>",fill=T)
text(locator(1l),txt,cex=tan)

. La hora de inicio y finalizacién de los programas de televisién es proporcionada por la funcién
¢ ini.ter, para el cual la funcién lee el archivo prog.tv, especificando por el canal de la televisién,
i dia y el nombre del programa.
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ini.ter <- function(cnl=13,dia="lun",prog="TL13")

{
hp <- read.table(file=
"/nfs/poincare/users/mat/psunagua/tesis/rating/prog.tv",T)

cls <- c<("H.INI","M.INI","H.TER","M.TER")
hp <- hplhp(,"CANAL"]==cnl&hp[,"DIA"]==dia&hp[,"PROG"]==prog,cls]
hp <- c(hpl,t]+hpl,21/100,hp(,3]+kp[,41/100)
hp

i N

La funcién tv.com permite obtener la predicciones para el rating en los momentos de los comer-
ciales que ocurrieron durante un programa, para ello requiere de la salida del ajuste del modelo
£. con la funcién CDGLM y del archivo de datos horas.com.

: tv.com <~- function(out,cnl=13,dia="1un",prog="")

~

: rtp <- range(time(out$ypm))

dm <~ nrow(out$m); d <- out$f.desc

he <- read.table(file=
"/nfs/poincare/users/mat/psunagua/tesis/rating/horas.com”,T)

hce <~ helhel,"CANAL"]==cnl&hc[,"DIA"]==dia,-(1:2)]

hctot <=~ hel,"HORAY]+he[,"MIN"]/60 + hc[,"SEG"] /3600

he <- hclhctot>=rtp{1] & hctot<=rtpl2],]

W <- diag(out$f.descl[1i:nrow(out$C)])

if(dev.set()==1) X11(); par(mfrow=c(2,2)); mto <- &

M <= tpo <- Inicom <- Durac <- NULL

for(i in 1:nrow(he)){

hrc <- heli,"HORA"]+hc[i,"MIN"]/60 + hcli,"SEG"]/3600

ini <- as.integer((hrc-rtp[11)*60)+1

fst <- max(i,ini-mto)

hri <~ heli,"HORA"]+(hc[i,"MIN"]-(ini-fst))/60

dur <- max(2,round(hc(i,"DURACION"]/60))

blk <~ (ini-1)*dm+1:dm

fc <~ FCAST(ini,dur,out$m[,ini],ont$C(,blk],W,d,"Binomial",out$link)

yt <~ out$ypmlfst:min((ini+dur),length(out$ypm))]

uk <- c(out$nivel (ini],fcuk)

rgo <~ range(c(yt,out$nivel [fst:(ini)],uk))+c(~1,1)/2

plot(yt,xaxt="n",xlab="",ylab="}, TVR",ylim=rgo)

title(paste(prog," (",dia,")",sep=""),cex=1)

lines(out$nivellfst:(ini)])

lines(ini-fst+1:length(uk) ,uk,lty=3)

ablire(v=ini~fst+1+hc[i,"SEG"]/60,1lty=2)

hri <- seq(hri,by=1/60,length=dur+mto+1)

hri <- as.integer(hri)+(hri-as.integer(hri))#*60/100

1
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}

fin <~ length(hri)
text((ini-fst+1+hc[i,"SEG“]/60+fin)/2,rgo[2],"Comerciales",cex=.5)
inicom <- paste(hc[i,"HDRA"],“:",hc[i,"MIN"],”:“,hc[i,"SEG”],sép=“")
text(ini—fst+1+hc[i,”SEG"]/SO,rgo[1],inicom,cex=.5)

Inicom <- paste(Inicom,inicom)

durac <- paste(hCEi,"DURACIDN”],”seg.”)
text((ini—fst+1+hc[i,"SEG"]/60+fin+.5)/2,rgo[1],durac,cex=.5)
Durac <- paste(Durac,durac)

axis(1,at=1: (dur+mto+1),lab=hri)

ley <- c("Actual","En Linea","Prediccion")
legend(i,rgo[2],ley,lty=c(0,1,3),pch="* " cex=.5)

per <- pbeta(yt[ini-fst+2:length(uk)]/100,fc$r,fchs)*100

if (as.integer(i/4)==i/4 & nrow(hc)>4) pause()

tpo <- append(tpo,0:(length(uk)~-1))

hrs <- hrilini-fst+1:length(uk)]

y <- yt[ini-fst+1:length(uk)]

M <- rbind(M,cbind(i,hrs,uk,y,c(O,per),y~uk))

dimnames (M) <- 1ist(tpo,c(”CUM",”HURA“,"PRED","UBS",”PCTL",”ERP"))
: cat("Canal:",cnl," Dia:",dia," Programa:”,prog,"\nComercial:“,Inicom,
"\nDuracion: ",Durac,fill=T)

read <- function(archdia,ini=19.30,ter=23,serie=”HUG.13",subdir)

if (missing(subdir))

subdir(-"/nfs/poincare/users/mat/psunagua/tesis/rating/”

hora <- as.integer(ini)

minuto <~ (ini-hora)*100

archivo <- paste(subdir,archdia,sep="")
tserie<-read.table(archivo,T)

row.names (tserie) <- tserie[,"HORA"]
yt(—tserie[ini<=tserie[,”HURA"]&tserie[,"HURA"]<=ter,c(serie,"HURﬁ")]
tsyt <- ts(yt[,serie],start=hora+minuto/60,frequency=60)
if(dev.set()==1) X11(Q); par(mfrow=c(i,1))

tsplot (tsyt,xaxt="n")
axis(i,at=time(tsyt),1ab=yt[,"HORA"])

324%tsyt/100
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Finalmente la funcién pred permite hacer las predicciones con un horizonte especificada en cual-
quier instante del tiempo monitoriada por la grifica de la estimacién en linea para la tendencia,
claro que para esto se requiere de la salida del ajuste del modelo, los puntos de prediccién son
seleccionadas visualmente con el mouse y al final la rutina entrega entre otros las predicciones,
errores de prediccidn, observaciones actuales y horas.

pred <- function(out,dur=4)
{
if(dev.set()==1) X11(); par{mfrow=c(1,1))
Times <- time(out$ypm) [1:length(out$ypm)]
horas <- as.integer(Times)
horas <- horas + (Times-horas)*60/100
rab <~ range(c(out$ypm,out$nivel))+c(-.5,1)
tsplot (cut$ypm, type="p",pch="+" xaxt="n",ylim=rab)
tslines(out$nivel)
axis(1,at=time(out$ypm),lab=horas)
rtp <- range(time(out$ypm))
dm <~ nrow(out$m); d <- out$f.desc
W <~ diag(out$f.desc[1:nrow(out$Cc)])
M <= tpo <- NULL
cat("<click> Punto de Prediccion",fill=T)
brini <- locator(l)
if (rtp[1]>hrini$xhrini$x>rtp[2]) stop("'Fuera de rango")
ley <- c("Observado","En Linea","Prediccion")
legend(Times[l],rab[2],ley,lty=c(0,1,3),pch="* " ocex=1)
while(rtpl[1i<=hrini$x&hrini$x<=rtp[2]){
ini <- as.integer((hrini$x-rtp[1])*60)+1
blk <~ (ini-1)*dm+1:dm
fc <- FCAST(ini,dur,out$m[,ini],out$C[,b1k],w,d,”Binomial“,out$link)
uk <- c(out$nivel [ini],fcuk)
Time <~ Times[ini:(ini+dur)]
lines(Time,uk,1ty=3)
per <- pbeta(out$ypm[(ini+1): (ini+dur)]/100,fchr,fcs)*100
tpo <- append(tpo,0:dur)
hrs <- as.integer(Time)+(Time-as.integer(Time))*60/100
yt <~ out$ypmlini:(ini+dur)]
M <- rbind(M,cbind(hrs,uk,yt,c(0,per) ,yt-uk))
cat("<click> Punto de Prediccion(fuera de rango=Terminar)",fill=T)
hrini <~ locator(1)
}
dimnames (M) <- liS‘t(tpO,C("HURA","PRED","UBS”,"PCTL","ERP"))
M
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