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GLOSARIO DE TERMINOS

Accuracy: Es una métrica para evaluar los modelos de clasificacion. Informalmente, la precision

es la fraccion de predicciones que nuestro modelo acerto.

Alcanos: Los alcanos son hidrocarburos, es decir, compuestos que contienen solo dtomos de

carbono e hidrégeno.

Aprendizaje automatico (machine learning): Es una ciencia de la inteligencia artificial que
crea sistemas de aprendizaje automadtico. Aprender en este contexto significa identificar patrones

complejos en millones de datos.

Aprendizaje no Supervisado: Esta es una forma en que el aprendizaje automdtico (ML)
"aprende" los datos. El aprendizaje no supervisado contiene datos sin etiquetar que el algoritmo

debe intentar comprender.

Aprendizaje supervisado: Es un derivado del aprendizaje automatico, una técnica de andlisis de
datos que utiliza algoritmos que examinan los datos de manera iterativa para permitir que las
computadoras encuentren informacién oculta sin tener que programar explicitamente donde

buscar.

Commodities: Es una sustancia fisica que se puede intercambiar, comprar o vender. A menudo

se utilizan como materiales de partida para fabricar otros productos mas complejos.

DataFrame: Es una estructura de datos bidimensional en la que datos de varios tipos (como
caracteres, nimeros enteros, valores de punto flotante, coeficientes, etc.) Es como una hoja de

célculo, tabla o datos SQL, cada vez que se lo use se ara referencia con la abreviatura de ‘df’.
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Deep learning: Este es un tipo de aprendizaje automatico que ensefia a las computadoras a realizar

las mismas tareas que los humanos.

Deficit: Es la escasez es una situacion que se produce cuando falta algo esencial. En finanzas, se

entiende por déficit un superdvit de los gastos sobre los ingresos (falta de dinero).

Google colaboratory: Es una extension de Google que permite a cualquier usuario escribir y
ejecutar cualquier cédigo de Python en el navegador. Es especialmente adecuado para aprendizaje

automatico, andlisis de datos y tareas educativas.

Inteligencia Artificial: Es un 4rea cientifica de la informética que se enfoca en crear programas

y mecanismos que puedan exhibir un comportamiento que se perciba como inteligente.

Kaggle: Es una plataforma web que retne la comunidad Data Science més grande del mundo, con
mas de 536 mil miembros activos en 194 paises, recibe mas de 150 mil publicaciones por mes,
que brindan todas las herramientas y recursos mds importantes para progresar al médximo en data

science.

Matplotlib: Es una biblioteca para crear graficos a partir de datos contenidos en listas o matrices

utilizando el lenguaje de programacion Python y su extension matematica NumPy.

MMBTU: Millones de unidades térmicas britanicas.

NaN: Significa Not a Number que representa los valores faltantes en Pandas.

Overfitting: Es el efecto de sobreentrenar un algoritmo de aprendizaje con unos ciertos datos para

los que se conoce el resultado deseado.

Pandas: Es una biblioteca de c6digo abierto que es muy popular entre los desarrolladores de

Python, especialmente en el campo de la ciencia de datos y el aprendizaje automaético, ya que



proporciona marcos muy potentes y flexibles que facilitan la manipulacién y el procesamiento de

datos.

Python: Es un lenguaje de programacion de alto nivel que se utiliza para desarrollar aplicaciones

de todo tipo.

Train: Es la parte de un modelo preciso que responda las preguntas correctamente la mayor parte
del tiempo. La méaquina necesita ser “entrenada”, alimentandola explicitamente con las respuestas

correctas adjuntas.

Scikit-Learn: es una de estas librerias gratuitas para Python. Cuenta con algoritmos de

clasificacion, regresion, clustering y reduccion de dimensionalidad.

Underfitting: Este fendmeno mostrard una incapacidad para determinar u obtener resultados

precisos debido a muestras de entrenamiento insuficientes o a un entrenamiento muy deficiente.
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RESUMEN

Hoy es comtn escuchar que los datos son representan el nuevo petréleo, ya que gracias a los datos

recolectados en un pasado es posible predecir, clasificar, ordenar estos datos.

El precio del Gas Natural es medido por $u$/MMBTU (ddlares por MILLON de BTU), las
exportaciones de Gas Natural desde el 2006 hasta el 2020 representaron el 43 % del total de

exportaciones del pais.

Esto rebela que la economia boliviana es bastante dependiente del precio del Gas Natural, de aqui
la importancia de ser capaz de predecir el precio del Gas Natural, ya que los contratos que tenemos

con la Argentina y Brasil no son precios estéticos.

Estos precios de exportacion son dindmicos, en el presente trabajo no trataremos esos datos, solo

trabajaremos con los precios internacionales del Gas Natural.

Con lo anterior descrito nace la necesidad de ser capaz de predecir el precio internacional del Gas
Natural mediante Aprendizaje Automético. Los modelos que se usaron fueron: Regresion Lineal,

Arbol de decisién y bosque aleatorio.

Se planteo tener al menos una exactitud del 70%, ahora para cada modelo para el entrenamiento y
la evaluacidn se trabajé con un rango de 70% para el entrenamiento y 30% para la evaluacion, para

no caer en problemas de sobre ajuste o sub ajuste.

El modelo mads eficiente hablando en tiempos de meses seria el modelo de bosque aleatorio que

obtuvo una exactitud de 95%.
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1. CAPITULO I: GENERALIDADES

1.1.INTRODUCCION

El gas natural es un hidrocarburo de mezcla de gases ligeros de origen natural de la familia del

Alcanos donde principalmente componente es el metano.

Cada dia se empieza a ver mds cerca el principio del fin de la era del petréleo para ser sustituido
por energias verdes, pero el Gas Natural serd un actor clave en la transicién por lo que varios
medios cientificos le estiman como minimo 30 afios mas de materia energética al Gas Natural y

en 10 afios seria la materia energética principal en el mundo.

El Estado Plurinacional de Bolivia depende de gran magnitud de las exportaciones de Gas Natural,
se tiene datos que desde el 2006 hasta el 2020 el Gas Natural represento el 43% del total de las

exportaciones.

Estas divisas que entran al pais le son de gran ayuda al Estado para mantener a las cuentas publicas.

El precio de venta del Gas Natural en un futuro podria estar en funcién al precio internacional del
Gas Natural, cabe mencionar que el precio de venta de Gas Boliviano es mayor al del precio

internacional.

Se desea encontrar un modelo y ajustar para predecir el precio internacional del Gas Natural, para
que luego esta pueda servir de referencia para futuros ingresos que tendré en pais por la venta de

este Gas.

El impacto que causard la aplicacion de los modelos que cumplirdn con nuestras exigencias podria
ser que el Estado sepa en que épocas el precio del Gas Natural es mds bajo y en otros meses y/o

afios es mds alto. Y con esto administrar mejor los recursos por la venta del Gas Natural.



1.2.ANTECEDENTES

Los datos con los que se cuenta son precios diarios de precio de gas natural en EUROPA del ESTE
desde el afio de 1997 hasta el 2020 con el cual fue extraida en la pagina de Kaggle en el siguiente

link: https://www.kaggle.com/datasets/tunguz/natural-gas-prices. Donde se puede ver en la

siguiente figura su evolucién del precio. La figura 1.1 representa como vario el precio del gas

natural por afio.

Figura 1.1: Evolucién del precio del Gas Vs el aio.

Precio USD/MMBTU

I T T T T
2000 2005 2010 2015 2020
Afio

Fuente: Kaggle Natural Gas Prices, 2021.

Se puede observar que es bastante variante el precio a simple vista no es uniforme de afio a afio,

con ayuda de pandas y Python se describiré en el siguiente grafico el mdximo y minimo y otros

datos para el Gas Natural.


https://www.kaggle.com/datasets/tunguz/natural-gas-prices

Gracias al lenguaje de programacion python y su libreria panda es posible tener toda la descripcion
de estos datos de manera rdpida y de manera sencilla, en la figura 1.2 se presentard una estadistica

descriptiva del df_dia que representa los datos del precio del gas desde 1997 hasta el 2020.

Figura 1.2: Descripcién del DataFrame(df_dia).

E2 df_dia = pd.read_csv('/cont
df _dia.describe()

Price

count 5952.000000
mean 4.184644
std 2.190361
min 1.050000
25% 2.650000
30% 3.530000
75% 5.240000
max 18.480000

Fuente: Google Colaboratory con datos de kaggle, 2021.

En la figura 1.2 se presenta una descripcion de los datos los cuales son en el mismo orden: Contar,

promedio, desviacion estdndar, valor minimo, quartil 25%, quartil 50% que es lo mismo que la

mediana, quartil 75%, y el valor méximo.



La figura 1.2 represento los datos en formato de cada dia es por ese motivo que se registrd tal

cantidad de datos de 5952 datos captados.

A continuacion, la figura 1.3 representara a los datos del precio del gas natural por mes.

Figura 1.3: Descripcién del DataFrame(df_mes)

[2] df mes = pd.read _csv('/content/monthly
df_mes.describe()

Price

count 284.000000
mean 4.207782
std 2.183396
min 1.630000
25% 2.660000
50% 3.560000
75% 5.327500
max  13.420000

Fuente: Google Colaboratory con datos de kaggle, 2021.

La figura 1.3 presenta una descripciéon de los datos los cuales son en el mismo orden: Contar,
promedio, desviacién estdndar, valor minimo, quartil 25%, quartil 50% que es lo mismo que la

mediana, quartil 75%, y el valor mdximo en referencia al precio del gas natural.

La informacién fue extraida del repositorio de Datos de Kaglee.



Otros intentos también fueron realizados para el precio del petréleo como por ejemplo

(https://ichi.pro/es/predecir-los-precios-del-petroleo-con-aprendizaje-automatico-y-python-

55256159639482). Donde utiliza el modelo de regresion lineal donde sus variables independientes

son el promedio de 3 y 9 dias anteriores.

Por lo tanto, partiremos de ese modelo, adicionalmente anadiremos el modelo de Arbol de
decision regresor y bosque aleatorio regresor cuyas variables independientes son el mes y el aio,
mas adelante se explicard por qué se uso dichas variables. Como minimo se desea una exactitud

minima de al menos un 70%.

1.3.PLANTEAMIENTO DEL PROBLEMA

1.3.1. Identificacion del problema

Como se vio en la figura 1.2. los datos que se manejan son mas de 5000 datos lo cual dificulta ser
realizado con programas como Excel, es por ese motivo que estd optando por el lenguaje de

programacién Python.

Como anteriormente se definié Bolivia depende de gran manera de la exportacion del Gas Natural
y como el precio de venta de este Gas USD/MMBTU en un futuro podria estar funcion al precio

internacional del Gas Natural.

En un escenario donde el Estado no tenga en cuenta los precios predichos del Gas Natural
Internacionalmente podria llevar podria llevar a tener déficit en las cuentas publicas y

exportaciones. Lo cual traeria consecuencias en la economia de la sociedad.

En caso contrario donde el Estado si tome en cuenta los precios predichos del Gas Natural podra

ser precavido para el gasto de las cuentas publicas que dependen de estos precios.


https://ichi.pro/es/predecir-los-precios-del-petroleo-con-aprendizaje-automatico-y-python-55256159639482
https://ichi.pro/es/predecir-los-precios-del-petroleo-con-aprendizaje-automatico-y-python-55256159639482

No solo el Estado estaria involucrado sino también instituciones y/o lugares que dependan de
manera directa o indirecta del precio de venta del Gas Natural, como ser los Impuestos Directo a

los Hidrocarburos (Universidades, Municipios, Gobernaciones, Departamentos).

El pais en general depende de gran manera de un precio alto del Gas Natural, de no ser medido
con moderacién y son tomar los pronosticos del precio del Gas Natural, existiria un aumento de

la deuda publica para cubrir cuando se avecinen bajos precios.
1.3.2. Formulacion del problema

Debido a la dependencia del Estado por la venta del Gas, y como este precio de venta no es estitico
sino mds bien dindmico, este precio de venta estd en referencia al precio del Gas Natural
internacional. Cabe recalcar que el presente proyecto de grado usara los datos internacionales ya

la data de precios de venta en Bolivia es muy escasa.

Si se aplicaria nuestros modelos de prediccion del precio del Gas Natural Internacional tanto el
estado como instituciones que depende de manera directa de la venta de Gas Natural podria

planificar sus cuentas para no caer en deudas publicas o falta de fondos para su financiamiento.
1.4.0BJETIVOS GENERALES Y ESPECIFICOS
1.4.1. Objetivo general

- Predecir el precio del Gas Natural mediante el desarrollo de diferentes modelos de
aprendizaje de maquina se debe desarrollar al menos un modelo de que intente predecir el

precio internacional del Gas Natural.
1.4.2. Objetivos especificos

- Dar la limpieza necesaria a los datos originales.



- Desarrollar los modelos de regresion lineal, arbol de decisiones y bosque aleatorio.
- Proponer graficas para expresar los valores predichos y los valores reales.
- Obtener métricas que indiquen la exactitud de los modelos.

- Escoger el modelo que mejor se adapte a nuestro caso de estudio.
1.5.JUSTIFICACION

Aporta en revelar nuevas herramientas y paradigmas de que tan importantes son los datos. Las

nuevas tecnoldgicas como ser Ciencia de Datos y Aprendizaje Automatico.

De ser aplicado el y/o los modelos para la prediccion del precio del Gas Natural ayudaria al Estado

a ser precavido ante futuros precios fluctuantes del Gas Natural Internacional.
1.5.1. Justificacion técnica

Aplicando el y/o los modelos que cumplan nuestro objetivo de al menos 70% de exactitud en la
prediccion, ayudaria a tener unas cuentas publicas mas claras para prevenir futuros precios

fluctuantes del precio del Gas Natural Internacional.
1.5.2. Justificacion social

No solo el Estado recibe los ingresos generados por la venta de Gas Natural, existen universidades,
municipios, gobernaciones, programas sociales que reciben parte de la venta de este recurso el

IDH (Impuesto Directo a los Hidrocarburos).
1.6.ALCANCE
1.6.1. Alcance teméatico

- Lo que se planea con el proyecto de grado es predecir el precio internacional del gas natural,

minimamente uno de nuestros modelos deberd ser capaz de lograr este objetivo, se planea que
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los 3 modelos sean capaces de realizar esta tarea. Cabe mencionar que los modelos tendran un
rango predecir como maximo hasta finales del 2020, esto debido a las desventajas que

presentan los modelos de drbol de decision regresor y bosque aleatorio regresor.

En caso de que los datos presenten valores nulos se procederd con la limpieza de datos y se
analizara ver si son convenientes borrarlos o reemplazarlos por alguna tendencia de los datos

colineales a estos datos nulos.

Desarrollar los modelos de Regresion Lineal, arbol de decisiones y bosque aleatorio, para esto
serdn necesario transformar los datos ya que se debe crear las variables ya que la base de datos
solo cuenta con 2 columnas que son la fecha y el precio, probablemente se creen las variables

a partir de la fecha.

Se realizardn graficas para comparar valores reales con los valores predichos posiblemente

con la parte reservada para el test del modelo.

Se evaluardn los modelos de Regresion Lineal, arbol de decisiones y bosque aleatorio con la
métrica del coeficiente de determinacién en caso de que uno de los modelos tenga una

exactitud menos al 70% sera descartada.

Se escogerd al modelo que presente mejores métricas y visualmente sea idéntica a los valores
reales del precio del gas natural internacional, adicionalmente el que menor probabilidad tenga

de caer en un sobre ajuste.



1.6.2. Alcance temporal

Los datos abarcan aproximadamente desde el afio 1997 hasta el 2020. En la figura 1.4 se puede

evidenciar cuales son los tltimos 5 datos en orden cronoldgico.

Figura 1.4: Evolucién del precio del Gas Vs Afio dltimas fechas

[4] df_dia.tail()

Date
2020-08-26
2020-08-27
2020-08-28
2020-08-31
2020-09-01

Fuente: Google Colaboratory con datos de kaggle.



2. CAPITULO II: MARCO TEORICO

2.1.GAS NATURAL

El gas natural es una mezcla de gases, de los cuales el metano constituye una gran proporcién. Se
encontrd que la proporcién de este compuesto era del 75% al 95% del volumen total de 1a mezcla.
Los componentes restantes son etano, propano, butano, nitrégeno, diéxido de carbono, sulfuro de
hidrégeno, helio y argén. El desarrollo de la utilizacién del gas natural se lleva a cabo después de
la utilizacion del petréleo. Casi todo el gas natural que se encuentra en los campos petroleros se
quema como otro tipo de residuo. Aunque genera mucho calor, no se puede utilizar debido a los

grandes problemas de almacenamiento y transporte.

La necesidad de encontrar nuevas fuentes de energia, el perfeccionamiento de la tecnologia de
licuefaccion de gases y de los procedimientos de soldadura de tuberias para soportar altas
presiones hace posible el aprovechamiento de todas estas fuentes de energia. Hoy, Europa es
abastecida por una red de gasoductos que se extiende a lo largo de miles de kildmetros, y se estdn

planificando nuevos gasoductos con Asia y Argelia.

2.2.GAS NATURAL BOLIVIANO

A partir de 1997 Bolivia emprendi6 reformas de gran envergadura transformando radicalmente el
mapa gasifero de la region por sus potenciales de exportacion a mercados externos y por el papel

que deberd cumplir en la integracion gasifera del Sur de América.

2.2.1. Desarrollo del ‘UPSTREAM’

Las regiones con potencial hidrocarburifero se hallan divididas en ocho provincias geoldgicas que

totalizan 450000 Km?2. Las reservas probadas y probables de gas natural a enero de 2002 eran de
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52,3 TCF (1.966,3 millones de m?) mientras que en 1997 se estimaban en sélo 5,69 TCF (161,2

millones de metros cubicos).

La exploracién se rige por la Ley de Hidrocarburos N° 1689 del 30 de abril de 1996. La
informacion es proporcionada por el Centro de Informacién de Hidrocarburos de Santa Cruz de
la Sierra, perteneciente a la empresa estatal YPFB. YPFB debe suscribir contratos de riesgo
compartido, exploracién, desarrollo y comercializacién en nombre del Estado. En la actualidad,
existen 38 contratos de empresas conjuntas en el pais y en el extranjero que participan en

actividades exploratorias.
2.2.2. Consumo del gas natural en Bolivia.

Bolivia es conocido como un pais exportador neto de gas natural, pero surgieron cambios entre el
gas destinado al mercado interno y externo vario sustantivamente primero con las reformas de los
afios 90 y luego tras los cambios institucionales ocurridos entre 2005 y 2006. En la Tabla 2.1 se
dard a conocer los porcentajes de que se destinan del gas natural para el mercado interno para el

afio 2009, el promedio de consumo del pais fue 10.9 MMm3d en total para dicho aiio.

Tabla 2.1: Destino del Gas producido en el estado de Plurinacional de Bolivia 2020.

Destino Consumo
Gas Natural Vehicular 19%
Comercial 2%
Domestico 2%
Industria 29%
Generadoras Eléctricas 48%

Fuente: Instituto Nacional de Estadisticas. Datos de 2009, preliminares
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2.3.CALCULO DE PRECIOS DEL GAS NATURAL EN EUROPA Y ASIA

A mediados de la década de los cincuenta del siglo pasado se inicia un importante negocio del gas
en Sobre todo en Estados Unidos y Europa. A su vez, se ha desarrollado una red que permite

importar de Rusia, Argelia, Noruega y Holanda. Durante esos afios,

Se realiz6 intercambio de gas natural licuado (GNL) en Asia, para brindar centrales térmicas de

petréleo en Japon.

A fin de permitir estos intercambios que necesitaban grandes inversiones sobre todo en el
transporte, fue necesario encontrar un mecanismo que garantice las transacciones tanto al

vendedor como al comprador. Es asi, que se implementaron los contratos a largo plazo.

Las principales caracteristicas de estos contratos, fueron que tendrian una duracién entre 20 y 25
afios, con obligaciones minimas de pago de la parte del comprador (cldusula take or pay) y el
compromiso de entrega por parte del vendedor y, ademds, de un precio indexado a las energias

concurrentes (Mecanismo aplicado en funcién del costo de oportunidad del sustituto).

El objetivo de tener un precio indexado a combustibles concurrentes como el fuel oil o
directamente al petroleo, es el de simular un mercado de gas natural, a falta de la existencia de un
mercado dedicado exclusivamente a este energético. Con este mecanismo, se asegura un precio
mas cercano al precio de los combustibles concurrentes y ademds, las inversiones ligadas al
transporte, puedan ser amortizadas sin el riesgo de una disminucién en los volimenes entregados.
Estas férmulas y tipos de contratos, son vinculadas especificamente a los mercados europeos y

asiaticos.
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Los contratos en Europa, estdn indexados en porcentajes 50% con el fuel oil doméstico, 30% con
el fuel oil pesado, 5% con el precio spot del gas y el 15% restante con los precios de la electricidad

incluso con las tasas de inflacion.

Las cldusulas de indexacion que ligan el precio del gas con el del fuel pesado y con el fuel oil para
uso doméstico, se deben a que durante el invierno en Europa se tiene un mayor consumo de fuel
oil doméstico (heating oil) y en verano de fuel oil pesado, ya que este es el combustible que se usa

para generar energia eléctrica (en verano para climatizacién).

En estos mercados (Europa y Asia), el principio de célculo es definido sobre la base llamada
“netback”: es decir que los costos de transporte y de distribucién son deducidos del precio medio
de las energias concurrentes en el mercado final. El resultado corresponde al precio méximo de

compra que el distribuidor gasifero estd dispuesto a pagar al productor.

La indexacion clédsica permite mantener en el tiempo una relacion entre el gas natural y los

combustibles concurrentes, como se muestran en las siguientes formulas:

Ecuacién 1 Determinacion del Precio del Gas Natural en Europa

P = Po + A(G — Go) + B(F — Fo) ...(1)

Ecuacion 2 Determinacion del Precio del Gas Natural en Asia

P =Po+ A(B — Bo) ...(2)
Donde:
Po= Precio mensual de compra del gas al productor.
o=fecha de inicio del contrato.

A/B=Coeficientes de equivalencia energética
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G/F/B=Promedio del precio de 3,6,9 meses dependiendo del contrato

G=Fuel oil domestico

F=Fuel oil pesado

B=Petréleo, el promedio permite atenuar las alzas o las bajas del mercado petrolero.

El mercado europeo a dia de hoy se encuentra en una situacion dual, ya que los precios del gas en
Reino Unido estdn sujetos a precios spot y gran parte de la produccién de electricidad es en ciclos
combinados y gas, y en el resto del continente el precio del continente es directamente afectados
por los productos del petréleo y sus derivados. Sin embargo, estos dos mercados no son
independientes ya que en realidad estan vinculados al gasoducto que conecta Bélgica con el Reino

Unido, que actia como un equilibrio de precios.

La pregunta principal en el mercado europeo es si es probable que esta actividad dual continde en
el futuro. Los contratos a largo plazo representan actualmente el 90 % del suministro de gas en
Europa continental, mientras que los precios al contado fuera del Reino Unido son limitados. La
evolucion del contrato al sistema spot en Europa dependera de una mayor competencia y de la
instalacion de nueva infraestructura (gasoductos y terminales de GNL) en el mercado del Reino

Unido.

En definitiva, los precios del gas en el mercado europeo estardan siempre ligados a los precios del
petréleo, dada la importancia actual de los contratos a largo plazo, tradicionalmente clasificados
sobre productos petroliferos. Los indicadores de electricidad serdn mads frecuentes dada la

importancia de este sector en la demanda de gas en Europa.
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2.4 EL MERCADO DEL GAS Y CALCULO DE PRECIOS EN LATINOAMERICA

América Latina posee una amplia variedad de recursos naturales y entre ellos se destaca el gas
natural. La dotacién de este energético en la region, acompaifiada de una politica de penetracién
del mismo en la matriz energética de los paises de América Latina, ha permitido que en la

actualidad el 26% de los recursos primarios utilizados en la regién corresponda al gas natural.

Las reservas probadas de gas natural en Sudamérica ascienden a 7.528 miles de millones de m’,
representando el 4% de las reservas mundiales. Por su parte la produccién de gas en la region se
ubicé en el afio 2016 en 178,8 miles de millones de m? (representando el 5% de la produccién
mundial). El cociente entre el volumen de reservas y la produccion (R/P), para el conjunto de
paises sudamericanos, arroja un valor de 42,1 afios (levemente por debajo de la media mundial,

del orden de 52,4 anos).

El consumo total de gas en la regién alcanza los 170 miles de millones de m® (467,7 millones de
m?>d), siendo Argentina, Brasil, Venezuela y Trinidad y Tobago, quienes explican el 83% de dicho

volumen.

En cuanto al balance entre oferta y demanda de gas, se aprecia que la regién presenta un saldo

neto exportador, del orden de 7,5 miles de millones de m? (20,5 millones m’d).

Si bien a nivel regional se observa un equilibrio entre la oferta y la demanda de gas natural y un
elevado horizonte para la relacion R/P, varios paises de la region tienen faltantes de gas por lo que
deben recurrir a importaciones. Tal es el caso de Argentina, Brasil, Chile, Uruguay y
marginalmente Colombia y Venezuela. En total estos paises importaron en 2016 unos 81,5

millones m*d, dichas importaciones representan el 17,4% del consumo de gas de la region.
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Por otra parte, paises como Bolivia, Perd y Trinidad y Tabago son netos exportadores, presentando
Ecuador una situaciéon equilibrada. En total estos paises exportaron en el afio 2016 unos 102

millones m3d.

Los seis paises de Sudamérica que importan gas se abastecen utilizando gasoductos y en el caso
de Argentina, Brasil, Chile y Colombia estos también poseen plantas de regasificacion de gas
natural licuado (GNL). Se observa en el siguiente cuadro que sobre el total de las importaciones
registradas en el 2016 (ubicadas en el orden de los 81,5 millones de m3d), el 57% correspondieron
a importaciones de gas natural via gasoducto y el 43% de gas natural como GNL. Paises como
Argentina y Brasil tienen diversificadas las fuentes de aprovisionamiento (gasoducto y GNL),
mientras que otros tales como Chile y Colombia sélo lo hacen via GNL y por su parte Venezuela

y Uruguay solo via gasoducto. SSEn la tabla 2.2 se expresard las importaciones de gas natural.

Tabla 2.2: Importaciones de gas natural por tipo de medio (Gasoducto o GNL).

Importaciones Gasoducto GNL Total,
MMm3d MMm3d MMm3d
Argentina 15,4 15,6 31,0
Brasil 2T 8,2 35,9
Colombia 0 0,5 0,5
Venezuela 3,6 0,0 3,6
Uruguay 0,2 0,0 0,2
Chile 0,0 10,3 10,3
Total 46,8 34,6 81,5

Fuente: a BP Statistical Review of World Energy, 2017.

En cuanto a las fuentes de aprovisionamiento de gas importado, el proveedor regional mas
relevante de gas natural via gasoducto es Bolivia (con 43,1 millones m>d, representado el 53% de

las importaciones de gas de la region), mientras que en el caso del GNL los proveedores son extra
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regionales y regionales, destacdndose entre estos tltimos Trinidad y Tobago quien provee el 37%
de las importaciones de GNL de la regién (alrededor de 12,7 millones m3d). Los restantes 22
millones m*d de GNL (27% del total importado) corresponden a importaciones provenientes de
paises por fuera de la region (principalmente de Qatar, Nigeria y USA). Por su parte Perd, que
exporta el equivalente a 16,7 millones de m3d de gas en forma de GNL, lo hace a paises fuera de

la regioén sudamericana (tales como México, Espafia, Francia, China, entre otros).

En cuanto a los gasoductos de integracion, la region posee 16 gasoductos de integracién (7 de ellos
entre Argentina y Chile, 2 entre Argentina y Uruguay, 1 entre Argentina y Brasil, 3 entre Bolivia
y Argentina, 2 entre Bolivia y Brasil y 1 entre Colombia y Venezuela). La capacidad de transporte

instalada en dicha infraestructura alcanza los 121 millones m>d.

2.5.REVISION DE LOS CONTRATOS DE EXPORTACION DE GAS NATURAL E

IMPLICACION EN LOS PRECIOS.

Histéricamente, las exportaciones de gas natural se concentraron en los mercados de Argentina y

Brasil. He aqui un breve resumen de los hitos histdricos arraigados en estas décadas:
2.5.1. Brasil

La intencion de Bolivia de exportar gas a Brasil se remonta a fines de la década de 1950, por lo
que en el Acuerdo Robor (marzo de 1958) se incluyeron algunos temas de alineamiento
energético. En la primera mitad de la década de 1970 se firm6 un acuerdo para la construccion de

un gasoducto, con el objetivo de exportar gas boliviano a Brasil.

A principios de la década de 1990, se firm6 un acuerdo para la exportacion de gas boliviano, que
obligaba a las entonces autoridades bolivianas a participar en un proceso activo de exploracion de

hidrocarburos para cumplir con el acuerdo. Poco antes de la promulgacién de la Ley de
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Hidrocarburos 1689, el 30 de abril de 1996, se examinaron los aspectos técnicos inherentes a la

construccion de un gasoducto para exportar gas a Brasil, operado por Gas Trans Boliviano.

El contrato de exportacion de gas natural tiene una duracién de veinte afios, contados a partir del
primero de julio de 1999, fecha de determinacion de los criterios para la determinacién de los

precios del gas de exportacidn.
Undécima adenda al contrato de suministro de Gas Natural boliviano al Brasil

La petrolera estatal boliviana YPFB firm6 en fecha 5 de agosto de 2022 una nueva adenda al
contrato con Petréleo Brasileiro SA, Petrobras, para extender sus exportaciones de gas natural

hasta el 2026, lo que representara a Bolivia un ingreso por hasta 6.000 millones de délares.

El nuevo acuerdo brinda una mayor flexibilidad para el cumplimiento de los compromisos
asumidos por YPFB y otorga certidumbre a los volimenes comprometidos hasta la culminacién
total del contrato con Petrobras. Por otra parte, en compensacion al costo de transporte asumido
por YPFB, se consigui6 una mejor valorizacién para el gas y un premio para cantidades

adicionales al compromiso de YPFB.

La mejora en las condiciones contractuales permitird a la estatal petrolera boliviana contar con
una mayor disponibilidad del producto, escenario que permitird incrementar los ingresos para el

pais.

La adenda prevé el mantenimiento del volumen maximo contratado de 20 millones de metros
ciibicos por dia (m>d), con flexibilidad de entrega y recepcién de acuerdo con la estacionalidad y
disponibilidad de la oferta, asegurando asi un suministro en equilibrio contractual para las
empresas, la adenda le permitia adecuar los volimenes comprometidos al mercado brasilero en la

presente gestion, de manera de minimizar la posible exposicion a multas por fallas de suministro.
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2.5.2. Argentina

El contrato de exportacién fue firmado el 23 de julio de 1968 entre YPFB/BOLIVIAN GULF OIL
y GAS DEL ESTADO, especificando un volumen de 4 MMC/dia para los primeros 7 afos y 4,5

MMC/dia del 8° al 20° afio. En él se fij6 un precio fijo de 0,2153 USD/MMBTU.

Las exportaciones comenzaron el 1 de mayo de 1972. El 22 de agosto de 1973 se firmé una ley
seguln la cual se introdujo un nuevo precio de exportacion (US$0,335 / MMBTU). Luego, el 11
de abril de 1975, se firm6 un segundo contrato de prérroga segun el cual los precios de exportacion
se revisaban semestralmente, pero no era posible establecer normas. El 29 de octubre de 1987 se
fijaron y ajustaron los precios en base a una féormula que incluia el precio de una canasta de fuel
oil (Nueva York, Mediterrdneo y Rotterdam) incluyendo la aplicacion de un factor de ajuste

adicional a partir de octubre de 1987.

El 1 de mayo de 1992, dos de los dos compradores terminaron el 20 de mayo del mismo afio, el
nuevo contrato de adquisicion se firmé en 20 meses y US $ 1.00 / MMBTU. El 17 de marzo de
1994, el nuevo contrato de compra y venta se firmé a un precio valido durante 3 afios, con el

siguiente precio: 1994, en invierno, US $ 1.10 US / MMBTU y en verano.

US $ 1,05/ MMBTU; Para 1995 en el invierno 1.20 USD / MMBTU y en el verano.

1.15 USD / MMBTU; 1996 en invierno 1.25 USD / MMBTU vy en verano.

1.20 USD / MMBTU, y finalmente, del 1 de julio de 1996, el precio del combustible de aceite de
azufre se aplicé 1% de Nueva York. De esta manera, la exportacién de gas natural comenz6 en

mayo de 1972 se implementé en agosto de 1999.
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Luego de algunas interrupciones en los envios y la fijacion no programada de precios de
exportacion, entre los que se encontraba el "precio vinculado" de $0,98/MMBTU, se firmé un
acuerdo marco, incluyendo del 15 de julio al 31 de diciembre de 2006, el precio se fijo en 5
$u$/MMBTU. En este convenio se acordé estudiar y disefiar una férmula para el calculo del precio

del gas de exportacion hasta el final de este proceso, y ya estd vigente.

Quinta Adenda al Contrato de Exportacion de Gas a la Argentina.

El ultimo dia de 2020, YPFB a nombre del gobierno de Bolivia firmé con la Estatal petrolera de
la Argentina (IEASA) la Quinta Adenda al Contrato de Compra-Venta de Gas Natural existente
entre ambos paises. La citada adenda introduce nuevos elementos que son dignos de andlisis y que
responden a la progresiva declinacion de la produccion de gas en Bolivia, asi como a cambios

importantes en el mercado del gas natural en la region.

Esta progresiva reduccién de volimenes de entrega, desde el punto de vista del comprador,
obedece a que Argentina alternativamente se abastece de LNG importado de ultramar, mientras
que, por el lado de Bolivia, la reduccién del volumen comprometido para venta, responde a la
acelerada declinacién en la produccién de los principales campos productores de gas natural y la

falta de nuevos descubrimientos de reservorios.

Los principales puntos de la quinta adenda son:

e Laobligacion de la Argentina, de comprar al menos una cantidad minima que debe pagar
a pesar de no requerir necesariamente ese volumen, se conoce como la clausula “Tomar o
pagar” (Take or pay). Esta obligacion de compra, se ha reducido a 10MMm3d, respecto a
los 14MMm3d sefialados en la Cuarta Adenda para el periodo de baja demanda (verano)

correspondiente a los meses de enero a abril y de octubre a diciembre. Mientras que para
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el periodo de alta demanda (invierno) correspondiente a los meses de junio a agosto, el
volumen se reduce de 18 MMm3d a 14MMm3d. Finalmente, para los meses mayo y
septiembre, el volumen demandado se reduce de 16MMm3d a 13 MMm3d.

e Lareduccion de volumenes se hace mas notoria en las obligaciones de “Entregar o Pagar”
(Delivery or Pay - CDG1) y de “Tomar o pagar” (Take or Pay - CDG2) de la adenda. Por
el lado del Delivery or pay se reduce el compromiso de 11 a 10 MMm3d en el verano y de
14 a 13 MMma3d en invierno, este ultimo es 4 MMm3d menor al existente en la Cuarta
Adenda de 2019. Por el lado del demandante, la obligacion del Take or Pay es de 10
MMm3d en verano y 14 MMm3d en invierno.

e En la Quinta Adenda se mantiene la férmula de precios establecido en el contrato original

para los volimenes por debajo de la Cantidad Diaria Base de 9 MMm3d.

2.5.3. Precios actuales de exportacion

EL célculo de los precios de exportacion del gas natural considera una férmula deterministica.
Forman parte de ellas, algunos carburantes (fuel oil), que se cotizan en el mercado internacional
bajo la denominacion de commodities. Para el caso del contrato ENARSA con la Argentina de los
cuatro fuels que forman la canasta, tres son también utilizados por el contrato GSA con el Brasil.

Estos precios son publicados diariamente en el Platt’s Oilgram Price Report Assessments.

A continuacion, se detallen los aspectos relevantes de la determinacién de estos precios:

2.5.3.1.Contrato con GSA con el Brasil

El precio de exportacion al Brasil se fija cada tres meses y estd vinculado a la cotizacion de tres

fuel oils, de acuerdo a la siguiente formula:
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Ecuacién 3 Precio del Gas

PG = Pi(0.5 *~ok 4 025« 20% 4 0,25 5 20
= 5o 25 * 25 « ——
0551 FO2, FO3,

) ..(3)
Donde
PG : Precio del Gas (US$/MMBTU) redondeado al cuarto decimal

Pi : Precio base (US$/MMBTU)

Para la Cantidad Diaria Contractual Base (QDCB) el Pi varia de 0,95 a 1,06 (ver el contrato) y
para la Cantidad Diaria Contractual Adicional (QDCA) es 1,20 para todo el periodo de vigencia

del Contrato.

FO1 : Fuel Oil de 3,5% de azufre, referido bajo el titulo de Cargoes FOB Med Basis Italy

(US$/TM).
FO2 : Fuel Oil N°6 de 1% de azufre, referido bajo el titulo U.S. Gulf Coast Waterborne (US$/bbl).
FO3 : Fuel Oil de 1% de azufre, referido bajo el titulo Cargoes FOB NWE (US$/TM).

FO1, FO2 y FO3 son promedios aritméticos de cada dia del trimestre inmediatamente anterior al

trimestre correspondiente a la aplicacion de PG.

Mientras que FOlo, FO20 y FO30son promedios aritméticos para los mismos Fuel Oils definidos
anteriormente para el periodo comprendido entre el 1ro de enero de 1990 hasta el 30 de junio de

1992, excluyendo el periodo comprendido entre el 1ro de agosto de 1990 al 31 de enero de 1991.

De acuerdo a lo establecido en el Contrato a partir del segundo trimestre de entrega y recepcion
del gas y para cada trimestre posterior, el precio del Gas (PG) serd reajustado aplicandose la
siguiente formula:
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Ecuacion 4 Precio del Gas para el Trimestre al Brasil
P, = 0.5PG + 0.5P;_; ...(4)
Donde:
Pt : Precio del Gas para el trimestre pertinente (US$/MMBTU)
PG : Precio del Gas calculado de acuerdo a la formula (US$/MMBTU)
Pt-1 : Precio del Gas correspondiente al trimestre inmediatamente anterior (US$/MMBTU).
2.5.3.2.Exportaciones a la Argentina

La formula de fijacion de precios en el Contrato de exportacion de gas natural a Argentina es
similar a la estipulada en el Contrato GSA, salvo que se afiade a la canasta de tres fueles oils, el

precio internacional de diesel oil, de acuerdo a la siguiente férmula:

Ecuacién 5 Precio del Gas de exportacion a la Argentina

PG = P(0.2 F 1+04 F02+02 F03+02 Do
( FO1, F02, FO03, DO,

)...(5)

Donde:

PG: Precio del Gas (US$/MMBTU)

P: Precio base igual a 4,0588 US$/MMBTU

FO1, FO2 y FO3 son los mismos del Contrato GSA.

FO1i, FO2i, FO3i y DOi son promedios aritméticos de cada dia del semestre inmediatamente

anterior al trimestre correspondiente a la aplicacién de PG.

23



El precio “P” de 4,0588US$/MMBTU, fue determinado endégenamente para que en el inicio del

contrato el precio PG tome un valor de SUS$/MMBTU.

Con la quinta adenda de venta de gas a la Argentina se tiene un pardmetro de volimenes
adicionales a la Cantidad Diaria Base de 9 MMm3d se introduce una nueva férmula de precios
que elimina el componente LNG de la Cuarta Adenda y se introduce el Indice de Precios Henry
Hub (HH), como precio de referencia para valorar los volimenes adicionales que pueda solicitar

Argentina durante los meses de invierno la cual se expresa en la ecuacion 6.

Ecuacién 6 Precios Henry Hub (HH)

PGvolumenes Adicionales = HHi +2.25 MMBTU

Donde:
PG volimenes Adicionales=Precio del gas de volimenes adicionales.
HH i=Precio Henry Hub.

La inclusion del precio de referencia HH, es claramente favorable para la Argentina, debido a que
elimina el efecto de los altos precios del LNG que se observaron en invierno de 2020-2021. El
precio Henry Hub, tiende a subir en invierno, (verano para el hemisferio sur) y a bajar en verano
(invierno en el hemisferio sur), lo cual va en contra de lo que seria un buen negocio para Bolivia,
sin embargo, es Optimo para los intereses de Argentina. Un aspecto importante a remarcar sobre
la novedosa inclusion del precio HH como referente en el precio de venta de gas natural a la
Argentina, es que no existe una razén técnica para ello. El HH es un indicador del mercado
estadounidense que no tiene relaciéon con el mercado regional de América del Sur, ademds que

como se menciond, estacionalmente es contra ciclico.
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2.6.CIENCIA DE DATOS

La ciencia de datos combina varios campos, como estadisticas, métodos cientificos, inteligencia
artificial (IA) y andlisis de datos para extraer valor de los datos. Un analista de datos se llama
analista de datos y combina varias habilidades para analizar los datos recopilados de Internet,
teléfonos inteligentes, clientes, sensores y otras fuentes para hacer realidad la informacién. La
ciencia de datos implica la preparacién de datos para el andlisis, incluida la limpieza, la agregacién
y el procesamiento de datos para un andlisis avanzado. Las aplicaciones de andlisis y los analistas
de datos pueden analizar los resultados para descubrir patrones y permitir que los lideres

empresariales tengan informacién confiable.

2.6.1. Datos

Los datos recogen un conjunto de hechos (una base de datos, BD) y los patrones son expresiones
que describen un subconjunto de los datos (un modelo aplicable a ese subconjunto). BD involucra
un proceso iterativo e interactivo de bisqueda de modelos, patrones o pardmetros. Los patrones
descubiertos han de ser vélidos, novedosos para el sistema (para el usuario siempre que sea

posible) y potencialmente ttiles.

Se han de definir medidas cuantitativas para los patrones obtenidos (precision, utilidad, beneficio
obtenido...). Se debe establecer alguna medida de interés que considere la validez, utilidad y
simplicidad de los patrones obtenidos mediante alguna de las técnicas de mineria de datos. El
objetivo final de todo esto es incorporar el conocimiento obtenido en algin sistema real, tomar
decisiones a partir de los resultados alcanzados o, simple- mente, registrar la informacién

conseguida y suministrdrsela a quien esté interesado.
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2.6.2. Mineria de datos

La mineria de Datos es un término genérico que engloba resultados de investigacion, técnicas y
herramientas usadas para extraer informacién util de grandes bases de datos. Si bien mineria de
datos es una parte del proceso completo de BD, en buena parte de la literatura, los términos mineria

de datos y BD se identifican como si fueran lo mismo.

Algo muy importante de la mineria de datos es la transformacion de los datos, es posible que al

principio antes de la transformacidn, sea mds pequefio o grande que los datos finales.

Los procesos de BD involucran técnicas como:

e Bases de datos que permiten almacenar los datos de forma estructurada, tanto a nivel
l6gico (con la aparicién en los dltimos afios de las bases de datos no relacionales) y a nivel
de hardware (con la capacidad para el proceso en cldster).

e Técnicas de visualizacion que permiten realizar representaciones graficas de los datos que
facilitan la labor del usuario a la hora de entender los datos, para filtrarlos y procesarlos.

e Técnicas estadisticas, que permiten analizar analiticamente los datos almacenados en las
bases de datos y desarrollar modelos estadisticos que los expliquen.

e Técnicas de aprendizaje automético, que permiten desarrollar modelos conceptuales que

representan los datos almacenados en la base de datos.

2.6.2.1.Técnicas algebraicas y estadisticas

Este tipo de técnicas expresan modelos y patrones mediante el uso de féormulas algebraicas,
funciones lineales, funciones no lineales, distribuciones, varianzas, correlaciones y mds. Suelen

extraer el patrén con la ayuda de un modelo previamente predeterminado y generar a partir de €l
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unos parametros o coeficientes. Esta es la razén por la que a menudo se les llama técnicas

paramétricas.

2.6.2.2.Técnicas bayesianas

Utilizan el teorema de Bayes (como su nombre indica) para evaluar la probabilidad de pertenecer
a una clase o grupo mediante la estimacién de probabilidades condicionales inversas o previas.
Los algoritmos mds utilizados en dichas técnicas son los métodos basados en la méaxima
verosimilitud, los algoritmos EM vy los clasificadores Naive Bayes. Gracias a las técnicas
bayesianas se pueden representar graficamente interacciones e interacciones probabilisticas entre

variables.

2.6.2.3.Técnicas basadas en arboles de decision y sistemas de aprendizaje de reglas

Este tipo de técnicas se representan en forma de reglas y se basan principalmente en dos tipos

diferentes de algoritmos: algoritmos de tipo "divide y vencerds".

Arboles de Decisiones. Técnica que permite analizar decisiones secuenciales basadas en el uso de

los resultados y probabilidades asociadas.

Los arboles de decision se pueden usar para generar sistemas expertos, bisquedas binarios y arbol

de juegos, los cuales serdn explicados posteriormente.

2.7.INTELIGENCIA ARTIFICIAL

Las mdaquinas de IA pueden realizar varias operaciones similares al comportamiento humano,
como devolver respuestas a cada entrada (similar a las reacciones de un organismo), o buscar un
estado entre todas las operaciones posibles basadas en una accion o resolucién de problemas a

través de la l6gica formal.
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Cuando estos dispositivos tienen la capacidad de aprender y discriminar, se convierten en
entidades cercanas a lo paranormal, alcanzando velocidades de procesamiento imposibles para los
humanos y que no requieren descanso para funcionar, entre las ventajas que colocan por encima

de los organismos vivos.

El machine learning es también condicién necesaria para que un ente artificial pueda ser
considerado inteligente. Si una entidad maquinaria no es capaz de aprender cosas nuevas,
dificilmente serd capaz de adaptarse al medio, condicién exigible de investigacion actuales busca
hacer que las maquinas sean capaces de hacer generalizaciones a partes de los ejemplos sacados

del entorno.

2.7.1. Aprendizaje automatico

En la figura 2.1 se apreciard como se relacionan las diferentes areas de Inteligencia Artificial,

Aprendizaje Automatico y Redes Neuronales.

Figura 2.1. Relacion entre IA, ML, DL

ARTIFICIAL INTELLIGENCE

A program that can sense, reason,
act, and adapt

MACHINE LEARNING

Algorithms whose performance improve
as they are exposed to more data over time

DEEP
LEARNING

Subset of machine learning in
which multilayered neural
networks learn from
vast amounts of data

Fuente: https://hardzone.es/tutoriales/rendimiento/diferencias-ia-deep-machine-learning/
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Toda inteligencia para saber ha de aprender, por lo que necesita datos para sacar conclusiones a
partir de los mismos. De la misma manera que el pensamiento 16gico se basa en premisas para
sacar la informacion, y es que los sistemas de nuestros ordenadores se basan en la logica pura y
dura. Un programa normal lo que hace es ejecutarse, pero un algoritmo de inteligencia artificial

estd pensado para aprender y esto significa corregir errores.

Es decir, esta innovacion les da a los ordenadores el poder de resolver las cosas sin que las tengan
programadas explicitamente. Como ejemplo de un aprendizaje automadtico, supongamos que

quieres que un programa pueda identificar gatos en imagenes:

- Dale a tu IA un conjunto de caracteristicas de como es un gato, para que sepa reconocerlo.
Colores, formas, etc.

- Muéstrale imégenes (si alguna esta etiquetada como «gato», la IA podra identificarla mas
facilmente).

- Una vez que el programa haya visto suficientes gatos, deberia ser capaz de identificarlos
en otras imdgenes: «si la imagen contiene ciertas caracteristicas, entonces hay un 95% de

que sea un gato».

Puede sonar complicado, pero un ejemplo de la capacidad de aprendizaje la tenemos en una serie
de utilidades, ya que gracias a ella cosas tan cotidianas como el filtro del correo basura o las
recomendaciones de Netflix u otros servicios similares para cada uno de nosotros se hacen

posibles, todo gracias a los datos que ha recopilado el sistema.

Es por ello que a dia de hoy y con todo el mundo conectado a la red de redes y compartiendo sus

datos el Machine Learning se ha vuelto tan importante, ya que ayuda a las diferentes empresas a
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tener perfiles de consumo de los usuarios. Aunque no es la tinica aplicacion, pero si la mas sencilla

de entender y la que estd més al alcance de todos.

2.7.2. Aprendizaje supervisado

Aqui es cuando entrenamos un algoritmo de aprendizaje automdtico didndole preguntas
(caracteristicas) y respuestas (etiquetas). Entonces, en el futuro, el algoritmo puede hacer

predicciones al conocer las caracteristicas.

En este tipo de aprendizaje, existen dos tipos de algoritmos (de aprendizaje): clasificacion y

regresion.

2.7.2.1.Algoritmos de clasificacion

Esperamos que el algoritmo nos diga a qué grupo pertenece el elemento en estudio. El algoritmo
encuentra patrones en los datos que le damos y los clasifica en grupos. Luego compara los nuevos

datos y los ubica en uno de los grupos y es asi como puede predecir de que se trata.

La variable por predecir es un conjunto de estados discretos o categdricos. Pueden ser:

e Binaria: {S{i, No}, {Azul, Rojo}, {Fuga, No Fuga}, etc.

e Multiple: Compraréd {Productol, Producto 2...}, etc.

Ordenada: Riesgo {Bajo, Medio, Alto}, etc.

En la figura 2.2 se presentarda un ejemplo muy conocido de clasificacién que es el dataset de Iris,
que es la clasificacion de 3 distintos tipos de flores. Estas toman como pardmetros como la

longitud de sus pétalos, el ancho y otros parametros.
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Figura 2.2: Clasificador de Dataset Iris

° plt.scatter(x['Petal Length'],x[ 'Petal Width'],c=y_kmeans, s=38)
plt.xlabel('Petal Length',fontsize=28)
plt.ylabel{ "Petal Width',fontsize=18)
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Fuente: Ronald Fisher con los datos recolectados en 1936.

La figura 2.2 representa a la clasificacion de 3 tipos de plantas por Ronald Fisher en 1936 hoy en
dia pese a su antigiiedad es un dataset bastante usado para problemas de clasificacion, ya que el

objetivo suele ser predecir a que tipo de flor perene una flor de la especie iris.
2.7.2.2.Algoritmo de regresion

En este método lo que se espera es un nimero. No lo ubica en un grupo, sino que devuelve un

valor especifico.
Los algoritmos de regresiéon mds conocidos son:

- El algoritmo de regresion simple (en que solo se necesita una variable independiente y otra

variable dependiente),
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- Regresion lineal multiple en que pueden a ver 2 o mds variable independientes con un
variable dependiente.

- Regresion logistica donde el objetivo es clasificar la variable dependiente.

Por ejemplo, el precio de una casa. El algoritmo tiene el precio de diferentes casas, pequeias,
grandes, en el campo, en la ciudad, etc. y por medio de un gréifico de dispersion, puede predecir
el precio correcto de una casa en consulta. En la figura 2.3 representa la relacidon que existe entre

el salario de una persona y la experiencia.

Figura 2.3: Ejemplo de regresion lineal

[ 1 wvisualizar train = plt
visualizar_ train.scatter(X_train, Y_train, color = 'blue')
visualizar_train.plot(X_train, regresion_lineal.predict(X_train),color = 'red")
visualizar_train.title('Salaric Vs Experiencia’)
visualizar_train.xlabel( experiencia’)
visualizar train.ylabel('Salario”)
visualizar_train.show()

Salario Vs Experiencia
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Fuente: Google Colaboratory con la libreria Matplotlib

2.7.3. Aprendizaje no supervisado

Aqui solo le damos las caracteristicas al algoritmo, nunca las etiquetas. Queremos que nos agrupe
los datos que le dimos segin sus caracteristicas. El algoritmo solo sabe que como los datos

comparten ciertas caracteristicas, de esa forma asume que pueda que pertenezcan al mismo grupo.

2.7.4. Modelos de aprendizaje automatico

Los algoritmos de Machine Learning, se pueden agrupar en tres modelos:
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2.7.4.1.Modelos de arbol

Son mds precisos, estables y féciles de interpretar como modelos porque construyen reglas de
decision que se pueden representar como drboles. A diferencia de los modelos lineales, pueden
representar relaciones no lineales para resolver problemas. En estos modelos se distinguen drboles
de decision y bosques aleatorios (drboles de decisién promedio). Al ser mds precisos y precisos,
obviamente ganamos previsibilidad, pero perdemos rendimiento. La figura 2.4 representa un

ejemplo de arbol de decisiones.

Figura 2.4: Ejemplo de Arbol de decisiones
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Fuente: https://www.researchgate.net/figure/Figura-1-Arboles-de-clasificacion-y-regresion-

Classification-and-Regression-Tree-CART figl 321073328

Las ventajas de un arbol de decision son:

- Resumir los ejemplos iniciales y clasificar nuevos casos siempre que las condiciones que
generan los ejemplos utilizados para la construccién no hayan cambiado sustancialmente.

- Facilitar la interpretacion de las decisiones adoptadas.
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- Proporcionar un alto nivel de comprension del conocimiento utilizado en la toma de
decisiones.

- Explicar el comportamiento sobre una tarea de decision.

- Reducir el nimero de variables independientes.

- Es una excelente herramienta para el control de la gestion empresarial.

Los arboles de decision se utilizan en cualquier proceso que implique toma de decisiones,

ejemplos de estos procesos son:

- Busqueda binaria.
- Sistemas expertos.

- Arboles de juego.
2.7.4.1.1. Arbol de decisién regresor.

Los arboles de decision son una técnica de aprendizaje supervisado que predice valores de
respuestas mediante el aprendizaje de reglas de decision derivadas de caracteristicas. Se pueden

utilizar tanto en una regresién como en un contexto de clasificacion.

Este algoritmo es muy bueno en el manejo de datos tabulares con caracteristicas numéricas o

caracteristicas categoricas con menos de cientos de categorias.

Los Arboles de regresion es cuando el resultado predicho se puede considerar un ndmero real (por
ejemplo, el precio de una casa, o el nimero de dias de estancia de un paciente en un hospital). En

nuestro caso particular el precio del Gas Natural.
Las ventajas que presenta este modelo son:

- Fécil de entender la salida del arbol de decision es muy facil de entender.
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- Util en la exploracién de datos el arbol de decisiones es una de las formas mas rapidas para

identificar las variables mds significativas y la relacion entre dos o mas.

- Se requiere menos limpieza de datos. Requiere menos limpieza de datos en comparacién
con algunas otras técnicas de modelado. A su vez, no estd influenciado por los valores

atipicos y faltantes en la data.

- El tipo de datos no es una restriccion. Puede manejar variables numéricas y categdricas.
Las desventajas son las siguientes:

- Sobreajuste. Es una de las dificultades mds comunes que tiene este algoritmo, este
problema se resuelve colocando restricciones en los pardmetros del modelo y eliminando
ramas en el anélisis.

- No apto para variables continuas. Al trabajar con variables numéricas continuas, el arbol
de decisiones pierde informacién cuando categoriza variables en diferentes categorias.

- Los modelos basados en arboles no estan disefiados para funcionar con caracteristicas muy

dispersas.
2.7.4.1.2. Bosque Aleatorio regresor.

Los Bosques Aleatorios es un algoritmo de aprendizaje supervisado que, como ya se puede ver en
su nombre, crea un bosque y lo hace de alguna manera aleatorio. Para decirlo en palabras simples:
el Bosque Aleatorio crea multiples drboles de decision y los combina para obtener una prediccion
mas precisa y estable. En general, mientras mas arboles en el bosque se vea, mds robusto es el

bosque.
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Figura 2.5: Bosque aleatorio.

Data

Condicién Condicién Condicion
Si No Si No Si No
Condicién Condicién Condicién Condicién Condicién
Si No Si No
Condicién Condicién

Fuente: Escuela AprendelA

Las ventajas del modelo de bosque aleatorio son las siguientes:

- Puede resolver ambos tipos de problemas, es decir, clasificacion y regresion, y realiza una
estimacion decente en ambos frentes.

- Unos de los beneficios que mas llama la atencion es el poder de manejar grandes cantidades
de datos con mayor dimensionalidad. Puede manejar miles de variables de entrada e
identificar las variables mas significativas, por lo que se considera uno de los métodos de
reduccién de dimensionalidad. Ademas, el modelo muestra la importancia de la variable,
que puede ser una caracteristica muy util.

- Tiene un método efectivo para estimar datos faltantes y mantiene la precision cuando falta

una gran proporcion de los datos.

Las desventajas son las siguientes:

- Hace un buen trabajo en la clasificacion, pero no es tanto bueno como para los problemas

de regresion, ya que no proporciona predicciones precisas y continuas sobre la naturaleza.
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- En ocasiones se puede parecer este algoritmo como una caja negra, ya que se tiene muy
poco control sobre lo que hace el modelo. Puedes, en el mejor de los casos, probar

diferentes parametros y datos aleatorios.

En resumen, un bosque aleatorio es una coleccion de arboles de decision, como se indicé con las
figuras 3.11, 3.12 y 3.13 las ramas que se generarian de cada drbol son las respectivas, valores de
dia, mes y afio que son valores enteros lo que se puede traducir en programacién como una
condicion y se usara la version regresor porque la variable dependiente el precio del gas natural es

un dato continuo.

2.7.4.2.Modelos lineales

Estos tratan de encontrar una linea que se “ajuste” bien a la nube de puntos que se disponen. Aqui
destacan desde modelos muy conocidos y usados como la regresion lineal (también conocida como
la regresion de minimos cuadrados), la logistica (adaptacion de la lineal a problemas de
clasificacion -cuando son variables discretas o categoricas-). Estos dos modelos tienen el problema
del “overfit”, esto significa que se ajustan “demasiado” a los datos disponibles, con el riesgo que
esto tiene para nuevos datos que pudieran llegar. Al ser modelos relativamente simples, no ofrecen

resultados muy buenos para comportamientos mas complicados.

En este algoritmo se agrega aleatoriedad adicional al modelo, mientras crece los drboles, en lugar
de buscar la caracteristica mas importante al dividir un nodo, busca la mejor caracteristica entre
un subconjunto aleatorio de caracteristicas. Esto da como resultado una amplia diversidad que
generalmente resulta en un mejor modelo. Por lo tanto, en Bosques Aleatorios, el algoritmo para
dividir un nodo sélo tiene en cuenta un subconjunto aleatorio de las caracteristicas. Incluso puede

hacer que los drboles sean mas aleatorios, mediante el uso adicional de umbrales aleatorios para
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cada funcién en lugar de buscar los mejores umbrales posibles, como lo hace un arbol de decisién

normal.

2.7.4.2.1. Regresion lineal simple

Los minimos cuadrados implican calcular la suma de las distancias al cuadrado entre los puntos
reales y los puntos definidos por las lineas estimadas por las variables introducidas en el modelo,
de modo que la mejor estimacién minimice estas distancias. Para determinar qué modelo se ajusta
mejor a los datos disponibles en el modelo de regresion lineal, compare la F parcial obtenida en

cada modelo de regresion construido.

Si tuviéramos que utilizar alguna de las técnicas de seleccion de variables descritas anteriormente,
este coeficiente se calcularfa cada vez que se eliminara o introdujera una variable, ya que al
hacerlo, en realidad se estaria estimando un nuevo modelo de regresion. En todos los casos, el
paquete de estadisticas hace esto automaticamente, a menos que usemos una técnica que fuerce la
entrada de todas las variables, en cuyo caso estimamos manualmente todos los modelos posibles
y luego elegimos. Otra forma de validar un modelo es evaluar los residuos de regresion, la
diferencia entre el valor estimado por el modelo y el valor observado, y por lo tanto la parte del

modelo de regresion que no se puede explicar.

Si el modelo de regresion es suficiente para explicar nuestros datos, los residuos deben distribuirse
normalmente con una media de 0 y una varianza constante. Esta hip6tesis se puede verificar
graficamente representando cdmo se distribuyen los residuos de nuestro modelo de regresién como
una nube de puntos. Con este enfoque, se puede diagnosticar la no linealidad o Ia

heteroscedasticidad (cuando la varianza no es constante).
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El peligro de introducir valores extremos en el modelo de regresion, aunque en realidad son valores
registrados, pueden causar cambios significativos en los resultados de la regresion lineal debido a
que se estima con base en el método de minimos cuadrados, como se muestra, y en base a la
diferencia entre el cdlculo de la distancia de los puntos. Por tanto, es necesario tenerlos en cuenta
a la hora de ajustar el modelo, estimar dos modelos: uno que incluya el valor declarado, otro que
excluya el valor declarado y finalmente evaluar qué resultados son mejores para nuestros

propositos.

2.7.4.2.2. Regresion lineal miltiple

Este modelo lineal estd relacionado a una variable dependiente Y con m variables regresoras Xj
con j=1, 2,.....,m o cualquier transformacion de estas que generan un hiperplano de parametro Bi

desconocidos:

Ecuacién 7 Regresion lineal multiple

Y = Bo + BuXy + - + BuXp + € ... (6)

Donde e es una variable aleatoria que recoge todos aquellos factores de la realidad no controlables

u observables y que por tanto se asocian con el azar.

En la figura 2.6 se representa como opera el modelo de regresion lineal.
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Figura 2.6: Regresion lineal.
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Fuente: Fuente: Escuela AprendelA.

2.7.4.3.Redes neuronales

Las redes artificiales de neuronas tratan, en cierto modo, de replicar el comportamiento del cerebro,
donde tenemos millones de neuronas que se interconectan en red para enviarse mensajes unas a
otras. Esta réplica del funcionamiento del cerebro humano es uno de los “modelos de moda” por

las habilidades cognitivas de razonamiento que adquieren.

El reconocimiento de imdgenes o videos, por ejemplo, es un mecanismo complejo y una red

neuronal es 1o mejor para realizarlo.

El problema, como ocurre con el cerebro humano, es que son lentas de entrenar y necesitan mucha
capacidad de computo. Quizas sea uno de los modelos que mas ha ganado con la “revolucion de

los datos”.

En la figura 2.7 se muestra como funciona a nivel bdsico una red neuronal y mostrando sus
componentes basicos como ser las entradas, capas de entrada, capas ocultas, capas de salida y la

salida de la red neuronal.
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Figura 2.7: Redes neuronales
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Fuente: https://www.atriainnovation.com/que-son-las-redes-neuronales-y-sus-funciones/

2.8.FASES DEL DESARROLLO PARA UN MODELO DE APRENDIZAJE

AUTOMATICO

En la Figura 2.8 se representard las fases que se realizan para realizar un modelo de aprendizaje

automatico.

Figura 2.8: Fases para desarrollar ML

Modelo de
Fase de

Fase de > Fase de

L transformacién ) Fase de prueba

limpieza entrenamiento

aprendizaje
automatico

de datos

Fuente: Elaboracion propia usando power point.

2.8.1. Fase de limpieza

La limpieza de datos es el proceso de corregir o eliminar datos incorrectos, corruptos, formateados

incorrectamente, duplicados o incompletos dentro de un conjunto de datos.
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Cuando se combinan varias fuentes de datos, se dan muchas circunstancias para que los datos se
dupliquen o se etiqueten incorrectamente. Si los datos son incorrectos, los resultados y los

algoritmos no son fiables, aunque parezcan correctos.

No existe una forma absoluta de prescribir los pasos exactos en el proceso de limpieza de datos
porque los procesos variardn de un conjunto de datos a otro. Pero es fundamental establecer una
plantilla para el proceso de limpieza de datos para que sepas que lo estds haciendo de la manera

correcta en todo momento.

2.8.2. Fase de transformacion

En esta fase basicamente se debe tener en cuenta que se pueden transformar los datos, imaginese
el caso en el que se pregunta a los usuarios su sexo que podrian escribir masculino o femenino,
donde el objetivo es predecir el preso de la persona estos valores descritos de manera literaria no
aportarian a nuestro modelo. Pero si se transformarian como: masculino transformado en el valor
de 1 y femenino transformado en el valor de 0. Sin duda los valores de 0 y 1 ayudarian a desarrollar

y ser tomados en cuenta en nuestro modelo.

2.8.3. Fase de entrenamiento

En esta etapa hay una gran cantidad de datos, parte de los cuales se descomponen para entrenar al
algoritmo y darle toda esta informacion hasta que encuentre los patrones necesarios y luego pueda

hacer predicciones.
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2.8.3.1.0verfitting

Este concepto es uno de los conceptos clave en aprendizaje automdtico. Se denomina sobreajuste
al hecho de hacer un modelo tan ajustado a los datos de entrenamiento que haga que no generalice

bien a los datos de test.

Hay que recordar que el objetivo de los modelos de aprendizaje automdtico es el de obtener
patrones de los datos de entrenamiento disponibles de cara a predecir o inferir correctamente datos
nuevos. Es decir, el concepto clave es el de entrenar y obtener patrones generales que sean
extrapolables a nuevos datos. Algo similar ocurre en el aprendizaje de los seres humanos, el

sobreajuste se produciria cuando aprendemos las cosas de memoria, sin entender el concepto.

El sobreajuste se produce cuando un sistema de aprendizaje automético se entrena demasiado o
con datos andmalos, que hace que el algoritmo «aprenda» patrones que no son generales. Aprende
caracteristicas especificas, pero no los patrones generales, el concepto. Los modelos mas
complejos tienden a sobre ajustar mds que lo modelos mas simples. Ademds, ante un mismo

modelo, a menor cantidad de datos es mds posible que ese modelo se sobreajuste.

El sobreajuste se puede evitar de varias formas, las mds claras son las siguientes:

e Incorporando mayor cantidad de datos: al tener més cantidad de datos es mas probable que
el algoritmo generalice mejor, al tener en cuenta més tipos de datos.

e (Cambiando los parametros de ciertos algoritmos, haciendo los algoritmos mas simples:
haciendo que el algoritmo sea mds simple, se ajusta menos a los datos y es menos posible
sobre ajustar a los datos de entrenamiento. Por ejemplo, reduciendo la profundidad de un

arbol de decision se ajusta menos al hacer el modelo mas simple.
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e Los pardmetros que nos ayudarian a medir el modelo serian erréneos debido a que estamos

sobre entrenado el modelo.

e Se obtiene una exactitud falsa. Pr6xima a la unidad o la unidad.
En la figura 2.9 representa como se puede dar un caso de Overfitting al entrenar el modelo.

Figura 2.9: Overfitting
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Fuente: https://ichi.pro/es/investigacion-del-ajuste-insuficiente-y-excesivo-123386495099996

2.8.4. Underfitting

Underfitting se refiere al escenario en el que un modelo de aprendizaje automdtico no puede
generalizarse o encajar bien en un conjunto de datos invisible. Una clara sefial de sobreajuste del
aprendizaje automdtico es si tu error en el conjunto de datos de prueba o validacién es mucho

mayor que el error en el conjunto de datos de entrenamiento.

El subajuste es un término utilizado en las estadisticas que se refiere a un error de modelado que

se produce cuando una funcion se corresponde demasiado con un conjunto de datos. Como
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resultado, el sobreajuste puede no ajustarse a datos adicionales y esto puede afectar la precision

de la prediccion de observaciones futuras. Es lo contrario al overfitting.

El underfitting ocurre cuando un modelo aprende los detalles y el ruido en el conjunto de datos de
entrenamiento en la medida en que impacta negativamente el rendimiento del modelo en un nuevo
conjunto de datos. Esto significa que el modelo capta y aprende el ruido o las fluctuaciones

aleatorias en el conjunto de datos de entrenamiento como conceptos.

Las principales causas del underfitting o sobreajuste son:

- No hay suficientes pardmetros o complejidad para modelar adecuadamente los datos.
- Los priores bayesianos son demasiado restrictivos o ciertos (baja entropia).

- No se le dio suficiente tiempo al algoritmo de aprendizaje automatico para entrenar.

En la figura 2.10 representa un caso de como puede presentarse underfitting en el modelo.

Figura 2.10: Underfitting
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Fuente: https://ichi.pro/es/investigacion-del-ajuste-insuficiente-y-excesivo-123386495099996
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2.8.5. Fase de entrenamiento

En esta etapa hay una gran cantidad de datos, parte de los cuales se descomponen para entrenar al
algoritmo y darle toda esta informacién hasta que encuentre los patrones necesarios y luego pueda

hacer predicciones.

2.8.6. Fase de prueba

El resto de los datos restantes se utilizardn para las pruebas. De esta forma, podemos cuestionar el
algoritmo y evaluar si las respuestas son verdaderas o falsas, y si aprenderd. Si encontramos que
los datos no coinciden, necesitaremos agregar mds datos o cambiar el método que usamos. Pero si
notamos que hay un 70% a 90% de respuestas correctas, entonces podemos decir que hay un buen

nivel de aprendizaje y se puede usar este algoritmo.

2.9.METRICAS

La métrica que se usara para predecir el precio del Gas natural es la siguiente:

2.9.1. Coeficiente de determinacion

En estadistica, el coeficiente de determinacién, denominado R? (se pronuncia R cuadrado), es un
estadistico usado en el contexto de un modelo estadistico cuyo principal propoésito es predecir
futuros resultados o probar una hipétesis. El coeficiente determina la calidad del modelo para
replicar los resultados, y la proporcién de variacion de los resultados que puede explicarse por el

modelo.

Hay varias definiciones diferentes para R? que son algunas veces equivalentes. Las mds comunes
se refieren a la regresion lineal. En este caso, el R? es simplemente el cuadrado del coeficiente de

correlacion de Pearson, lo cual es solo cierto para la regresion lineal simple. Si existen varios
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resultados para una tunica variable, es decir, para una X existe una Y, Z... el «coeficiente de
determinacién» resulta del cuadrado del coeficiente de determinacién multiple. En ambos casos el
R? adquiere valores entre 0 y 1. Existen casos dentro de la definicién computacional de R? donde

este valor puede tomar valores negativos.2

Ecuacidn 8: Coeficiente de determinacion

Z?]:l(yi = Ypred)z

R2=1- >
Zév=1(yi — ypromedio)

Donde:
y;= Representa al valor de la variable dependiente.
Yprea= Es el valor que predice el modelo.

Ypromeaio= Es €l promedio de la variable dependiente.
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3. CAPITULO III: APLICACION PRACTICA

Para el desarrollo de la aplicacidn se usard el lenguaje de programacioén Python 3.9 y en el entorno
de desarrollo de Google Colaboratory ademds de sus librerias, sklearn, matplotlib, seaborn, numpy,

pandas y stasmodels.

3.1.FASE DE EXPLORACION

La data fue obtenida en kaggle en el siguiente link: https://www.kaggle.com/tunguz/natural-gas-

prices. La cual representa los precios del gas natural recolectados desde 1997 hasta el 2020 que
se compone de 2 columnas las cuales son la fecha y el precio. La informacién de los datos medidos

para cada dia se expresada en la figura 3.1.

Figura 3.1: Datos analizados por dia.

[5] df _dia.size

119@6

[7] df_dia.shape

(5953, 2)

Fuente: Google Colaboratory usando datos de Kaggle.

De la figura 3.1 vemos que los datos en total representan 11906 datos, en la segunda parte se que

son 5953 filas y 2 columnas.

La informacién de los datos medidos para cada mes se ve expresada en la figura 3.2.
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Figura 3.2: Datos analizados por mes

[8] df_mes.size

568

[°] df_mes.shape

(284, 2)

Fuente: Google Colaboratory usando datos de Kaggle.

La figura 3.2 se ve que el tamafio total de datos es de 568 y para ser mds precio se tiene 284 filas

y 2 columnas.

3.2.FASE DE LIMPIEZA

En la parte de la limpieza de datos se debe identificar los datos que se expresen como NAN, en

Python presenta facilidad para encontrar estos valores.

En la figura 3.3 se vera la cantidad de valor nulos para los datos examinados por dia.

Figura 3.3: Valores nulos por datos examinados por dia

[1e]

df_dia.info()

<class 'pandas.core.frame.DataFrame’>
RangeIndex: 5953 entries, @ to 5952
Data columns (total 2 columns):

# Column Non-Null Count Dtype

Date 5953 non-null object
1 Price 5952 non-null float64
dtypes: float64(1l), object(1)
memory usage: 93.1+ KB

Fuente: Google Colaboratory usando datos de Kaggle.
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La columna [‘Date’] representa la fecha, ahora bien, una observacion anticipada que se puede

hacer es que es de tipo object, posteriormente se tendrd que cambiar a tipo de dato datatime.

La columna [‘Price’] que representa el precio del $u$/MMBTU anotado en ese dia, es de tipo
float64 lo cual normal y no se presenta alguna observacion. Pero al comparar el nimero de datos
entre las columnas se nota que la columna [ ‘Date’] cuenta con 5953 datos mientras que la columna

[‘Price’] cuenta con 5952, esto lleva a concluir que hay un valor nulo en la columna [‘Price’].

En la figura 3.4 se procederd a encontrar el valor nulo en el df_dia.

Figura 3.4: Encontrando el valor nulo en df_dia

[11] df_dia[(df_dia['Price’]).isnull()]

4+

Date Price ?,

5284 2018-01-05 NaN

Fuente: Google Colaboratory usando datos de Kaggle.

El valor NAN representa que se ha perdido el valor del precio en el indice 5284, perteneciente a

la fecha del 5 de enero del 2018.

En la figura 3.5 se procedera a reemplazar el valor NAN por el promedio de los 4 datos anteriores

y posteriores al NAN.
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Figura 3.5: Promedio de valores superiores y posteriores al NAN

[14] promedio = df_dia.loc[5280:5289,[ 'Price’']].median()
df_dia = df_dia.fillna(value=promedio)
df_dia.info()

<class 'pandas.core.frame.DataFrame’>
RangeIndex: 5953 entries, @ to 5952

Data columns (total 2 columns):
# Column Non-Null Count Dtype

Date 5953 non-null object
1 Price 5953 non-null floaté64
dtypes: float64(1), object(l)
memory usage: 93.1+ KB

Fuente: Google Colaboratory usando datos de Kaggle.

Como se puede observar en el output ambas columnas tienen el mismo numero de datos validos

En la figura 3.6 se vera la cantidad de valor nulos para los datos examinados por mes.

Figura 3.6: Valores nulos por datos examinados por mes

[15] df_mes.info()

<class 'pandas.core.frame.DataFrame'>
RangeIndex: 284 entries, © to 283
Data columns (total 2 columns):

# Column Non-Null Count Dtype

Month 284 non-null object
1 Price 284 non-null floaté4
dtypes: float64(1), object(1)
memory usage: 4.6+ KB

Fuente: Google Colaboratory usando datos de Kaggle.
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De la figura 3.6 se evidenciar que no existen datos nulos en las 2 columnas.
3.3.FASE DE TRANSFORMACION DE DATOS
3.3.1. Transformaciones para la regresion lineal miltiple

Ya que solo tenemos 2 columnas, tendremos que crear nuevas columnas para llevar la regresion
lineal muiltiple es por eso que tendremos que recurrir alos PROMEDIOS MOVILES de los tiltimos

3 y 9 dias. La figura 3.7 representa la creacion de las nuevas columnas.

Figura 3.7: Creacion de nuevas columnas de promedios méviles.

df_dia['m_3'] = df_dia['Price’].shift(1).rolling(window=3).mean()
df_dia['m_9'] = df_dia['Price’'].shift(1).rolling(window=9).mean()
df_dia.head(11)

Date Price m_3

(=]

1997-01-07 3.82 NaN

—

1997-01-08  3.80 NE NEIN
1997-01-09  3.61 NaN NaN
1997-01-10 3.92 3.743333 NaN
1997-01-13 4.00 3.776667 NEL
1997-01-14  4.01 3.843333 NaN
1997-01-15 4.34 3.976667 NaN
1997-01-16  4.71 4.116667 NaN
1997-01-17  3.91 4.353333 NaN

2
3
4
<
6
7
8
9

1997-01-20 3.26 4.320000 4.013333

-
=]

1997-01-21 299 3960000 3.951111

Fuente: Google Colaboratory usando datos de Kaggle.
Bésicamente agarra los 3 datos anteriores y lo promedio, para la columna [m_3] agarrard los 3
datos anteriores y para la columna [m_9] agarra los 9 datos anteriores por ejemplo para verificar

se pondrd un ejemplo para m_3 y m_9.
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La figura 3.8 representa como se oper0 la columna Price para hallar m_3.
Figura 3.8: Obtencién de m_3

3.82 3.82+38+3.61

3.80 [T g

3.61 )

Fuente: Elaboracion propia en Power Point.

3,74

La figura 3.9 representa como se oper6 la columna Price para hallar m_9.

Figura 3.9: Obtencién de m_9

Param 9

3.82
3.80
3.61
3.92 B =

3.82+3.8+3.61+3.92+4+4,01+4,34+4,71+3.91

4.00 .
4.01
4.34
4,71
3.91
J

Fuente: Elaboracion propia en Power Point.

=4,01



Como se puede verificar en la figura 3.7 se sac6 los mismos resultados que el algoritmo, pero se
ve claramente que se generaron valores nulos NAN. En la figura 3.10 se procederd a eliminar

dichos valores formados.

Figura 3.10: Eliminando valores formados por m_3 y m_9.

df_dia = df_dia.dropna()
df_dia.info()

<class 'pandas.core.frame.DataFrame'>
Int64Index: 5944 entries, 9 to 5952
Data columns (total 4 columns):

# Column Non-Null Count

5944 non-null
5944 non-null floatée4
5944 non-null floaté64
B 5944 non-null floaté64
dtypes: floate64(3), object(l)
memory usage: 232.2+ KB

Fuente: Google Colaboratory usando datos de Kaggle.

Se observa en la figura 3.10 claramente que directamente se borraron 9 filas por presentar valores

NAN, y la creacion de las nuevas columnas que son m_3 y m_9.

3.3.2. Transformaciones para los modelos de arboles de decision

Para alimentar a nuestro arbol de decisiones debemos crear nuevas variables categoricas, para ello

haremos un analisis de la incidencia de los dias, meses y afios que tanto intervienen en el modelo.

En la figura 3.11 presentaremos la incidencia de los dias VS el precio del gas natural.
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Figura 3.11: Andlisis del precio del Gas Natural por dia

a6
as
a4
43
42 /\/\/\‘/\/\’\_/—/\/\/\A
a1

40

Precio USD/MMBTU

39

i3

Dia
Fuente: Google Colaboratory usando datos de Kaggle.

Como se puede ver en la grafica 3.11 se puede evidenciar que el dia no toma mucha importancia
en el precio del Gas Natural, razén por la cual posiblemente sea rechazado en el modelo de arbol

de decisiones y bosque aleatorio.

A continuacion, en la figura 3.12 se presentara la incidencia de los Meses VS el precio del gas

natural.

En la figura 3.12 se puede ver claramente como esta varia de gran manera segun el mes donde se
puede evidenciar un incremento del precio desde los meses de octubre a diciembre que suele ser

el periodo del invierno en Europa consideremos que Europa es uno de los principales

consumidores de Gas Natural en el mundo.
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Figura 3.12: Analisis del Precio del Gas Natural por mes.

43

46

44

432

Precio USD/MMBTU

40

38

Fuente: Google Colaboratory usando datos de Kaggle.

En la figura 3.12 se puede evidenciar claramente que el precio se ve fuertemente alterado por el

mes que se atraviesa, esto se puede ser un indicador de que posiblemente se convierta en un

variable para los modelos.

A continuacion, se presentard la figura 3.13 la cual es un analisis del afio y el precio.

Figura 3.13: Analisis del Precio del Gas Natural por afio.

Precic USD/MMBTU

2000 2005 2010 2015 2020
Ano

Fuente: Google Colaboratory usando datos de Kaggle.
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Como el Dataframe original solo tiene dos columnas se deberdn crear columnas nuevas, que

involucren el mes y el afio, esto dltimo explicado con las figuras anteriores.

En la figura 3.14 se observa que se afiadieron las variables correspondientes de mes y afio.

df_|
dfl
df_|

df_|

271
272
273
274
275

Figura 3.14: Aflado Mes y Afio

mess[ M
mess[
mess[

mess

Month
1997-01-01
1997-02-01
1997-03-01
1997-04-01
1997-05-01

2019-08-01
2019-09-01
2019-10-01
2019-11-01

2019-12-01

= df_mess[
df_mess|[

Price
345
2.15
1.89
2.03
225

276 rows x 4 columns

pd.to_datetime(df_mess[ '} h'])
1" ].apply( x:
h'].apply(lambda x:

X.year)
x.month)

Year Mes
1997
1997
1997
1997
1997

Fuente: Google Colaboratory usando datos de Kaggle.

3.4.FASE DE ENTRENAMIENTO

3.4.1. Seleccion de modelos y sus justificaciones de eleccion.

Los modelos seleccionados son:

- Regresion lineal mdltiple.

- Arbol de decision regresor.
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- Bosque aleatorio.
Regresion lineal multiple.

Se tomo como base el modelo de regresion lineal multiple que se usaron para predecir el precio
del petréleo el link de esta descrito en el punto 1.2 ANTECEDENTES. Cabe mencionar que
ademds otra razén para usar el método de regresion lineal mdltiple es que la variable dependiente

es tipo de dato numérico continuo.
Arbol de decision regresor.

La raz6n para usar este tipo de modelo es que si observamos las figuras 3.11, 3.12 y 3.13 las fechas
representan ndmeros enteros como tal en el caso de los anos desde los afios 80 hasta el 2020 es
decir, en el caso mds puntual de los meses valores del 1 al 12 también enteros y de los dias del 1
al 31 también nimeros enteros y fijdndose en la figura 2.4 es posiblemente que se produzca la
regla de decision derivada. Ademds, usamos su version regresor ya que el PRECIO DEL GAS

NATURAL retorna un continuo.
Bosque aleatorio regresor.

En resumen, un bosque aleatorio es una coleccion de drboles de decisién, como se indicé con las
figuras 3.11, 3.12 y 3.13 las ramas que se generarian de cada arbol son las respectivas, valores de
dia, mes y afio que son valores enteros lo que se puede traducir en programacién como una
condicidn y se usara la version regresor porque la variable dependiente el precio del gas natural es

un dato continuo.

Ademads, posee menor probabilidad de caer en un sobre ajuste.

58



3.4.2. Entrenamiento para la regresion lineal miltiple

Primeramente, se debe partir la data en la variable dependiente y variables independientes, lo cual

serd observado en la figura 3.15.

Figura 3.15: Designacién de variable dependiente e independientes.

X = df_dia[['m_3",'m_9"]]
y = df_dia[['Price’
display(X.shape)

display(y.shape)

(5944, 2)
(5944, 1)

Fuente: Google Colaboratory usando datos de Kaggle.

Posterior a esto lo que se debe hacer es repartir los datos para en entrenamiento y prueba, en la
figura 3.16 demarca como se repartieron los datos para el entrenamiento con el parametro test_size
que esta con un valor de 0.3 que denota que el 30% de los datos serdn enviados a la prueba y el

70% restante al entrenamiento.

Figura 3.16: Entrenamiento de la regresion lineal multiple

from sklearn.model_selection import train_test_split

X_train, X _test, y train, y test = train_test_split(X,y
test_size = 0.38,
random_state=0)

sion lineal = LinearRegression()

sion_lineal.fit(X_train,y train)

LinearRegression()

Fuente: Google Colaboratory usando datos de Kaggle.
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3.4.3. Entrenamiento para el arbol de decision

Primeramente, se debe partir la data en la variable dependiente y variables independientes, lo cual

serd observado en la figura 3.17.

Figura 3.17: Designacién de variable dependiente e independientes en drbol de decision

df dia[[ ‘P
df_dia[["

n sklearn.model_se i i t train_test_split
sklearn.tree i t DecisionTreeRegressor

m datetime i rt datetime

m sklearn.metrics import r2_score

[53] X_train, X_test, y_train, y_test = train_test_split(X,y,
test_size = 0.30,
random_state=0)

[54] arbol_decision = DecisionTreeRegressor()
arbol_decision.fit(X_train,y_train)

DecisionTreeRegressor()

Fuente: Google Colaboratory usando datos de Kaggle.

3.4.4. Entrenamiento para el bosque aleatorio

Primeramente, se debe partir la data en la variable dependiente y variables independientes, lo cual

serd observado en la figura 3.18.

Figura 3.18: Designacion de variable dependiente e independientes en el bosque aleatorio

sklearn.model_selection import train_test_split

sklearn.ensemble import RandomForestRegressor
om datetime i atetime

sklearn.metrics import r2_score

X_train, X_test, y_train, y_test = train_test_split(X.,y.
test_size = 0.30,
random_state=8)

bosque_aleatorio = RandomForestRegressor()
bosque_aleatorio.fit(X_train,y_train)

Jusr/local/lib/python3.7/dist-packages/ipykernel launcher.py:2: DataConversid

RandomForestRegressor ()

Fuente: Google Colaboratory usando datos de Kaggle.
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3.5.FASE DE PRUEBA

3.5.1. Prueba para el modelo de regresion lineal miltiple

Se cargaron los datos con un 30% para la prueba, donde r_2 significa el coeficiente de

determinacién que se hallé del modelo. Esto se vera reflejado en la figura 3.19.

Figura 3.19: Métricas de la regresion lineal multiple

[135] y_predict = regresion_lineal.predict(X_test)
r_2

= r2_score(y_predict,y_test)

[136] r_2

0.9700626495411264

Fuente: Google Colaboratory usando datos de Kaggle.

En la parte de Anexos se colocardn los valores predichos por el modelo de regresion lineal multiple

como también la grafica de comparacion de los valores reales VS los predichos por el modelo.

3.5.2. Prueba para el modelo de arbol de decision

En la grifica 3.20 se puede evidenciar que el coeficiente de determinacién es de 0.96

aproximadamente.

Figura 3.20: Métricas del arbol de decision

[55] y_predict = arbol_decision.predict(X_test)
r_2 = r2_score(y_predict,y_test)

r_2

0.9606573440649276

Fuente: Google Colaboratory usando datos de Kaggle.
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3.5.3. Prueba para el modelo de bosque aleatorio

En la gréifica 3.21 se puede evidenciar que el coeficiente de determinacion es de 0.959

aproximadamente.

[54]

[55]

Figura 3.21: Métricas de bosque aleatorio

y_predict = bosque_aleatorio.predict(X_test)
r_2

= r2_score(y_predict,y_test)

0.959772973821652

Fuente: Google Colaboratory usando datos de Kaggle.

3.6.Memoria de calculos

En la tabla 3.1 se tendrd una memoria de cdlculos a lo largo del proceso.

Tabla 3.1: Memoria de calculos.

ETAPA

RESULTADOS Y OBSERVACIONES

Exploracién de
los datos.

Se evidencia la existencia de los datos, el cual consta de 5953 filas y 2
columnas, una columna cuenta con la fecha y la otra con el precio del
Gas Natural. En la figura 1.2 se puede evidenciar las caracteristicas de la
estadistica descriptiva de los datos.

Fase de limpieza
de los datos.

Se evidencia la existencia de un dato nulo en la figura 3.3, el cual se lo
procede a reemplazar con el promedio de 4 dias anteriores y 4 dias
posteriores.

Transformacion

Se transformo para el modelo de regresion lineal multiple con promedios
moviles ver figura 3.7, es decir se crearon 2 nuevas columnas m_3 y
m_9.

También se transformo la fecha solo se agarré el mes y afio de cada
precio para asemejarlo a un arbol de decisién y un bosque aleatorio.

Entrenamiento

Los tres modelos se los alimento con un 70% de los datos para un
entrenamiento.
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Prueba

Modelo de regresion lineal.

Se crearon las variables independientes de m_3 y m_9 cuya
explicacion estd en las figuras 3.11, 3.12 y 3.13 estas mismas
son los promedios méviles.

Se obtuvo un R? de 0.97.

La ecuacién del modelo es:

Y = 0.038 4 0.9733X,, 5 + 0.01712X,, o

Modelo de arbol de decision.

Se crearon las variables independientes de mes y afio que son
tipo de dato categdricos esto esta explicado en las figuras 3.12 y
3.13 debido a que estas variables no representan valores
continuos. Debido a la variabilidad de estas variables con el
precio son tomadas como variables independientes.

Se obtuvo un R? de 0.96.

El arbol de decision no forma ecuacién como su nombre indica
forma un arbol, la imagen de este mismo estd en anexo (Figura
del Arbol de decisién)

Modelo de bosque aleatorio.

Debido al comportamiento de las figuras 3.12 y 3.13 se puede
evidenciar que los valores de mes y afio son bastante
dependientes del precio del Gas Natural como tal, es por eso que
se toma al mes y afio como variable independiente.

Se obtuvo un R? de 0.95.

En el caso de un bosque aleatorio resulta mas complicada su
visualizacién ya que como su mismo nombre indica se formara
un conjunto de drboles aleatorios para luego sacar un promedio,
su visualizacién. Revisar anexos para ver ejemplos de los
arboles formados (Figura de Bosque Aleatorio)

Fuente: Elaboracion propia con los datos de Kaggle.
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4. CAPITULO IV: RESULTADOS

En la tabla 4.1 se tendrd un resumen de los modelos donde el accuracy se refiere al coeficiente de

determinacidn este coeficiente mientras mas cercano este a la unidad representa menor error en la

prediccion.

Tabla 4.1: Resumen de resultados

MODELO

TRAIN-
TEST

VARIABLES

ACCURACY

ERROR
PROMEDIO

Regresion
lineal
multiple

70-30

Son m_3 y m_9
que son los
promedios
anteriores a 3 dias
y 9 dias, estas
variables  fueron
obtenidas y
transformando la
base de datos
original, se tomo
este modelo ya que
otros autores usan
este mismo modelo
el link para
dirigirse a la
aplicacion de otros
autores para la
prediccion del
precio del petréleo
se encuentra en el
punto 1.2 de
justificacion.

0.97

7.78%

Arbol de
decision

70-30

Observando las
figuras 3.12 y 3.13
se puede
evidenciar que el
precio del gas
natural depende de
gran medida de la
estacion del afio y
al ser precios
internacionales se
ven fuertemente

0.96

5.33%

64



afectados, por lo
que se supone que
esta subida de
precios en los
puede ser
explicada por los
meses de invierno
en Europa. Razén
por la cual se
crearon nuevas
variables de mes y
aflo a partir de la
base de datos

original.
Bosque 70-30 Viendo la 0.95 5.07%
Aleatorio dependencia  del

precio en las
figuras 3.12 y 3.13
se transform6 la
columna fecha en
la creacion de 2
variables
independientes que
son el mes y afio.

Fuente: Elaboracion propia en Excel usando datos de Kaggle, 2021.

En la tabla 4.1 se puede observar los errores obtenidos por cada modelo que es el promedio de
los valores predichos y los reales. Como por ejemplo el error para cada fecha en las tablas 4.2,

43y44.

4.1.0BSERVACIONES DE LOS MODELOS

4.1.1. Observaciones del modelo de regresion lineal multiple

Se cred puntos promedios con datos anteriores de 3 y 9 dias (m_3 y m_9), se preferiria quedarse
con el modelo que se entrend con 70% y se lo evalu6 con el 30%, ya que la diferencia entre sus
exactitudes corresponde a un valor relativamente bajo, ademads asi tenemos menos probabilidad de

haber caido en un caso de overfitting.
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Cabe recalcar que lo negativo del modelo es que solo nos daria rango de predecir el precio del Gas
Natural de solo 1 dia, lo cual no da mucho rango de prediccién. Ya que se debe alimentar de datos

anteriores para predecir un nuevo valor a un dia.

4.1.2. Observaciones del modelo de arbol de decisiones

Se toma la decisién de eliminar los dias del modelo esta decision también parte de la figura 3.11
donde esta graficado los dias Vs el precio, se puede observar que no varia mucho el precio con

relacion al dia.

Pero en cambio la figura 3.12 claramente se puede ver que si inciden los meses con el precio del

Gas Natural como también lo hacen los afios.

Se prefiere que trabaje con un train de 70% vy test de 30% para evitar over-fitting.

Cabe recalcar con lo anterior explicado el modelo es capaz de predecir precios del Gas Natural

con un rango de meses.

4.1.3. Observaciones del modelo de bosque aleatorio

Si bien se obtiene un menor resultado que trabajando con el arbol de decision, por conceptos

técnicas un bosque aleatorio tiene menor probabilidad de caer en overfitting.

4.2.COMPARATIVA DE LOS MODELOS

4.2.1. Comparativa modelo de regresion lineal

En la figura 4.1 se presentardn los datos predichos por el modelo de regresion lineal multiple.
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Figura 4.1: Comparativa regresion lineal multiple.
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Fuente: Elaboracién propia usando datos de Kaggle.
En la tabla 4.2 se presentard los valores predichos y los reales en una fecha especifica, debido a el

tamano que datos (30%) que fueron puestos a prueba que son 1784, razén por la cual se procedera

a tomar 100 datos de muestra para la correspondiente tabla 4.2.

Tabla 4.2: Comparativa regresion lineal multiple con fechas.

Date Predichos | Price m_3 m_9 Error
24/1/1997 | 3,02174 2,62 3|3,692222|15,33%
13/2/1997 | 2,411006 2,22|2,393333|2,508889 | 8,60%
6/6/1997 | 2,179049 2,19 2,16 | 2,225556 | 0,50%
1/8/1997| 2,233861 2,2412,216667 | 2,205556 | 0,27%
13/8/1997 | 2,502867 2,45 2,49(2,378889 | 2,16%
21/1/1998 | 2,118158 2,09 2,1 2,08| 1,35%

12/10/1998| 1,97865 1,75(1,956667 2,08|13,07%
15/12/1998 | 1,666937 1,86 |1,646667 | 1,496667 | 10,38%
15/3/1999 | 1,892671 1,75|1,873333|1,795556 | 8,15%

7/4/1999| 2,004749 2,03(1,986667 |1,898889 | 1,24%
13/4/1999 | 2,094325 2,1412,076667 | 2,014444 | 2,13%
23/8/1999 | 2,873104 2,9512,863333 2,78 | 2,61%

15/10/1999 | 2,729658 2,66 2,72 2,55| 2,62%
19/1/2000 | 2,322011 2,4|2,306667 | 2,237778 | 3,25%
25/7/2000| 3,832013 3,63 |3,826667 |4,023333 | 5,57%
11/8/2000 | 4,448262 4,44 |4,456667 | 4,202222 | 0,19%
18/8/2000 | 4,276167 4,38 |4,276667 | 4,383333 | 2,37%

6/9/2000| 4,747922 4,89|4,756667 4,65| 2,91%

13/12/2000| 8,828639 7,8 8,89 8,02|13,19%




16/2/2001 5,5954 5,57|5,606667 | 5,827778 | 0,46%
9/8/2001 | 3,122994 3,1(3,113333|3,163333| 0,74%
16/10/2001 | 2,330545 2,5112,316667 |2,167778 | 7,15%
10/1/2002 | 2,442707 2,32|2,426667 | 2,465556 | 5,29%
14/1/2002 | 2,335339 2,32|2,316667 | 2,447778 | 0,66%
9/5/2002 | 3,620389 3,72|3,616667 | 3,601111 | 2,68%
22/10/2002 | 4,144139 4,2 |4,146667 | 4,062222 | 1,33%
4/12/2002 | 4,254741 4,24 |4,256667 | 4,268889 | 0,35%
3/2/2003 | 5,636778 5,71 5,65|5,781111| 1,28%
14/2/2003 | 6,044939 5,8816,063333|6,123333 | 2,81%
11/4/2003 | 5,153067 5,28]5,166667 | 5,005556 | 2,40%
17/4/2003 | 5,461861 5,54 5,48 5,228889 | 1,41%
22/8/2003 | 5,04331 5,2415,053333 | 5,037778 | 3,75%
15/10/2003 | 4,894508 4,93 | 4,906667 | 4,684444| 0,72%
14/11/2003 | 4,621345 4,62 4,63 |4,457778 | 0,03%
11/5/2004 | 6,156438 6,24 6,18|6,003333 | 1,34%
8/3/2005 | 6,599363 6,81|6,626667 | 6,481111| 3,09%
24/5/2005| 6,33949 6,45 6,36 |6,462222 | 1,71%
13/6/2005 | 7,085542 7,08 7,12|6,832222| 0,08%
14/9/2005 | 10,75036 10,8 |10,80667 | 11,30333 | 0,46%
8/12/2005 | 13,81035 14,25 13,93 (12,47222| 3,09%
1/2/2006 | 8,383434 8,71 8,426667 | 8,356667 | 3,75%
24/2/2006 | 7,360159 7,39|7,393333|7,333333 | 0,40%
5/4/2006 | 7,006419 6,89|7,033333|7,137778 | 1,69%
19/4/2006 | 7,120515 7,72|7,153333 6,98 | 7,77%
20/6/2006 | 6,68898 6,62 |6,723333 6,22 | 1,04%
7/9/2006 | 5,462721 5,64|5,463333|6,226667 | 3,14%
7/3/2007 | 7,345079 7,5|7,376667 7,4 2,07%
3/4/2007 | 7,449632 7,57|7,486667|7,253333 | 1,59%
25/5/2007 | 7,524916 7,4717,556667|7,671111| 0,74%
2/7/2007 | 6,62386 6,24 | 6,643333 | 6,964444 | 6,15%
9/8/2007 | 6,218527 6,45 6,24 |6,218889 | 3,59%
3/10/2007 6,2353 6,96 | 6,256667 | 6,251111 | 10,41%
5/5/2008 | 10,55114 10,77 |10,61333|10,65778 | 2,03%
6/6/2008 | 12,22356 12,71 12,31|11,88667 | 3,83%
9/6/2008 | 12,3685 12,71|12,45667|12,01444| 2,69%
2/1/2009 | 5,697956 5,41|5,716667 | 5,564444 | 5,32%
13/4/2009 | 3,568746 3,46 |3,563333 |3,616667 | 3,14%
10/2/2010| 5,608703 5,485,626667 | 5,467778 | 2,35%
31/3/2010| 3,850833 3,93|3,846667 | 3,985556 | 2,01%
8/10/2010| 3,569944 3,36 |3,563333 | 3,686667 | 6,25%
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22/3/2011 | 3,939735 4,05 3,94 |3,872222 | 2,72%
2/11/2011| 3,59766 3,39 3,593333 3,6| 6,13%
11/11/2011| 3,488256 3,29 | 3,483333 | 3,463333 | 6,03%
22/5/2012 | 2,598342 2,55 | 2,586667 2,46 | 1,90%
11/7/2012 | 2,877128 2,72 2,866667 | 2,825556 | 5,78%
25/9/2012 | 2,792945 2,84 2,78 12,835556 | 1,66%
23/10/2012 | 3,404883 3,34 3,4(3,331111| 1,94%
28/12/2012 | 3,326333 3,4 3,3213,291111 | 2,17%
22/2/2013| 3,293471 3,27 |3,286667 | 3,266667 | 0,72%
17/6/2013 | 3,747765 3,78 |3,743333 3,84| 0,85%
5/11/2013| 3,47386 3,37 | 3,466667 3,57| 3,08%
6/3/2014 | 7,125079 4,897,176667 5,92 |45,71%
6/5/2014 | 4,743601 4,8 4,75 |4,776667 | 1,17%
5/6/2014| 4,57069 4,66 |4,576667 | 4,531111| 1,92%
5/8/2014 | 3,809009 3,87 |3,806667 | 3,816667 | 1,58%
18/2/2015 | 2,797608 2,92 |2,786667 | 2,728889 | 4,19%
6/4/2015 | 2,648215 2,63|2,633333 2,72| 0,69%
22/6/2015 | 2,900523 2,79 2,89 |2,865556 | 3,96%
25/6/2015 | 2,829223 2,8|2,816667 2,87| 1,04%
2/2/2016| 2,253612 2,07 | 2,236667 | 2,222222 | 8,87%
10/2/2016 | 2,177831 2,16 2,16 | 2,154444 | 0,83%
28/4/2016 | 1,959252 1,88 1,94 | 1,894444 | 4,22%
12/9/2016 | 2,871857 3,04 2,86 |2,896667 | 5,53%
19/10/2016 | 3,220154 3,18 (3,213333 [3,153333 | 1,26%
26/1/2017 | 3,202647 3,44 |3,193333 [3,267778 | 6,90%
11/4/2017| 3,210193 3,113,203333 3,14 | 3,22%
27/7/2017 | 2,977978 2,95 |2,966667 | 3,031111 | 0,95%
31/7/2017 | 2,955134 2,87 2,9433333,023333 | 2,97%
11/1/2018| 3,021395 3,16 [2,993333 [4,051111 | 4,39%
23/1/2018 | 3,426735 3,35 |3,416667 3,66 2,29%
14/5/2018 | 2,772129 2,84 2,76 |2,756667 | 2,39%
15/5/2018 | 2,801499 2,83 2,79 |2,766667 | 1,01%
17/5/2018 | 2,850469 2,75 2,84 |2,784444 | 3,65%
18/7/2018 | 2,822734 2,8 2,81 2,87 | 0,81%
18/1/2019 | 3,564305 3,43 |3,566667 | 3,167778 | 3,92%
5/3/2019| 3,441315 3,18 | 3,443333 | 2,995556 | 8,22%
24/5/2019 | 2,686329 2,6|2,673333(2,672222| 3,32%
1/4/2020 | 1,709693 1,69 | 1,686667 1,72 1,17%
11/5/2020 | 1,847022 1,7|1,826667 | 1,782222 | 8,65%
9/6/2020| 1,74206 1,68 1,72 |1,715556 | 3,69%

Fuente: Elaboracién propia con datos de Kaggle.




4.2.2. Comparativa modelo de arbol de decision regresor.

En la figura 4.2 se presentardn los datos predichos por el modelo de drbol de decisidn regresor.

Figura 4.2: Comparativa arbol de decision regresor.
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Fuente: Elaboracion propia usando datos de Kaggle.

En la tabla 4.3 se presentara los valores predichos y los reales en una fecha especifica, debido a el
tamafio que datos (30%) que fueron puestos a prueba que son 1784, razon por la cual se procedera
a tomar 100 datos de muestra para la correspondiente tabla 4.3 que también mostrard las variables

de meses y afios.

Tabla 4.3: Comparativa arbol de decision regresor con fechas.

Date Predichos | Price year month day Error
20/1/1997 3,5625 3,26 1997 1 20 9,28%
24/6/1997 | 2,197222 2,32 1997 6 24 5,29%

21/11/1997 | 3,004545 2,59 1997 11 21| 16,01%
24/11/1997 | 3,004545 2,63 1997 11 24| 14,24%
27/1/1998 2,092 2,06 1998 1 27 1,55%
24/2/1999| 1,76125 1,73 1999 2 24 1,81%
26/3/1999 1,809 1,83 1999 3 26 1,15%
24/8/1999 | 2,771875 3,01 1999 8 24 7,91%
31/8/1999 | 2,771875 2,84 1999 8 31 2,40%
16/2/2000| 2,639375 2,65 2000 2 16 0,40%
27/3/2000 | 2,793889 2,82 2000 3 27 0,93%
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16/5/2000 | 3,563529 3,45 2000 5 16| 3,29%
22/6/2000 4,26 4,44 2000 6 22|  4,05%
3/8/2000 | 4,424667 4,23 2000 8 4,60%
5/9/2000| 5,078235 4,81 2000 9 5,58%
22/1/2001| 7,864615 7,7 2001 1 22| 2,14%
22/2/2001 5,625 5,11 2001 2 22| 10,08%
23/4/2001 5,14 5,09 2001 4 23| 0,98%
25/6/2001 | 3,830769 3,56 2001 6 25|  7,61%
21/6/2002 | 3,224545 3,18 2002 6 21|  1,40%
31/7/2002 | 2,991333 3,02 2002 7 31| 0,95%
3/2/2003| 8,931111 5,71 2003 2 3| 56,41%
4/3/2003 | 5,837143 771 2003 3 4| 24,29%
3/7/2003| 5,085625 4,96 2003 7 3| 2,53%
28/10/2003 4,602 4,45 2003 10 28|  3,42%
18/12/2003 | 6,07375 6,98 2003 12 18| 12,98%
19/12/2003 | 6,07375 6,92 2003 1) 19| 12,23%
26/4/2004 | 5,668333 5,6 2004 4 26|  1,22%
17/9/2004 | 5,085385 4,95 2004 9 17| 2,74%
17/11/2004 | 6,198125 6,06 2004 14 17|  2,28%
10/12/2004 | 6,561818 6,29 2004 12 10| 4,32%
28/2/2005 | 6,136429 6,62 2005 2 28|  7,30%
10/3/2005 | 6,947778 6,91 2005 3 10| 0,55%
19/4/2005 | 7,205833 6,95 2005 4 19| 3,68%
25/4/2005 | 7,205833 A 2005 4 25| 0,88%
14/7/2005 | 7,582857 7,99 2005 7 14| 5,10%
17/7/2006 | 5,861111 6,27 2006 7 17|  6,52%
18/7/2006 | 5,861111 6,02 2006 7 18| 2,64%
12/12/2006 | 6,760625 6,93 2006 12 12| 2,44%
5/7/2007 | 6,219231 6,3 2007 7 5|  1,28%
26/7/2007 | 6,219231 5,83 2007 7 26| 6,68%
8/8/2007 | 6,259167 6,24 2007 8 8| 0,31%
14/8/2007 | 6,259167 6,86 2007 8 14| 8,76%
12/9/2007 6,095 6,13 2007 9 12| 0,57%
24/3/2008 | 9,433077 8,99 2008 3 24|  4,93%
12/11/2008 | 6,714286 6,65 2008 11 12| 0,97%
14/1/2009 | 5,304615 5,47 2009 1 14| 3,02%
12/5/2009|  3,8075 4,41 2009 5 12| 13,66%
23/7/2009 | 3,393125 3,66 2009 7 23| 7,29%
11/9/2009 | 3,115455 2,94 2009 9 11| 597%
16/12/2009 5,322 5,57 2009 12 16| 4,45%
4/11/2010| 3,703571 3,53 2010 11 4| 4,92%
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2/12/2010 | 4,243125 4,28 2010 12 2 0,86%
20/12/2010| 4,243125 4,1 2010 12 20 3,49%
8/2/2011| 4,083571 4,24 2011 2 8 3,69%
14/3/2011| 3,941176 3,9 2011 3 14 1,06%
19/8/2011 4,07 3,99 2011 8 19 2,01%
10/1/2012 | 2,684615 2,97 2012 1 10 9,61%
16/5/2012| 2,39375 2,5 2012 5 16 4,25%
16/8/2012 | 2,852353 2,78 2012 8 16 2,60%
14/12/2012 | 3,354615 3,15 2012 12 14 6,50%
18/1/2013 3,32 3,54 2013 1 18 6,21%
8/2/2013 | 3,344667 3,26 2013 2 8 2,60%
4/4/2013 | 4,201667 3,94 2013 4 4 6,64%
8/8/2013 | 3,429333 3,27 2013 8 8 4,87%
12/9/2013 | 3,617143 3,57 2013 9 12 1,32%
29/10/2013 | 3,664118 3,57 2013 10 29 2,64%
30/4/2014 | 4,664667 4,79 2014 4 30 2,62%
1/7/2014 4,014 4,47 2014 7 1| 10,20%
29/9/2014 | 3,911875 3,89 2014 9 29 0,56%
14/10/2014 | 3,771429 3,91 2014 10 14 3,54%
10/12/2014 3,485 3,65 2014 12 10 4,52%
27/2/2015| 2,819091 2,79 2015 2 27 1,04%
21/7/2015| 2,819333 2,84 2015 7 21 0,73%
3/9/2015 2,68 2,67 2015 9 3 0,37%
11/3/2016 | 1,699286 1,74 2016 3 11 2,34%
17/3/2016 | 1,699286 1,84 2016 3 17 7,65%
27/4/2016 1,918 1,88 2016 4 27 2,02%
29/7/2016 | 2,811538 2,97 2016 7 29 5,34%
2/9/2016| 2,995455 2,88 2016 9 2 4,01%
9/12/2016 3,57 3,75 2016 12 9 4,80%
26/1/2017 | 3,315333 3,44 2017 1 26 3,62%
6/2/2017 | 2,828125 2,92 2017 2 6 3,15%
17/4/2017| 3,091111 3,09 2017 4 17 0,04%
21/11/2017| 3,019375 3,05 2017 11 21 1,00%
12/1/2018 | 3,939231 4,06 2018 1 12 2,97%
7/2/2018 | 2,655385 2,74 2018 2 7 3,09%
20/6/2018 | 2,963571 2,96 2018 6 20 0,12%
29/6/2018 | 2,963571 2,96 2018 6 29 0,12%
19/7/2018 | 2,841765 2,75 2018 7 19 3,34%
13/9/2018 | 2,993333 2,94 2018 9 13 1,81%
5/10/2018 | 3,288125 3,25 2018 10 5 1,17%
4/12/2018 4,087 4,4 2018 12 4 7,11%
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4.2.3. Comparativa modelo de bosque aleatorio regresor.

En la figura 4.3 se presentardn los datos predichos por el modelo de drbol de decision regresor.
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14/12/2018 4,087 3,99 2018 12 14 2,43%
9/1/2019| 3,114118 2,92 2019 1 9 6,65%
17/4/2019| 2,648333 2,55 2019 4 17 3,86%
11/7/2019| 2,353529 2,54 2019 7 11 7,34%
6/12/2019 | 2,211176 2,31 2019 12 6 4,28%
3/6/2020| 1,594167 1,84 2020 6 3| 13,36%
4/8/2020 | 2,351875 2,07 2020 8 4| 13,62%

Fuente: Elaboracién propia con datos de Kaggle.

Figura 4.3: Comparativa bosque aleatorio regresor.
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Fuente: Elaboracion propia usando datos de Kaggle.
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En la tabla 4.4 se presentara los valores predichos y los reales en una fecha especifica, debido a el

tamafio que datos (30%) que fueron puestos a prueba que son 1784, razon por la cual se procedera

a tomar 100 datos de muestra para la correspondiente tabla 4.4 que también mostrard las variables

de meses y afios.

Tabla 4.4: Comparativa bosque aleatorio regresor con fechas.

Date Predichos| Price year month day Error
28/1/1997| 3,54615 3,05 1997 1 28| 16,27%
9/4/1997 | 2,037815 1,96 1997 9 3,97%
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18/6/1997 | 2,197454 2,22 1997 6 18| 1,02%
17/7/1998 | 2,150436 2,15 1998 7 17| 0,02%
18/9/1998 | 2,00929 2,27 1998 9 18| 11,49%
17/11/1998 | 2,077492 2,12 1998 11 17|  2,01%
23/2/1999 | 1,764269 1,75 1999 2 23| 0,82%
5/4/1999 | 2,151922 2,03 1999 4 5| 6,01%
19/4/1999 | 2,151922 2,1 1999 4 19| 2,47%
19/8/1999 | 2,772735 2,87 1999 8 19| 3,39%
29/8/2000 | 4,426359 4,6 2000 8 29| 3,77%
31/8/2000 | 4,426359 4,76 2000 8 31| 7,01%
8/1/2001| 7,806218| 10,31 2001 1 8| 24,28%
14/2/2001 | 5,618641 5,89 2001 2 14|  4,61%
10/4/2001 | 5,141477 5,55 2001 4 10| 7,36%
27/7/2001| 3,111273 3,06 2001 7 27|  1,68%
29/8/2001 | 2,988301 2,46 2001 8 29| 21,48%
12/12/2001 | 2,271011 2,57 2001 1) 12| 11,63%
28/12/2001| 2,271011 2,4 2001 19, 28| 537%
18/1/2002 | 2,326179 2,28 2002 1 18| 2,03%
26/7/2002 | 2,988392 2,94 2002 7 26| 1,65%
29/7/2002 | 2,988392 3,07 2002 7 29| 2,66%
6/9/2002 | 3,548513 3,39 2002 9 6| 4,68%
24/9/2002 | 3,548513 4 2002 9 24| 11,29%
24/1/2003 | 5,287015 5,91 2003 1 24| 10,54%
6/2/2003|  8,9592 6,08 2003 2 6| 47,36%
30/5/2003 | 5,74963 5,99 2003 5 30| 4,01%
30/6/2003 | 5,827363 5,31 2003 6 30|  9,74%
10/11/2003 | 4,502517 4,42 2003 11 10| 1,87%
24/2/2004 | 5,386594 5,08 2004 2 24|  6,04%
15/4/2004 | 5,664788 5,68 2004 4 15| 0,27%
16/6/2004 | 6,291901 6,38 2004 6 16| 1,38%
29/4/2005 | 7,203186 6,64 2005 4 29| 8,48%
8/8/2005 | 9,435399 8,93 2005 8 8| 5,66%
16/8/2005 | 9,435399 9,66 2005 8 16| 2,33%
19/10/2005 | 13,31633| 13,52 2005 10 19| 1,51%
26/10/2005 | 13,31633| 14,68 2005 10 26| 9,29%
5/1/2006| 8,56461 9,24 2006 1 5| 7,31%
18/1/2006 | 8,56461 8,86 2006 1 18| 3,33%
13/6/2006 | 6,250115 5,95 2006 6 13| 5,04%
6/3/2007 | 7,073052 7,55 2007 3 6| 6,32%
9/3/2007 | 7,073052 7,05 2007 3 9| 0,33%
27/8/2007 | 6,26299 5,34 2007 8 27| 17,28%
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2/11/2007 | 7,114685 6,63 2007 11 2| 7,31%
12/11/2007 | 7,114685 6,83 2007 11 12| 4,17%
27/11/2007 | 7,114685 7,42 2007 11 27| 4,11%
14/12/2007 | 7,116005 7,09 2007 12 14| 0,37%
11/1/2008 | 7,937281 8,13 2008 1 11| 2,37%
24/1/2008 | 7,937281 7,85 2008 1 24| 1,11%
9/5/2008 | 11,19749| 11,29 2008 5 9| 0,82%
21/7/2008| 10,7594| 10,58 2008 7 21| 1,70%
12/8/2008 | 8,233855 8,23 2008 8 12| 0,05%
1/4/2009 | 3,497594 3,56 2009 4 1| 1,75%
17/4/2009 | 3,497594 3,47 2009 4 17| 0,80%
18/6/2009 | 3,784193 4,19 2009 6 18| 9,69%
8/12/2009 | 5,309161 5,1 2009 12 8| 4,10%
27/4/2010| 4,019928 4,18 2010 4 27| 3,83%
10/6/2010 | 4,758486 4,68 2010 6 10| 1,68%
1/2/2011 | 4,085059 4,42 2011 ] 1| 7,58%
12/5/2011| 4,241144 4,1 2011 5 12|  3,44%
5/10/2011| 3,553265 3,63 2011 10 5| 2,11%
10/11/2011 | 3,203076 3,48 2011 19 10| 7,96%
20/12/2011| 3,15415 3,06 2011 12 20| 3,08%
9/2/2012 | 2,520819 2,5 2012 2 9| 0,83%
16/5/2012 | 2,391814 2,5 2012 5 16| 4,33%
3/7/2012| 2,944311 2,78 2012 7 3| 5,91%
3/10/2012| 3,311591 3, 91 2012 10 3| 3,16%
2/5/2013 | 4,020417 4,28 2013 5 2| 6,07%
28/8/2013| 3,42737 3,54 2013 8 28| 3,18%
15/5/2014 | 4,594106 4,42 2014 5 15| 3,94%
10/6/2014 | 4,570169 4,67 2014 6 10| 2,14%
31/10/2014 | 3,775527 3,82 2014 10 31|  1,16%
25/2/2015 | 2,818231 3,21 2015 2 25| 12,20%
2/3/2015 | 2,872783 2,79 2015 3 2| 2,97%
15/5/2015 | 2,842952 2,96 2015 5 15| 3,95%
3/6/2015| 2,80009 2,65 2015 6 3| 5,66%
17/7/2015| 2,817818 2,88 2015 7 17| 2,16%
10/8/2015 | 2,766422 2,85 2015 8 10| 2,93%
29/9/2015 | 2,680227 2,57 2015 9 29|  4,29%
21/12/2015| 1,897571 1,76 2015 12 21| 7,82%
8/1/2016| 2,28081 2,47 2016 1 8| 7,66%
25/3/2016 | 1,695706 1,78 2016 3 25|  4,74%
27/4/2016 | 1,91848 1,88 2016 4 27|  2,05%
26/5/2016 | 1,951264 1,77 2016 5 26| 10,24%
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15/7/2016 | 2,813576 2,7 2016 7 15 4,21%
14/9/2016| 3,00475 3,07 2016 9 14 2,13%
27/6/2017 | 2,969312 2,99 2017 6 27 0,69%
8/2/2018 | 2,652525 2,74 2018 2 8 3,19%
11/4/2018 | 2,796304 2,74 2018 4 11 2,05%
25/6/2018 | 2,961207 2,96 2018 6 25 0,04%
23/7/2018 | 2,842205 2,79 2018 7 23 1,87%
14/8/2018 | 2,957153 3,02 2018 8 14 2,08%
6/2/2019| 2,73045 2,58 2019 2 6 5,83%
25/6/2019 | 2,403812 2,31 2019 6 25 4,06%
30/10/2019| 2,295071 2,71 2019 10 30| 15,31%
3/3/2020 | 1,785642 1,78 2020 3 3 0,32%
24/3/2020 | 1,785642 1,73 2020 3 24 3,22%
28/5/2020| 1,78889 1,79 2020 5 28 0,06%
11/6/2020| 1,600581 1,77 2020 6 11 9,57%
24/6/2020 | 1,600581 1,64 2020 6 24 2,40%

Fuente: Elaboracion propia con datos de Kaggle.

4.3.DECISION

Si bien los 3 modelos obtuvieron la métrica del coeficiente de determinacion mayor al 70%, se
prefiere usar al bosque aleatorio regresor con un coeficiente de determinacion mayor al 95% el
cual tomo como variables independientes al mes y afio si nos fijamos en la figura 3.12 donde esta
el mes contra el precio se puede evidenciar una subida de los precios en los meses de invierno en
Europa que aproximadamente empieza en octubre hasta principios de marzo y mediante una
transformacion de la fecha que convertia los meses en nimeros enteros del 1 al 12 nos brindaria

una pista de usar este modelo de bosque aleatorio.

Debido al tamafio de la data es posible caer en un sobre ajuste y una de las bondades del bosque
aleatorio es que tiene menor probabilidad de caer en un sobre ajuste que los otros modelos ya que

su respuesta depende del promedio de las masas aleatorias.
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4.3.1. Discusion de resultados.

En la tabla 4.5 se pondra la discusion correspondiente de los resultados obtenidos por el modelo.

Tabla 4.5: Discusién de resultados.

MODELO | ACCURACY ERROR OBSERVACIONES
PROMEDIO
Regresion 0.97 7.78% Se escogid este modelo debido a que
lineal se tomo como referencia el segundo
multiple link en la parte de 1.2. Antecedentes

que es un trabajo que intentan predecir
el precio internacional del petréleo.

Arbol de 0.96 5.33% Se lo escogié debié a que a que la
decisiéon variable a determinar el precio del gas
regresor natural es un tipo de numero continuo.

Ademds, que se puede ver en las
figuras de 3.12 y 3.13 el precio cambia
bastante segun sea el mes y afo.

Bosque 0.95 5.07% Este modelo es un tipo de arbol de
Aleatorio decisiones pero que toma varios
regresor arboles aleatorios esto ultimo significa

que se reduce la probabilidad de llegar
a un sobre ajuste.

Fuente: Elaboracién propia en Excel con los datos de Kaggle.
Regresion lineal maltiple.

Si bien presenta un accuracy de 0.97 que es bastante bueno, pero al ser alimentado por las variables
m_3 y m_9 que son el promedio de los 3 dias anteriores y 9 dias anteriores resulta que este modelo
no es muy aplicable, esto debid a que si se pasa de este rango de 3 y 9 dias no podra determinar un
precio. Ejemplo si lo queremos determinar para 10 dias en adelante no podra ser posible debido a

que se alimentan de la variable m_3 y m_9.
Arbol de decisién regresor.

El resultado obtenido es bastante bueno como un accuracy de 0.96 y un error de 5.33%, ya que
este modelo se lo uso por la dependencia del precio segun el precio del afio y mes. Lo negativo de

este modelo es que en base de datos grandes como es nuestro caso tiende al sobreajuste.
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Bosque aleatorio regresor.

Sus medidas fueron 0.95 de el accuracy y 5.07% en el error, si el anterior modelo tiende al sobre
ajuste la ventaja que muestra el bosque aleatorio regresor es que genera por defecto 100 arboles
aleatorios y luego saca un promedio para cada precio, razén por la cual se escogié este ultimo

modelo.

4.4.ANALISIS PARA BOLIVIA.

Si bien el desarrollo del presente proyecto de grado se usaron datos de precios internacionales del
gas natural de Kaggle esto debido a que en Bolivia se observé que los datos de los precios no son
tan cuantiosos en cantidad de datos y se los almacenan de manera trimestral y/o mensual causando

una disminucion significativa de los datos.

Se podria predecir el precio del gas natural en Bolivia mediante el bosque aleatorio regresor por

las siguientes razones:

e En épocas como el inverno el pais de la Argentina demanda més gas, tal como se observo
en la figura 3.12 el precio de incrementa en esas €pocas.

e FEl gas natural es un commodity y su precio se ve afectado por la oferta y la demanda
internacional.

e [a quinta adenda suscrita con la Argentina la cual toma el indice de Henry Hub el cual esta
explicado en la ecuacion 6, esta indica que el precio de venta gas boliviano ya se basa en

un parametro internacional ya que Henry Hub es usado en el mercado Nortea americano.

En la figura 4.4 se compara el precio del gas boliviano y el internacional para apreciar su
semejanza, los datos que se pudieron recabar para Bolivia son a partir del afio 2010 hasta el 2016

asi que se compara con dichos afios.
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Figura 4.4: Anélisis en Bolivia y el precio internacional 2010-2016.
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Fuente: Elaboracion propia con datos de Kaggle y HidrocarburosBolivia.com.

En la figura 4.4 se evidencia que existe cierto grado de correlacion con los precios internacionales

que con los precios del gas natural en este caso de exportacion al Brasil y a la Argentina.

4.5.PREDICCION DEL PRECIO FUTURO

Cabe recordar que la prediccion que realizo con anterioridad al momento de entrenar los modelos,
como se evidencia en la figura 3.16 que el comando ‘test size=0.3’ indica que se tomara un 70%
de la base de datos para entrenar el modelo y el 30% restante para su correspondiente evaluacion
de esta misma se calcular parametros como es el error y el coeficiente de determinacién, en este

ultimo una parte del 30% de los datos de evaluacion se pueden reflejar en las tablas 4.2, 4.3 y 4.4.

En puntos anteriores se escogié el modelo de bosque aleatorio regresor como el modelo escogido,

cabe mencionar que tanto los modelos de arboles de decision y bosque aleatorio presentan una
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desventaja la cual es que sus variables independientes no pueden ir mds alld del rango de
entrenamiento, es quiere decir que no podra predecir precios para afios superior al 2021. Pero si
serd capaz de predecir para todos los meses del 2020 ya que la base de datos abarca como maximo

agosto del 2020.

Si bien el 2021 representa una fecha pasada a la fecha de la elaboracién de este proyecto de grado
cabe recalcar que la base de datos abarca hasta agosto del 2020 como la ultima fecha donde se
registro la ultima fecha de precio del gas lo cual se evidencia en la figura 1.4 con el comando ‘tail’
de Python que muestra los ultimos 5 datos por defecto. En la figura 4.5 se alimentard muestro
modelo con 2 variables las que son el mes y el ano, donde deben estar en el mismo orden y
respetando el rango de entrenamiento que se dio por ejemplo para el afio con el rango de 1987
hasta el 2020. En caso de tener una nueva base de datos con precios de estos dltimos afios 2021 y
2020 seria capaz de predecir el precio hasta finales del 2022. Entonces se predecird el precio del
gas natural para los meses de septiembre, octubre, noviembre y diciembre para el afio 2020. Dichas

fechas de septiembre a diciembre del 2020 no forman parte de la base de datos.

Figura 4.5: Prediccion a futuro para el 2020.

° print(bosque_aleatorio.predict([[9,2020]]))

O [2.26829594]
° print(bosque_aleatorio.predict([[10,2020]]))

[2.01215182]
print(bosque_aleatorio.predict([[11,2020]]))

[1.78564249]

print(bosque_aleatorio.predict([[12,2020]]))

> [1.77513199]

Fuente: Elaboracion propia con datos de Kaggle.
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En la figura 4.5 se puede ver que se pasa como pardmetros al modelo llamado ‘bosque_aleatorio’
y gracias al comando ‘predict’ que es una funcioén de python para predecir un valor luego de a ver

entrenado un modelo.

Los datos de septiembre a diciembre para el afio 2020, no estdn en la base de datos original la base

de datos original solo tiene datos hasta agosto de 2020.

En la tabla 4.6 se presentard de forma entendible los resultados de la figura 4.5.

Tabla 4.6: Prediccion de septiembre a diciembre del 2020.

Mes Aio Precio USD/MMBTU
9 (septiembre) 2020 2.27
10 (octubre) 2020 2.01
11 (noviembre) 2020 1.79
12 (diciembre) 2020 178

Fuente: Elaboracion propia en Excel con Datos de Kaggle, 2021.

Si bien el modelo no puede ser capaz de predecir valores con tiempos actuales, si puede predecir
para valores que nunca vio en el momento de su entrenamiento en este caso como septiembre 2020,

octubre 2020, noviembre 2020 y diciembre 2020.

La solucion para predecir precios mds actuales es entrenaron con una base de datos mds actual que

incluya fechas del 2021 y 2022.
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S.

S.1.

A conti

trabajo:

CAPITULO V: CONCLUSIONES Y RECOMENDA CIONES
CONCLUSIONES

nuacion, se detallan las conclusiones obtenidas por el andlisis que se realizé en el presente

Se logro predecir el precio del gas natural internacional para dicha tarea se ejecutaron 3
modelos que fueron: regresion lineal, arbol de decisién y bosque aleatorio donde los 3
muestran ser capaces de predecir el precio del gas ya que muestran un coeficiente de
determinacidn arriba de un 95%.

Regresion lineal maltiple. Este modelo es alimentado por las variables de los promedios
moviles de 3 dias anteriores (m_3) y nueve dias anteriores (m_9), su desventaja que
presenta es que necesitaria dichos datos de tres y nueve dias anteriores para funcionar, es
decir que si usariamos para predecir precios con 10 dias o més de rango este modelo no se
ejecutaria.

Arbol de decisién regresor. Este modelo es alimentado por las variables de mes y afio ya
que estas demostraron mediante graficas que tiene incidencia en el precio es decir que en
ciertos meses es casi habitual un incremento del precio. La desventaja que se noto es que
al ser bastantes datos (5953) tiene una tendencia al sobre ajuste.

Bosque aleatorio regresor. De la misma manera que el darbol de decisiéon este modelo
tomo como variables el mes y el afio. El aspecto favorable de este modelo en comparacion
a un arbol de decision es que este bosque aleatorio genera varios drboles aleatorios y saca
un promedio de la respuesta para presentar por este motivo tiene menor probabilidad a
caer en un sobre ajuste. Este modelo solo puede predecir precios hasta diciembre del 2020

lo cual se lo demostré en la figura 4.5.
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La base de datos solo presento 1 dato nulo el que tenia de fecha 2018-01-05 el cual se lo
reemplazo por la media de sus intervalos.

Regresion lineal miiltiple. En este modelo se presenta la existencia datos nulos
provenientes de medias anteriores se generé mas valores nulos, en dicho caso por no tener
valores en su cabeza se procedié a eliminar todas las filas que tenfan valores NAN
aproximadamente fueron 9 filas.

Arbol de decisién regresor. Al aplicar este modelo no se obtuvieron més valores nulos.
Bosque aleatorio regresor. Al aplicar este modelo no se obtuvieron mds valores nulos.
Se desarrollaron los modelos planteados de aprendizaje automético de Regresion lineal,
arbol de decisiones y bosque aleatorio cabe destacar que la manera de alimentar a cada
modelo fueron distintas, salvo en el arbol de decision y bosque aleatorio.

Las graficas que se propusieron denotaron la explicacion del precio del gas natural unas
mads que las otras, sin duda las estaciones el afio juegan un papel importante dichas graficas
estdn en ANEXOS.

Se obtuvo la métrica para cada modelo que fueron superiores al 95% que es el coeficiente
de determinacion.

El modelo que se escogi6 fue el de bosque aleatorio regresor debido a que marcaba un
coeficiente de determinacion de 95 %, al formarse varios arboles de decisién posee menor

probabilidad de caer en un sobre ajuste.
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5.2.RECOMENDACIONES

- Las recomendaciones para aplicar el modelo serian las siguientes:

Regresion lineal maltiple. Al ser alimentados de promedios méviles poseen un rango
pequefio de predicciéon ya que los promedios méviles son alimentados por precios
anteriores del gas natural.

Arbol de decisién regresor. Para disminuir la probabilidad de caer en un sobre ajuste
posiblemente se deberia tomar solo los ultimos 10 afios.

Bosque aleatorio regresor. Al ser el modelo escogido se tiene pocas recomendaciones
una podria ser trabajar con un mayor numero de drboles.

- Se recomendaria que tomen de base esta documentacidn se deberia actualizar la data, la
complejidad estaria en hacer crear un Bot para realizar Web Scripting en distintas paginas
donde se cotizan los precios de las materias primas. Para ser almacenadas en la nueva data,
es decir que la data se actualice cada dia.

- Crear una pagina Web o un programa conectado a internet para que los interesados de la
prediccién del Precio del Gas Natural puedan poner una fecha, para que la pagina y/o
programa sea capaz de predecirle el precio.

- La implementacion de otros modelos de series temporales como ARIMA y/o
AUTOARIMA.

- Cabe recalcar que el Precio del Gas Natural es muy susceptible a presentar varias y bruscos
cambios de precio debido a geopolitica mundial. El modelo plateado en este trabajo es una
ayuda en la prediccion, ya que el Gas puede alcanzar picos altos como bajos debido a lo

anterior descrito.
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Implementacion de una cultura de datos y la importancia que estos tienen hoy en dia,
hubiera sido un mejor caso de estudio si tuviéramos los datos de por ejemplo el precio de
venta de Gas al Brasil, venta a la Argentina para cada dia, trimestral o anual.

Implementacion de aprendizaje automatico en la industria energética del pais, e incentivar
a los profesionales y futuros profesionales de las habilidades que aporta las tecnologias

inteligentes.
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ANEXOS:

Modelo de regresion lineal multiple

Predichos

3.960552 1997-01-21 3.960000 3.951111
3.021740 1997-01-24 3.000000 3.692222
2.950882 1997-01-31 2940000 2.964444
2.633419 1997-02-05 / 2616667 2.803333

2600177 1997-02-07 - 2583333 2.756667

5944 2412948 2020-08-20 - 2.400000 2.243333

5947 2450139 2020-08-25 2436667 2.331111

5948 2512714 2020-08-26 , 2.500000 2.385556
5951 2514160 2020-08-31 - 2.500000 2.470000

5952 2442498 2020-09-01 2426667 2.453333

1784 rows x 5 columns

Grafica de comparacion entre los valores reales y predichos del modelo de regresion linea

multiple
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Modelo de arbol de decision

Predichos year month day

3.562500 1997-01-08
3.562500 1997-01-13
3.562500 1997-01-20
3.562500 1997-01-23

3.562500 1997-01-27

5931 2.351875 2020-08-03
5932 2351875 2020-08-04
5938 2.351875 2020-08-12
5944 2.351875 2020-08-20
5951 2.351875 2020-08-31

1786 rows x 6 columns

Grafica de comparacion entre los valores reales y predichos del modelo de arbol de decision
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Modelo de bosque aleatorio

Date
1997-01-08
1997-01-13
1997-01-20
1997-01-23

1997-01-27

2020-08-03
2020-08-04
2020-08-12
2020-08-20

2020-08-31

Predichos

3.50576
3.50576
3.50576
3.50576

3.50576

2.35230
2.35230
2.35230
2.35230

2.35230

1786 rows x 5 columns

Price year

month day

Grafica de comparacion entre los valores reales y predichos del modelo de bosque aleatorio
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Ecuacion regresion lineal simple.

° print('El valor de la intersecci s (A): ', regresion_lineal.intercept_ )
print('El valor de la pendiente es (B): ', regresion lineal.coef )

El valor de la interseccion es (A): [©.83859385]
El valor de la pendiente es (B): [[©.97331216 ©.01711965]]

Figura del Arbol de decisién

Nota. Se puede evidenciar la existencia de el arbol de decision, debido al tamafio de la Data mas

de 5000 datos no se puede colocar en una imagen que sea mas visible en una sola hoja.
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Figura de Bosque Aleatorio
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NOTA. Como se indic6 en el la memoria de desarrollo se formaron mds de 100 drboles por

defecto, solo se procedi6 a graficar unos ejemplos debido a la redundancia del mismo.
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Cédigo regression lineal multiple

import pandas as pd

import numpy as np

import matplotlib.pyplot as plt

import seaborn as sns

from sklearn.linear model import LinearRegression

from datetime import datetime

df dia = pd.read csv('dia.csv')

display(df dia.info())

promedio 8 dias = df dia.loc[5280:5289, ['Price']]

promedio = promedio 8 dias.median()

df dia = df dia.fillna(value=promedio)

df dia['m 3'] = df dia['Price'].shift(l).rolling(window=3) .mean ()
df dia['m 9']= df dia['Price'].shift(l).rolling(window=9) .mean ()
df dia = df dia.dropnaf()

X = df dial[['m 3','m 9']]

y = df dia[['Price']]

from sklearn.model selection import train test split
#ENTRENAMIENTO CON EL 70%

X train, X test, y train, y test = train test split(X,y,test size = 0.30,
random_state=0)

regresion lineal = LinearRegression()
regresion lineal.fit (X train,y train)

regresion lineal.score(X test,y test)
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Cédigo de arbol de decisiones

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt

df dia = pd.read csv('dia.csv')

df dia['year'] = pd.DatetimeIndex(df dia['Date']) .year

df dia['month'] = pd.DatetimeIndex(df dia['Date']) .month
df dia['day'] = pd.DatetimelIndex(df dia['Date']) .day

df dia.drop('Date', axis=1l, inplace=True)

df dia['Price'].fillna(df dia['Price'].mean(),inplace=True)
y = df dia[['Price']]

X = df dial['day', 'month', 'year']]

from sklearn.model selection import train test split

X train,X test,y train,y test=train test split(X,y,test size=0.3,random st

ate=0)

from sklearn.tree import DecisionTreeRegressor
dtr=DecisionTreeRegressor ()
dtr.fit (X train,y train)

from sklearn.metrics import r2 score
y_pred=dtr.predict (X test)

y_pred

accuracy=r2 score(y test,y pred)

accuracy
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Cédigo de bosque aleatorio

import numpy as np
import pandas as pd
import matplotlib.pyplot as plt

df dia = pd.read csv('dia.csv')

df dia['year'] = pd.DatetimeIndex(df dia['Date']) .year

df dia['month'] = pd.DatetimeIndex(df dia['Date']) .month
df dia['day'] = pd.DatetimelIndex(df dia['Date']) .day

df dia.drop('Date', axis=1l, inplace=True)

df dia['Price'].fillna(df dia['Price'].mean(),inplace=True)
y = df dia[['Price']]

X = df dial['day', 'month', 'year']]

from sklearn.model selection import train test split

X train,X test,y train,y test=train test split(X,y,test size=0.3,random st

ate=0)

from sklearn.tree import RandomForestRegressor
dtr= RandomForestRegressor ()
dtr.fit (X train,y train)

from sklearn.metrics import r2 score
y_pred=dtr.predict (X test)

y_pred

accuracy=r2 score(y test,y pred)

accuracy
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