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RESUNEN

PREDICCION DEL CONSUMO DEL AGUA POTABLE DE LA CIUDAD DE
LA PAZ APLICANDO REDES NEURONALES Y LOGICA DIFUSA

Con el avance de la ciencia, es pertinente aplicar nuevos modelos a teorias ya
desarrolladas, en este caso se toma en cuenta proyecciones de consumo de agua, para

predecir el consumo de agua en la poblacion de la ciudad de La Paz.

Se describen los fundamentos de las Redes Neuronales Artificiales y Logica Difusa, en
cuanto a sus caracteristicas, modelos y aplicaciones mas importantes. A si mismo se
realiza estudios sobre las variables que intervienen para el entrenamiento de la red

neuronal, para la prediccion del consumo de agua.

Se aprovecha las capacidades de prediccion y clasificaciones de la Redes Neuronales
Artificiales y la Logica Difusa para maximizar los resultados de la prediccion del
consumo de agua potable de las redes neuronales, con un margen de error del menos del

5%, mejorando a si la eficacia de la prediccion.

El estudio desarrollado se lo realiza con datos de la ciudad de La Paz, empleado para los
calculos el software de aplicacion Matlab 7.0, una herramienta Gtil en el manejo de los
modelos que presenta la Inteligencia Artificial.



ABSTRACT

PREDICTION OF THE CONSUMPTION OF THE DRINKABLE WATER OF THE
CITY OF THE PEACE APPLYING NETS NETWORKS AND DIFFUSE LOGIC

With the advance of the science, it is pertinent to already apply new models to theories
developed; in this case he/she takes into account projections of consumption of water, to
predict the consumption of water in the population of the city of The Peace.

The basics of the Nets Artificial Networks and Diffuse Logic are described, as for their
characteristics, models and more important applications. To if same he/she is carried out
studies on the variables that intervene for the training of the net Networks, for the
prediction of the consumption of water.

He/she takes advantage the prediction capacities and classifications of the Nets
Artificial Networks and the Diffuse Logic to maximize the results of the prediction of
the consumption of drinkable water of the nets Networks, with an error margin of the
one less than 5%, improving to if the effectiveness of the prediction.

The developed study is carried out it with data of the city of The Peace, employee for the
calculations the application software Matlab 7.0, an useful tool in the handling of the
models that presents the Artificial intelligence.
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1

Marco Referencial

Resumen
En este capitulo se proporcionan una introduccion y antecedentes al
tema. Se describe el planteamiento del problema, los objetivos, la

hipdtesis, justificacion y alcances.

1.1 INTRODUCCION

Como en muchos tiempos el agua es un recurso muy importante para la sobrevivencia
del ser humano, el ser humano no puede estar sin beberla mas de cinco o seis dias sin
poner en peligro su vida. [Jiménez, 2000]Por diversas razones en los ultimos tiempos el
agua haempezado a disminuir mas que todo por el cambio climatico. Tal factor hace
que el agua apta para el consumo del ser humano se vea disminuda, razon por el cual
se debe realizar un cuidado de este recurso. Lo que conlleva a solucionar problemas
como el de desabastecimiento, captacion de agua en represas, planificacion, mejor uso
de recursos hidraulicos y otros problemas que sea relacionada con la misma, mas con el
problema geografico que presenta la cudad de La Paz lo que hace muy dificultosa el
transporte de agua potable.

Las series de tiempo son datos estadisticos que se recopilan, observan o registran en
mtervalos de tiempo regulares (diario, semanal, semestral, anual, entre otros). El término
serie de tiempo se aplica por ejemplo a datos registrados en forma periodica que
muestran, por ejemplo, las ventas anuales totales de almacenes, el valor trimestral total
de contratos de construccidn otorgado. [Sepulveda, 2007]

Una herramienta muy util para las predicciones de tiempo son las redes neuronales. En
las ltimas décadas las Redes Neuronales Artificiales han recibido un interés particular
como una tecnologia para mineria de datos, puesto que ofrece los medios para modelar

de manera efectiva y eficiente problemas grandes y complejos. [Matich, 2001 ]



Los modelos de Redes Neuronales Artificiales son dirigidos a partir de los datos, es
decir, son capaces de encontrar relaciones (patrones) de forma inductiva por medio de
los algoritmos de aprendizaje basado en los datos existentes mas que requerir la ayuda
de un modelador para especificar la forma funcional y sus mteracciones.

En aéreas de tratar la incertidumbre la /dgica difusa es una herramienta muy util, debido
a que los valores de verdad no-deterministas utilizados en la logica difusa tienen una
connotacidn de incertidumbre, por lo que se equipara la incertidumbre con la difusidad,
es decir, con la propiedad de indetermumsmo, por lo tantoun elemento, puede estar lleno
de incertidumbre eso no quiere decir que los valores de verdad asumidos por emunciados
no deterministas sean desconocidos, de hecho, lo difuso puede entenderse como la
posibilidad de asignar mas valores de verdad a los aminciados de falso o verdadero e
mncluso en determinadas areas de conocimiento estos enunciados van asociados a valores
de verdad que son grados de veracidad o falsedad.[Choque, 2002]

En el presente trabajo se realizara el desarrollo de un modelo de prediccion del consumo
de agua, para ello se utilizara las redes neuronales para realizar predicciones en
untiempoz la utilizacion de la 1égica en los datos predichos por la red neuronalofrecera
un resultado mas confiable. E1 modelo desarrollado prestara informacion, confiable que

ayudara en la planificacion y toma de decisiones.
1.2 ANTECEDENTES

Estudios realizados sobre el consumo de agua por organizaciones ¢ instituto de
estadisticas.

La poblacion de las ciudades de los paises en desarrollo crece de forma alarmante, lo
que genera un aumento de la demanda muy por encima de las capacidades de los
servicios y de la infraestructura de abastecimiento y saneamiento de agua, hoy en dia
msuficientes. Segun el Informe de las Naciones Unidas sobre el desarrollo de los
recursos hidricos en el mundo, en el 2050, al menos una de cada cuatro personas vivira
en un pais con escasez cronica o recurrente de agua. [ONU, 2006]

La Organizacion Mundial de la Salud (OMS) considera que la cantidad adecuada de
agua para consumo humano (beber, cocinar, higiene personal y hmpieza del hogar) es de

50 /hab-dia. A estas cantidades debe sumarse el aporte necesario para la agricultura, la



mdustria y, por supuesto, la conservacion de los ecosistemas acuaticos, fluviales y, en
general, dependientes del agua dulce. Teniendo en cuenta estos parametros, se considera
una cantidad minima de 100 Vhab-dia. [INE, 2008]

En Bolivia la proyeccion de crecimiento para el 2008 es superior a los 45.000 usuarios
del servicio de agua potable domiciliario, de este total el 98 por ciento corresponde a la

categoria doméstica y un dos por ciento esta distribuido entre la industria y el comercio.

[INE, 2008]

Estudios realizados en universidades del exterior.

Modelo de Prondstico del Consumo de Agua Potable. M.I., Francisco Aguilar Ortega.
Centro de Estudios Multidisciplinarios, UAZ, 2000.

El estudio realizado sobre el consumo de agua utilizando técnicas de la teoria de
estadistica el cual buscan que los modelos multivariables presentan las mejores
correlaciones con probabilidades significativas donde las variables como la temperatura
maxima Yy tipo de conexion son las que mas implican en el consumo de agua.

Pronédsticos en el mercado de derivados utilizando redes neuronales y modelos ARIMA:
una aplicacidon al Cete de 91 dias en el MexDer., Ivin Cruz Torres, Facultad de
Contaduria y Administracion Universidad Autonoma México, 2006.

Realiza un estudio de las redes neuronales y el modelo Arima, para hacer predicciones
del comportamiento financiero, la gran importancia de saber el comportamiento de
determinado activo financiero o instrumento derivado en un futuro permite tomar
previsiones para evitar tomar riesgos innecesarios o tener la oportunidad de obtener
mayores beneficios que la mayoria de las personas no puede aprovechar.

Desarrollo de un modelo de Redes Neuronales para Predecir la resistencia a La
compresion y la resistividad del concreto, Ing. Juna Manuel LizarazuMarraga,
Universidad Nacional de Colombia, 2006.

Desarrolla un modelo de redes neuronales para predecir la resistencia la compresion y
resistividad del concreto y con un programa experimental de 41 mesclas de concreto con
diferentes caracteristicas para medirla resistencia de la compresion, la velocidad de
sonmdo ultrasonico, el peso unitario, y la resistividad eléctrica de las probetas del

concreto a los 28 dias transcurridos.



Demanda de Agua en Zonas Urbanas en Andalucia, Dra. Francisca Daza Sanchez,
Umniversidad Cordoba, Departamento de Estadistica, Econometria, .O. y Organizacion de
Empresas, 2008.

Se realiza un analisis de la demanda de agua urbana en Andalucia, partiendo de los datos
de consumo de agua en una zona urbana, tanto global como desagregada,
correspondiente al periodo 1984-2007. Asi mismo se desarrolla una nueva metodologia

que resulta fundamental para obtener predicciones de demanda con mayor precision.

Algunos temas relacionados al trabajo y desarrollados en la Universidad Mayor de San
Andrés.

-Tesis. Prediccion en Series de Tiempo con Redes Neuronales. Lic. Rosalia Arista
Matinés, UMSA, 1988.

Redes neuronales en la prediccion de Series de Tiempo, cuyo propdsito es utilizar a la
redes neuronales artificiales para predecir series de tiempo cadticos, esto usando
diferentes tipos de arquitecturas de redes neuronales.

-Tesis. Prediccidn de la Demanda Eléctrica utilizando Redes Neuronales Artificiales.
Lic. Juan Pablo Quispe Poma, UMSA, 2005.

Realiza un trabajo con Redes Neuronales Artificiales como instrumento de modelizacidon
y prediccion de la demanda eléctrica, poniendo de relieve la superioridad mostrada por
las mismas en el modelado de los fendmenos no-lineales, que permutird predecir la
evolucidn de la demanda horaria de energia eléctrica en la ciudad de La Paz.

- Tesis. Redes Neuronales y Logia Difusa en la Prediccion del Crecimiento de una
Matricula Estudiantil-Docente. Lic. Freddy Mendoza Quispe, UMSA, 2007.

En este trabajo se realiza un trabajo sobre la prediccion del crecimiento de una matricula
estudiantil, a corto y mediano plazo. Para ello se aplica las redes neuronales y la ldgica
difusa, para determinar la cantidad de personal docente necesario para cubrir el

crecimiento de la matricula estudiantil.



1.3 PLANTEAMIENTO DEL PROBLEMA

1.3.1 PROBLEMA PRINCIPAL

El crecimiento de una poblacion que demanda cada vez mas agua para satisfacer sus
necesidades, requiere de una mayor responsabilidad en el estudio del consumo del agua
y uso de los avances tecnoldgicos que permitan hacer uso eficiente y sustentable del
recurso del agua, ya que el agua constituye la vida misma. Por otro lado, el clima y las
condiciones socioecondmicas de la poblacion tienen una gran influencia sobre los
patrones de consumo de agua para una poblacion. Los factores como crecimiento
poblacional, temperatura, operan de una manera independiente o combinada, aunados a
los aspectos culturales, socioecondmicos como estrato social, y el bienestar social. Pocos
estudios realizados sobre la estimacion del consumo de agua hace notar una deficiencia a
la hora de una buena distribucion del agua, métodos estadisticos y matematicos no
brindan una suficiente mformacion veridica o estimacion confiable del consumo de

agua. Lo que hace notar que la informacion que se cuenta no es muy buena.

Por lo tanto como no hay mucha informacion del consumo de agua a futuro se ve por
necesario realizar un modelo predictivo dela demanda del consumo de agua potable

utilizando redes neuronales y logica difusa.

1.3.2 PROBLEMA ESPECIFICOS

e DPor falta de una informacién mas precisa sobre el consumo de agua potable
existe una deficiencia en la distribucion adecuada del agua hacia la ciudad de La
Paz. [Qurroz, 2009]

e La captacion de volumenes de agua en represas es inadecuada por no tener una
informacion de la cantidad de consumo en un tiempo presente, se debe hacer
notar que las represas son alimentadas por los deshielos de los grandes glaciares
y no se tiene un aprovechamiento en la captacion de agua de las vertientes, posos
0 rios cercanos, y como no hay un cudado en la distribucion del agua potable
hacia la ciudad, las represas tienden a disminuir lo que puede llevar a la no

continuidad de la distribucion del agua potable.



e La poca informacidn sobre el consumo de agua repercute en la planificacion de
recursos, como en la construccidon de nuevas represas, prevision, mejoramiento
de recursos hidraulicos que mejore la distribucion de agua potable, y toma de
decisiones.

e Los pocos estudios sobre el consumo de agua hacia fituro hace que no se tenga
buena informacion del consumo promedio de agua que consume la ciudad
llevando a la ineficacia en la distribucion del agua.

e Tratamiento msuficiente de factores exdgenos y enddgenos como el chima,
crecimiento de la poblacion, consumo del agua por parte de la poblacion, hacen
que a la hora de realizar calculos estadisticos el resultado no sea la éptima.

e La informacién provista por métodos estadisticos y matematicos son limitados ya
que no contemplan con una retroalimentacion de variables que fluctiian en el
tiempo como el crecimiento poblacional y o el factor climatoldgico, a si que
estos métodos estadisticos y o matematicos realizan estimaciones que no son de
las mejores.

e Todo este factor lleva a que exista desabastecimiento de agua hacia la poblacion,

llevando al perjuicio a los ciudadanos, empresas y otros.

1.4 HIPOTESIS

La aplicacion de redes neuronales y logica difusa al consumo de agua potable, permitira

predecir la demanda del agua en los siguientes afios, con una efectividad del 60%.

1.5 OBJETIVOS
1.5.1 OBJETIVO PRINCIPAL

Predecir la demanda del consumo de agua potable en la ciudad de La Paz por medio de

un modelo de red neuronal y logica difusa.



1.5.2 OBJETIVOS ESPECIFICOS

e Proporcionar informacion adecuada para la planificacidn y distribucion del agua
potable con los resultados obtemidos por el modelo de red neuronal y légica
difusa..

e Considerar variables como el cambio climatico, crecimiento  poblacional,
conexiones de agua a domicilio y empresas, utilizadas para la prediccion del
consumo de agua.

e Construir un prototipo de software con base en el modelo de red neuronal y
logica difusa.

e Analizar los resultados obtenidos por la red neuronal, con la 1égica difusa para

obtener resultados mas confiables.
1.6 JUSTIFICACION
1.6.1 Justificacion técnica

Se justifica técnicamente, por el desarrollo de un prototipo computacional basado en
redes neuronales artificiales y logica difusa, para ello no es necesario equipos ni
herramientas sofisticadas, bastara con un equipo computacional PENTIUM IV o
superior, puesto que ella sera instalada el programa Matlab 7.0, que dispone de un
amplio abanico de programas de apoyo especializado, denominado toolbox', que tiene
varias funciones incorporadas, que en la actualidad cubren muchas areas del mundo de
la ingenieria y la simulacidon, como ser procesos de imagenes, estadisticas, matematica

simbolica, redes neuronales, 16gica difiisa, sistemas neuro-difusos, ente otros.
1.6.2 Justificacion Social

Se plantea el desarrollo de un modelo predictivo que sea util a las personas involucradas
en la toma de decisiones dentro del gobierno mmunicipal, prefectura, EPSAS®tales

decisiones ayudaran a la correcta planificacion e inversion de recursos, como también a

JHerrammntas para realizar clculos estadisticos Proporciona una Unicamezela de facilidad gréafica de uso y programabilidad Los
despliegues graficos interactivos le permiten aplicar métodos estadisticos facilmente y de forma conststente

%mpresa Publica Social de Agua y Saneamitento



la prevencion en cuanto al almacenamiento y abasto de agua que se tendra que tener,

ayudando a asi a la poblacion a no sufrir de desabastecimiento mni cortes de agua.
1.6.3 Justificacion Economica

Esta justificado economicamente por ser de utilidad a las autoridades del gobierno
mumnicipal, prefectura y EPSAS, ya que con la informacion que brinde el modelo de
prediccion del consumo de agua potable, las personas encargadas en aspectos
financieros, tendran una informacion que sera de gran ayuda a la hora de tomar

decisiones, en la planificacidn e inversiones de recursos econdmicos.
1.7 LIMITES Y ALCANCES
Los limites para el trabajo son:

Los estudios involucrados como los procesos de prediccion llevaran a la culminacion de
la demostracion de la hipotesis que estd relacionado con la adopeion de las redes
neuronales y la 1dgica difusa en las metodologias de la investigacion, puede haber otras
formas de encarar la incertidumbredentro de un prondstico el cual no se discutira en esta

tesis, como el modelo matematico, modelo de simulacion, modelos formales.
El estudio realizado estara enmarcado enla ciudad de La Paz.

Se analizaran los métodos basados en la prediccidn, basada en series de tiempo porque
es de gran interés practico, permite conocer un margen de error pequenio, valores futuros
de una serie basado en sus valores pasados. Una seriec de tiempo discreta es una
secuencia cronologica de observaciones de uma variable particular. Cuyo objetivo es
predecir valores futuros de una serie a partir de valores pasados. [Bowerman&O' Connel,
1993]



Se utilizaran para el estudio las variables X, de las cuales se tomaran las variables que

mas aporten en el consumo de agua, en la siguiente tabla se muestran las variables:

Tabla 1. Variables de estudio

X | Variables Descripeion

1 | Poblacion Es el mumero total estimado de personas que viven en
la ciudad de La Paz

2 | cantidad de consumo de | Es la cantidad en metros cubicos de agua consumidos

agua por parte de la poblacidn

3 | tiempo Sonlos datos estimados de célculos pasados del
consumo de agua y el futuras estimaciones

4 | disposicidn del agua Cantidades de agua disponibles en represas de
almacenamiento de agua

5 | clima Cambios en el tiempo climatico como precipitaciones
pluviales, humedad, temperatura y contaminacion

6 | precio Es el monto estimado de gasto que el consumidor

paga por ¢l total de agua consumida

Fuente: Elaboracion propia
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Marco Teorico

Resumen

En este capitulo se proporcionan los conceptos basicos del agua, la
importancia del agua en el ser humano. Posteriormente se analiza las
redes Neuronales Artificiales v la [dgica Difusa, su definicion,
caracteristicas, elementos, finalmente se define la integracion de la

logica difusa con las redes neuronales.

2.1 EL AGUA

El agua es un componente de nuestra naturaleza que ha estado presente en la Tierra
desde hace mas de 3.000 millones de afios, ocupando tres cuartas partes de la superficie
del planeta. Su naturaleza se compone de tres atomos, dos atomos de hidrogeno, y uno
de oxigeno que umdos entre si forman una molécula de agua (Ver. Fig. 1), en la tabla
periddica se simboliza como H,O, la unidad mimima en que ésta se puede encontrar. La
forma en que estas moléculas se unen entre si determinaréa la forma en que encontramos
el agua en nuestro entorno; como liqudos, en lluvias, rios, océanos, etc., como solidos

en témpanos y nieves o como gas en las nubes. [TAMA, 2000]
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Fig.1 Molécula de Agua

. Atomo de Oxigeno

|

‘ﬁ« 1 U‘

Atomo de Hidrégeno  Atomo de Hidrégeno

H,0
Fuente: [[AMA, 2000]

2.1.1 El agua en la vida humana
El agua es el principal e imprescindible componente del cuerpo humano. El ser humano

no puede estar s beberla mas de cinco o seis dias sin poner en peligro su vida. El
cuerpo humano tiene un 75 % de agua al nacer y cerca del 60 % en la edad adulta.
Aproximadamente el 60 % de este agua se encuentra en el interior de las células (agua
mtracelular). El resto (agua extracelular) es la que circula en la sangre y bania los tejidos.
[Utz, 2003]

Para evitar desérdenes, el cuerpo necesita alrededor de siete litros diarios de agua; la
cantidad exacta variara en funcion del nivel de actividad, la temperatura, la humedad y
otros factores. La mayor parte de esta agua se absorbe con la comida o bebidas, no se ha
determinado la cantidad exacta de agua que debe tomar un individuo sano, aunque una
mayoria de expertos considera que unos 6-7 vasos de agua diarios (aproximadamente
dos litros) es el minimo necesario para mantener una adecuada hidratacion. [Utz, 2003]
La hteratura médica defiende un menor consumo, tipicamente un litro de agua diario
para un individuo varén adulto, excluyendo otros requerimientos posibles debidos a la
pérdida de liquidos causada por altas temperaturas o ejercicio fisico. [Williams &Wilkin,
2003]

En la historia muestra que las civilizaciones primitivas florecieron en zonas favorables a
la agricultura, como las cuencas de los rios. Es el caso de Mesopotamia, considerada la
cuna de la civilizacién humana, surgida en el fértil valle del Eufrates v el Tigris; vy

también el de Egipto, una espléndida civilizacion que dependia por completo del Nilo y
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sus periddicas crecidas. Muchas otras grandes ciudades, como Rotterdam, Londres,
Montreal, Paris, Nueva York, Buenos Aires, Shanghai, Tokio, Chicago o Hong Kong
deben suriqueza a la conexidn con alguna gran via de agua que favorecid su crecimiento
y su prosperidad. [Crespo, 2006]

Como vemos el agua es la vida misma para la supervivencia del ser vivo.

2.2 DISPONIBILIDAD MUNDIAL DE LOS RECURSOS HIDRICOS

El agua es el elemento mas importante en la Tierra: el 71% de nuestro Planeta es agua
pero el 97.5% de los recursos hidricos es agua salada. EI volumen total de agua es de
aproximadamente 1.400 millones de km3, de los cuales solo el 2,5%, o alrededor de 35
millones de km3, corresponde al agua dulce. [Shiklomanov, 1999]

2.2.1Ubicacion y Distribucion

La mayor parte del agua dulce (68.7%) se presenta en forma de hielo (glaciares) o nieves
eternas, ubicados en la region antartica y en Groenlandia, o en profundos acuiferos de
aguas subterraneas. Las principales fuentes de agua para uso humano son los lagos, rios,
la humedad del suelo y cuencas de aguas subterraneas relativamente poco profundas. La
parte aprovechable proveniente de esas fuentes es aproximadamente de solo 200.000
km3 de agua, es decir menos del 1 por ciento del total de agua dulce y solo el 0,01 por
ciento de toda el agua del planeta, en la tabla 1 se puede apreciar los porcentajes entre

agua dulce y salada .[Marin& Alonso, 2005]
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Tabla 2. Volumen de agua disponible en el mundo

Volumen | % del total de | % del total de

R (1.000 km3) agua agua dulce
Agua salada
Océanos 1.338.000 96.54%
Aguas subterranes salinas / salobres 12.870 0.93%
Lagos de agua salada 85 0.01%
Aguas Continentales
Glaciares cubierta de nieve permanente 24.054 1.74% 68.70%
Agua dulce subterrdnea 10.530 0.76% 30.06%
Hielo del suelo, gelisuelo 300 0.02% 0.86%
Lagos de agua dulce 91 0.01% 0.26%
Humedad del suelo 17 0.001% 0.05%
Vapor de agua atmosférica 13 0.001% 0.04%
Pantanos, humedales* 12 0.001% 0.03%
Rios 2 0.0002% 0.01%
Incorporados en la biota* 1 0.0001% 0.003%
Total de agua 1.385.984 100.00%
Total de agua dulce 35.029 100%

Fuente: [Marin& Alonso, 2005]

La gran parte de esa agua disponible esta ubicada lejos de las poblaciones humanas, lo
que complica aun mas las cuestiones relativas al aprovechamiento del agua.

La recarga de agua dulce depende de la evaporacion proveniente de la superficie de los
océanos. Cerca de 430,000 km3, se evaporan de los océanos cada afio. Otros 70,000 km3
se evaporan de la tierra. Alrededor del 80% del total de las precipitaciones, es decir,
alrededor de 390,000 km3/afio, cae en los océanos y los restantes 110,000 km3/afio,
sobre la tierra. La diferencia entre la precipitacion sobre la superficie terrestre y la
evaporacion de esa superficie (110,000 km3 menos 70,000 km3 por afo) son las
escorrentias, de aproximadamente 40,000 km3 por afio. [Gleick, 1993]

La figura 2, se muestra un calculo aproximado del balance hidrolégico anual medio de
las principales zonas continentales, con inclusidn de precipitaciones, evaporacion y
escorrentias. Mas de la mitad de las escorrentias totales ocurren en Asia y América del
Sur, y una gran proporcion, en un solo rio, el Amazonas, que lleva mas de 6,000 km3 de

agua por afno.[Marin& Alonso, 2005]
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Fig.2 El Ciclo Hidroldgico
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Fuente: [[Marin& Alonso, 2005]]

La distribucidn del agua es muy desigual, no solo entre distintos paises del mundo, sino
entre regiones de un mismo pais. Asi en Europa, Espafia es un ejemplo de esta
desigualdad, e incluso paises ricos en este recurso como es Brasil, tiene regiones en el
noreste con una gran escasez. La desigual distribucion del agua y su dotacion es
extrema, basta con comparar algunas regiones del plancta. Canada, con una poblacion
del orden del 2.5% que de la de China, tiene aproximadamente la misma cantidad de
agua que ¢sta. Asia, cuya poblacion es aproximadamente el 60% de la poblacion total
mundial, solo dispone del 36% del agua dulce que fluye por el mundo y de esta cantidad,
el 80% se contamina por inundaciones que se producen, en la figura 3 se muestra el agua

disponible para el consumo y la poblacion distribuida por regiones. [UNESCO, 2002]
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Fig. 3 Disponibilidad de Agua y Poblaciéon
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Fuente: [Marin& Alonso, 2005]
En el altimo siglo la poblacion se ha cuadruplicado, mientras que el consumo de agua
doméstico se ha multiplicado por nueve y el consumo para usos industriales se ha
multiplicado por cuarenta. La disminucion de las reservas de agua se vera agravada con
el aumento de la poblacidn mundial, estimada en alrededor de un 40% sobre 1a actual en
los préximos 25 afios (segun las Naciones Umnidas: de los 6,000 millones de habitantes

actuales, se pasara a 8,300 en el afio 2025). [Foster, 2006]

2.2.2 La Demanda de Agua en el Mundo

Nos agradaria pensar que el agua del planeta es inagotable. Pero este planteamiento es
tragicamente erroneo. El caudal de agua dulce no alcanza ni la mitad de un uno por
ciento de toda el agua de la tierra. Lo demas es agua salada, o forma parte de los hielos
polares. El agua dulce inicamente se remieva por la lluvia, que cae a un ritmo de 40.000
a 50.000 kildmetros cubicos al afio. Pero debido a la congestion de las grandes urbes, a
la deforestacion, al desvio de las aguas por necesidades de irrigacion agricola, hasta esta
infima parte de agua dulce esta desapareciendo a la par que se va secando la superficie
de la tierra; a este ritmo, el agua de todas las cuencas de los rios de todos los continentes

1ra agotandose de manera ininterrumpida. [Barlow, 2001]
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El consumo mundial del agua dobla cada veinte afios, es decir a un ritmo dos veces
mayor que el del crecimiento de la poblacién humana. Segun las Naciones Unidas, el
agua potable ya escasea para mil millones de personas. De seguir asi, de aqui al afio
2025, la demanda de agua dulce llegara a superar la dispomble hoy dia en un 56 por
ciento. [Barlow, 2001]

A medida que se va intensificando la crisis del agua, los gobiernos del mundo entero
presionados por las grandes multinacionales estan abogando por una solucion radical: 1a
privatizacion, la reificacidon y el desvio masivo de las aguas. Los partidarios de este
sistema opinan que esta seria la tinica manera de poder abastecer a los lugares del mundo
donde se padece sed. Pero, sabemos por experiencia que la venta del agua en un
mercado abierto no sirve para colmar las necesidades de los pobres y sedientos. Muy al
contrario, el agua privatizada termina en manos de quiénes pueden pagar por ella, tales
como las personas y ciudades pudientes, y las industrias que hacen un uso intensivo del
agua, entre las que cabe mencionar la agricultura y la alta tecnologia. "El agua fluye rio
arriba, hacia el dinero”, como comenta un residente en pleno desierto de Nuevo México,
cuando el agua de su localidad fue desviada para uso y beneficio de una industria de alta

tecnologia. [Barlow, 2001]

2.3 DEMANDA DE AGUA EN BOLIVIA

En Bolivia, igual que en otros paises, se observa una creciente demanda por el uso del
agua. Las demandas para consumo humano y sancamiento, uso agropecuario, industrial
y otros, se incrementan cada vez mas y generalmente, no se respeta la prioridad del uso
para consumo humano y riego, generando y profundizando conflictos relacionados al
acceso, aprovechamiento y derechos sobre el recurso. El uso ineficiente de los recursos
hidricos, en cuanto a su utilizacion y su aprovechamiento es otro problema. En el sector
de agua potable y saneamiento, existen problemas expresados en indicadores técnico
financieros, que reflejan pérdidas fisicas y perdidas comerciales (agua no contabilizada y
no facturada) por el uso indiscriminado del agua potable. [PND, 2005]

En las siguientes tablas 2 y 3 se puede apreciar los consumos de agua potable por tipo de

servicios, y procedencia en Bolivia.
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Tabla 3. Consumo de agua potable total Bolivia y total La Paz por tipo de servicio,
2000-2007(Miles de metros cubicos)

DEPARTAMENTO 2000 2001 2002 2003 2004 2008 2006 2007 p/
TOTAL 104937 | 104579 | 107963 | 110876 | 114681 | 119 429 | 123 548 | 128208
Doméstico 79 683 80 340 83 676 87 109 90 506 94 897 97 165 101 291
Comercial 16 866 15 741 15 527 15 233 15544 15 785 16 575 16 895
Industrial 2 780 2768 2 835 2642 2 685 2610 3345 3 439
Oficial 5 607 5730 5925 5892 5 946 6137 6463 6 580
LaPaz 42 764 41 447 41 998 43 195 44 108 45271 46 317 46 367
Doméstico 33211 32 063 32 542 33973 34760 35 999 36 997 37 334
Comercial 5129 5030 5167 5027 4 997 4937 4814 4726
Industrial 1716 1 829 1794 1639 1 660 1599 1702 1572
Oficial 2 708 2, 05 2493 2556 2 691 2736 2 803 2 736

o/ Preliminar

Nota La informactén corresponde al volumen de consumo de agua facturado por las Empresas Prestadoras del Servicto de Agua

Dotable y Saneamiento

Elaboractén Secretana General de la Comunidad Andina Estadisticas Ambientales Dectstén 699

Fuente: [INE, 2007]

Tabla 4. Consumo de agua de hogares por procedencia y segun area 1998-2007

(Porcentaje)

AGUA DE LA VIVIENDA 1998 | 1999 | 2000 | 2001 | 2002 | 2003-2004a/ | 2005 | 2006 | 2007
Bolivia 100,0 | 100,0 | 100,0 | 100,0 | 100,0 | 100,0 100,0 | 100,0 | 100,0
Red por cafieria 662 | 653 |702 |669 |645 |656 714 | 73,7 | 75,5
Pileta pablica 8,6 5,0 4,5 4,4 52 5,5 2,9 2,1 3,2
Pozo o noria con bomba 10,6 3,0 23 3,6 29 2,6 3,3 22 1,8
Pozo o noria sin bomba 8,2 7,4 9,9 9.7 9,6 7,5 62 5,6
Rio, vertiente o acequia 11,5 15,6 12,1 10,6 12,8 12,1 11,9 11,8 12,7
Lago, laguna o curiche 0,5 0,4 0,2 0,3 0,7 0,8 03 0,2
Carro repartidor (aguatero) 1,7 1,0 14 2,0 1,7 1,9 1,6 1,6 1,1
Otro 1/ 1,5 1,4 1,6 2,5 2,9 2,0 0,7 2,1 0,1
Area Urbana 100,0 | 100,0 | 100,0 | 100,0 | 100,0 | 100,0 100,0 | 100,0 | 100,0
Red por cafieria 873 [905 [90,1 [872 |89 [863 803 [91,8 [ 94,8
Pileta pablica 57 2,0 2 1,5 2,5 3,0 1,6 1,1 0,7
Pozo o noria con bomba 3,0 1,4 1,3 1,1 0,9 1,4 2,7 0,8 0,6
Pozo o noria sin bomba 2,2 2,0 3,7 32 3,1 2,8 2,2 1,5
Rio, vertiente o acequia 0,4 1,3 0,4 0,7 04 0,9 0,4 0,1 0,7
Lago, laguna o curiche 0,1 0,1 0,1
Carro repartidor (aguatero) 2,6 1,4 2,1 3,1 2,7 3,0 2,3 2,5 1,6
Otro 1/ 1,1 1,1 13 2,7 33 2.3 0,8 1,5 0,1
Area Rural 100,0 | 100,0 | 100,0 | 100,0 | 100,0 | 100,0 100,0 | 100,0 | 100,0
Red por cafieria 303 | 230 [3s56 [336 [273 [336 388 |429 [394
Pileta publica 136 | 100 |77 9,0 9.6 9,5 5,2 4,0 7.9
Pozo o noria con bomba 23,5 5.8 3,9 7,6 6,1 4.4 4,5 4.8 3,8
Pozo o noria sin bomba 18,1 16,9 199 20,6 19,7 16,0 12,8 133
Rio, vertiente o acequia 303 | 39,7 |325 |269 |334 [295 328 |315 |350
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Lago, laguna o curiche 1,4 1,1 0,5 0,7 1,6 2,0 0,9 0,4
Carro repartidor (aguatero) 0,1 0,2 0,1 0,2 0,1 0,3 0,1 0,1 0,1
Otro 1/ 2,2 1,9 2,1 2,4 2,2 1,5 0,6 3,1 0,1

(...) No dispontble

a/ Los datos corresponden ala Encuesta Continua de Hogares, realizada entre noviembre de 2003 y noviembre de 2004
1/ 51 el abastecimiento serealiza por fuentes distintas a las antennormente mencionadas, Eyjemplo agua de lluvia,
Elaboracién Secretarta General de la Comunidad Andina Estadisticas Ambientales Dectstén 699,

Fuente: [INE, 2007]

2.4 VARIABLES QUE AFECTAN AL CONSUMO DE AGUA POTABLE

2.4.1 CONDICONES METEOROLOGICAS

El estado del tiempo en la Tierra esta regido por leyes cientificas, que por cierto son
bastante complejas y no siempre perfectamente conocidas. Por eso es tan dificil prever el
tiempo que hara en un lugar determinado o durante un periodo prolongado, con la
precision que generalmente se atribuye a las ciencias exactas. No obstante, gracias a
muchas estaciones meteorologicas repartidas por la superficie terrestre, y una moderna
tecnologia, basada en potentes herramientas informaticas y en técnicas matematicas muy
elaboradas, se hacen prondsticos meteorologicos a un dia con mucha precision (86% de
fiabilidad) y a 3-7 dias con bastante precision (80 % a 3 dias). A mas largo plazo es
practicamente imposible hacer previsiones con un grado de fiabilidad razonable. [Walhs,
2010]

El analisis de los parametros meteorologicos se inicia con la caracterizacion de los
principales factores chimaticos, (temperatura, precipitacion, humedad relativa y vientos).
Merece atencion especial el analisis de los eventos climaticos de mayor relevancia en el
area de estudio, la definicion de la estacionalidad climatica (la cual muestra una amplia
variacion de las condiciones de lluvia entre meses veraniegos muy lluviosos y meses
mvernales de lluvias escasas), asi como los resultados del balance hidrico que manifiesta
la cantidad de humedad disponible anualmente en el suelo para el sostenimiento de la

cobertura vegetal. Veamos un poco sobre los factores meteoroldgicos que se estudian:

2.4.1.1 Precipitaciones
Las precipitaciones en la region se producen por la disponibilidad de energia solar. La

energia que llega a la superficie es devuelta a la atmosfera en forma de calor sensible y

latente (evapotranspiracion), asi el balance de energia y humedad imteractiian, y la
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radiacion neta se divide en términos de calor sensible y/o latente dependiendo de las
condiciones ambientales.[Gonzales et al., 2007]

Esto produce mecanismos de conveccidn (ascension de masas de aire que implica la
formacion de nubes cumulommbos) y complementariamente precipitaciones
estratiformes (formacidon de nubes estratos). En ambos casos el suministro de humedad
es endogeno y exdgeno, es decir, procede de los enormes volumenes de
evapotranspiracion producto de la densa cubierta vegetal y del ingreso de humedad
mediante los factores atmosféricos que interactiian en la region. [Gonzales et al., 2007]
El periodo de intensas precipitaciones o fuerte actividad convectiva esta comprendido
entre los meses de noviembre y marzo, presentando una disminucion de éstas o menor
actividad convectiva entre los meses de mayo a septiembre. Los meses de abril y octubre
son meses de transicion entre un régimen y otro. En la Fig.4 podemos observar el
promedio de lluvia anual es de 600 mm. Las lluvias se concentran de manera estacional

desde diciembre hasta abril

Fig.4 Precipitacion en promedio en un afo

|
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Fuente: [Gonzales et al., 2007]

2.4.1.2 Temperatura
La temperatura en el sector del altiplano se presenta menos estable con relacion a las

temperaturas del oriente, dado que los factores que lo determinan no son constantes a lo
largo del afio.
En verano (Noviembre a Abril) el clima puede ser impredecible: Ya que las

mmpredecibles lluvias en las tardes o en la mafiana hace que la topografia de la ciudad de
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La Paz se convierta a menudo en torrentes rios de agua. En invierno (Mayo a Octubre)
los dias pueden ser algo frios, con temperaturas que alcanzan 18-20°C (64-68°F). En la
noche es a menudo bajo al punto de congelamiento. El clima es de montafia con
condiciones extremas durante todo el ano. El promedio anual es de 6 - 10°C., enla Fig. 5

se muestra las temperaturas promedio. [Gonzales et al., 2007]

Fig.5 Temperatura promedio en un afio
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Fuente: [Gonzales et al., 2007]

2.4.1.3 Humedad relativa
La humedad atmosférica es la cantidad de vapor de agua existente en el aire. Depende de

la temperatura, de forma que resulta mucho mas elevada en las masas de aire caliente
que en las de aire frio. Se mide mediante un aparato denominado higrometro, y se
expresa mediante los conceptos de humedad absoluta, especifica, o relativa del aire.

La humedad relativa del aire es la relacidn porcentual entre la cantidad de vapor de agua
real que existe en la atmdsfera y la maxima que podria contener a idéntica temperatura.
La fuente principal de la humedad del aire es la superficie de los océanos, de donde se
evapora el agua de forma constante. Pero también contribuyen a su formacion los lagos,
glaciares, rios, superficies nevadas, la evapotranspiracion del suelo, las plantas y los
anmimales. [Gonzales et al., 2007]

La humedad relativa es el contenido de humedad en el aire (humedad absoluta) relativo

a la humedad maxima que puede tener el aire a la temperatura dada.
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La humedad relativa (HR) presenta una relacion mversa a la temperatura. Esto es asi
porque al aumentar la temperatura se incrementa la presion de saturacion, con lo que la
humedad relativa disminuye. Si la temperatura desciende, disminuye también la presion
de saturacion, reflejando un incremento de la humedad relativa. En consecuencia, los
valores maximos de la humedad relativa suelen alcanzarse durante las primeras horas del
dia, momento en que se registra la temperatura minima.[[Walhs, 2010]

La humedad relativa en La Paz es de 50% y en el Alto es de 53% segtin los datos de la
INE entre los afios 2002 a 2008.

2.4.1.4 Vientos

El sistema de vientos que actiia sobre el area de estudio responde basicamente a la
dinamica atmosférica de alcance regional, y en menor proporcidn, a la dinamica de
factores locales.

Debido a la altitud del altiplano, el viento en superficie esta referido al mivel de 4 km (~
620 hPa). En general, los vientos son del oeste. Sin embargo, el relieve modifica el flujo
superficial y en el altiplano sur los vientos son basicamente del O y NO, en su sector
norte (Salinas G-M y R. Mulatos), del NO y NE en su sector medio, y del N y NE, un
poco mas hacia el sur. Los vientos N, NO y O alcanzan velocidades de 4 a 12 m s-1
(14,4 a 43,2 km h-1) y son frecuentes en los meses de enero a abril.

Desde el punto de vista agricola, los vientos mas perjudiciales son los de septiembre-
octubre, ya que producen el enterrado de las plantulas germinadas de quinua, y los
vientos de abril que producen dafios a las cosechas. [Gonzales et al., 2007]

Por encima de 5.000 msnm (metros sobre el mvel del mar), los vientos tienden a variar
estacionalmente entre el NO y el NE y ya por encima de los 7.000 msnm (atmodsfera
libre), el flujo se regulariza como del O y NO en primavera, del E y SE en verano y del
O y NO en otofio e invierno.[Gonzales et al., 2007]Lo anterior hace suponer que el mivel
de 7.000 msnm representa el tope de la capa de friccion sobre el altiplano. EI cambio de
direccion del viento, en verano, en todos los niveles esta asociado con la adveccion de

aire amazonico, que favorece las precipitaciones en esta temporada.
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En conclusion se tiene que en verano los vientos soplan de Este con Direccidon Oeste,
con vientos tibios con velocidades entre 7 y 77 Km./hr., y en Invierno los vientos van

de Sudoeste a Este, vientos frios. [Gonzales et al., 2007]

2.4.1.5 Anomalias Climaticas

En el mundo ¢l 68% de agua de los rios proviene de los glaciares, la nieve y el hielo que
se acumulan en la altura de las montanias, el 20% de los glaciares de América Latina se
encuentran en Bolivia, ciertas ciudades de los Andes centrales dependen de un 80% del
suministro de agua originaria por las montafias. El impacto que causo el calentamiento
global a mvel mundial ya se puede ver en los nevados de Bolivia del Mururata,
Chacaltaya, Illampu, HuaynaPotosi y TuniCondoriri. Los nevados son glaciares y estan
considerados como represas naturales pero, debido al calentamiento global, se estan
derritiendo y eso hace que exista menor disponibilidad de agua. [Lemuz, 2011]

Con el calentamiento global ya existente, las estaciones de tiempo como verano, otono,
mvierno, primavera, no tienen el mismo 1mpacto ya que en verano podemos tener
descensos de temperatura como si fuera invierno o precipitaciones pluviales como en

temporada de primavera.

2.4.2 POBLACION

El concepto de «poblaciony se utiliza para sefialar la agrupacion humana pero como
elemento componente indeterminado del Estado, ya que se refiere a todos sus habitantes,
tengan el caracter o la condicidn que tuvieren, nacionales, extranjeros, residentes,
transetntes, particulares, funcionarios, etc.,

El crecimiento demografico en las poblaciones, se debe a los siguientes factores: La tasa
de natalidad, la tasa de mortalidad vy las mugraciones. Las dos primeras, constituyen el
crecimiento vegetativo. Es muy raro encontrar estos factores sobretodo en poblaciones
rurales, en caso de utilizar los mismos el método desarrollado se conoce con el nombre

de crecimiento poblacional por método de las componentes.
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El crecimiento poblacional, esta intimamente ligado al tamafio del proyecto y por tanto,
al periodo de disefio que se analice. Debido a factores imprevisibles, una poblacidn no
puede ser extrapolada con seguridad a mas de 20 afios, pues durante periodos mas
largos, podrian ocurrir fenomenos de crecimiento que distorsionen en alto grado la
magnitud del proyecto que se vaya a adoptar. [UMSS, 2009]

Crecimiento por componentes:

Tasa Natahdad A
> ‘laca Vepetativa
Tasa Moitalidad de crecinento

’

‘1asa de crecomiento
poblacional
Tasa Migracién )

La Tasa de Crecimiento poblacionales el aumento (o disminucion) de la poblacion por
afno en un determinado periodo debido al aumento natural y a la migracion neta,
expresado como porcentaje de la poblacion del afo inicial o base.

La Tasa Vegetativa de crecimientoes simplemente los nacimientos menos las
defunciones. Si hay mas defunciones que nacimientos obtendremos un nimero negativo,
o dicho de otro modo, en lugar de ganar poblacidn se pierde.

La Tasa de Natalidades numero de nifios nacidos vivos en un afio, expresado como
porcentaje de la poblacidn o por cada 1.000 personas; y la tasa bruta de natalidad es el
cociente entre el nimero de nacimientos ocurridos durante un periodo determinado
(generalmente un afno calendario) y la poblacion media del mismo periodo.

La Tasa de Mortalidades mimero de defunciones ocurridas en un afio, como porcentaje
de la poblacion o por cada 1.000 personas; y la tasa bruta de mortalidad es el cociente
entre el mimero de defunciones de todas las edades ocurridas en un periodo determinado
(generalmente un afo calendario) y la poblacion estimada a mitad del mismo periodo.

La Tasa de Migracion es el cociente entre el saldo neto migratorio de un periodo
(inmigrantes menos emigrantes) y la poblacion estimada a mitad del mismo periodo.
Para proyectar la poblacion, la eleccion final del método depende, de la experiencia del
disenista y del conocimiento que se tenga acerca de las condiciones Socio-Econdmicas y
caracteristicas de salud de la poblacion, de esta manera se puede tomar una tasa de
crecimiento con diferentes hipotesis, las cuales pueden ser altas, medias y bajas segun

los datos que se tengan ya sea de la INE, u otra entidad. [UMSS, 2009]
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Una estimacidn Poblacion estimada en la ciudad del 2010 es 2.350.466 con 790.353
habitantes en la ciudad de La Paz y 694.749 habitantes El Alto, con un crecimiento del
1%.[Blondel, 2010]

2.4.3 PRECIO DEL AGUA

Las tarifas del agua son esenciales en la gestion de los abastecimientos y sanecamientos
urbanos a la hora de sostener elequilibrio econdémico financiero del servicio, repartir los
costes de este servicio enfre los consumidores equitativamente y como medio
paratransmutir la necesidad de un uso racional y eficiente del agua.

La tarnifa del agua urbana, tradicionalmente, se le ha denominado como un precio
“politico”, es decir, un precio subvencionado. [AAPS, 2010]

En la tabla 4 se observa los diferentes tarifas en el consumo de agua segtin el mivel social

y e mndustrial.
Tabla 5. Estructura de tarifas 2009 — 2010
categoria
valor domestica comercial | industrial
hivel Bs./m3 inicio m3 | final m3 |iniciom3 |final m3 [iniciom3
alta 12,9 301 21
media 6,9 151 300 1 20
baja 4,55 31 150
domestico 2,27 1 30
vejez 1,82 1 15
solidaria 110/2007 1,79 1 15

Fuente: AAPS (Autoridad de Agua Potable y Saneamiento), EPSAS S.A. La Paz 2010

2.4.4 DEMANDA DE AGUA
La demanda de agua, en un sentido convencional, hacereferencia a la necesidad de agua

para uno o varios usos, y es, por tanto, la que se manifiesta a los mveles de precio

actuales.
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En la ciudad de La Paz, la demanda de agua por red de cafieria hasta la edificacion es de
91.7%; por pileta publica 4.4% y por rio, vertiente o acequia 1.4%, veamos la tabla 5,

que especifica mas en detalle:

Tabla 6. Fuentes de procedencia de agua

DESCRPICCION LA PAZ
Procedencia del agua 100%
Por carieria hasta la edificacion | 91,7
Pileta publica 4.4
Pozo o noria privado 0,3

Pozo o noria publico 0,3

Rio, vertiente o acequia 1.4
Carro repartidor 0,3
Agua de lluvia 0,1
Otros 1,5

Fuente:INE (Instituto Nacional de Estadisticas)

El consumo de agua viene dado por:

Consumo doméstico: la demanda suele ser bastante inelastica para subidas no muy
considerables del precio. Puede reducirse considerablemente si se dan alzas
considerables del precio (también si se adoptan medidas drasticas en épocas de gran
escasez) sin que se produzcan graves quiebras del bienestar.

Consumo industrial: 1a demanda es mas elastica, ante aumentos del precio del agua y del
coste de depuracion, se reduce el consumo industrial a favor del reciclaje.

Consumo agricola: la demanda es muy elastica. Se ha comprobado que un aumento del
precio del 50% reduce el consumo agricola del agua hasta en un 75%. En la tabla 6 se
muestra la poblacion total que cuenta con conexciones a domicilio, tanto domestico y o

mdustrial, y el consumo total de agua que hay entre ambas.
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Tabla 7. consumo facturado anual 1998-
2010(m3 afio) la paz - Bolivia

ANO [ CONSUMO | CONEXIONES ACTIVAS
1998 | 28,475,487 82,787
1999 | 31,527,741 90,042
2000 | 31,623,147 93,221
2001 | 30,391,432 96,401
2002 | 30,980,698 99,467
2003 | 30,498,793 101,653
2004 | 29,859,773 103,179
2005 | 28,221,654 105,699
2006 | 30,614,066 108,418
2007 | 29,589,422 112,103
2008 | 30,427,405 114,666
2009 | 30,141,620 117,051
2010 [ 30,308,983 119,019

Fuente: EPSAS (Empresa Publica, Social de Agua y Saneamiento S.A)

2.4.5 DISPONIBILIDAD DE AGUA

Las poblaciones de La Paz y El Alto cuentan con agua potable merced a un sistema que
capta y procesa agua de un conjunto de rios que drenan los principales nevados de la
cordillera oriental ubicados al norte y este de ambas ciudades. Cinco represas almacenan
46.427.000 m3 de agua y 32 pozos de agua subterranea (con capacidad de 262 millones
de m3/afio), los que sirven para abastecer la demanda de sus casi 10 millones de
habitantes (Figura 6). [Lemuz, 2011]

Actualmente las zonas de Caicom, Villa Fatima, Miraflores Alto, Miraflores Bajo y la
Zona Sur de la ciudad de La Paz reciben agua gracias al servicio de las represas de
Incachaca, AjuanKhota y Hampaturi, que tienen una capacidad total de almacenaje de

10.853.483 m3 de agua, que es el 23% del total de la capacidad de almacenaje del
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sistema, el cual se usa para abastecer la demanda de poco mas de 300.000 habitantes
(algo mas del 30 % de la poblacion de la Ciudad de La Paz). [Lemuz, 2011]
Fig.6 Esquema de captacion y distribucion de agua potable en la ciudad de La Paz

Aeprosa Ajuan Khota
Cap. 3460457 m3
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Raopresa Hampatun Bajo
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Fuente: [Lemuz, 2011]

Veamos en la siguiente tabla 7, las capacidades y aportes que realizan a la ciudad de La

Paz las represas.

Tabla 8. Capacidad en fuentes

Cuenca Aporte Hm/afho Caudal I/s
Capacidad Afo Ao Ciudad
m3 Ano Seco | Himedo | Ano Seco | Humedo
Milluni 9.540.000 11,87 26,71 376 847 La Paz
Incachaca 1.250.000 5,88 13,45 189 426 La Paz
AjuanKhota 3.460.457 8,13 18,3 258 580 La Paz
Hampaturi Bajo 3.115.000 6,26 14,07 158 446 La Paz

Fuente: EPSAS (Empresa Publica, Social de Agua y Saneamiento S.A)

27



2.5 REDES NEURONALES ARTIFICIAL

2.5.1 DEFINICION

Existen diferentes formas de definir lo que son las redes neuronales, por ejemplo:
“ .. un sistema de computacion hecho por un gran niimero de elementos simples,
elementos de proceso muy interconectados, los cuales procesan mnformacién por medio
de su estado dinamico como respuesta a entradas externas”.[Basogai, 2008]

Una red neuronal, segin FremanySkapura, es un sistema de procesadores paralelos
conectados entre si en forma de grafo dirigido. Esquematicamente cada elemento de
procesamiento (neuronas) de la red se representa como un nodo. Estas conexiones
establecen una estructura jerarquica que tratando de emular la fisiologia del cerebro
busca muevos modelos de procesamiento para solucionar problemas concretos del
mundo real. Lo importante en el desarrollo de la técnica de las ANN (Artificial Neural
Networks) es su utll comportamiento al aprender, reconocer y aplicar relaciones entre
objetos y tramas de objetos propios del mundo real. En este sentido, se utilizan las ANN
como unas herramientas que podra utilizarse para resolver problemas dificiles.
[Freeman, 1993]

Las Redes Neuronales Artificiales, ANN estan inspiradas en las redes neuronales
biologicas del cerebro humano. Estan constituidas por elementos que se comportan de
forma similar a la neurona biologica en sus funciones mas comunes. Estos elementos

estan organizados de una forma parecida a la que presenta el cerebro humano. [Basogai,

2008]

2.5.2 CARACTERISTICAS DE LAS REDES NEURONALES ARTIFICIALES

Las ANN (Artificial Neural Networks) al margen de "parecerse” al cerebro presentan
una serie de caracteristicas propias del cerebro. Por ejemplo las ANN aprenden de la
experiencia, generalizan de ejemplos previos a ejemplos nuevos y abstraen las
caracteristicas principales de una serie de datos.

Aprender: adquirir el conocimiento de una cosa por medio del estudio, ejercicio o
experiencia. Las ANN pueden cambiar su comportamiento en funcidn del entorno. Se
les muestra un conjunto de entradas y ellas mismas se ajustan para producir unas salidas

consistentes.
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Generaliza: extender o ampliar una cosa. Las ANN generalizan automaticamente debido
a su propia estructura y naturaleza. Estas redes pueden ofrecer, dentro de un margen,
respuestas correctas a entradas que presentan pequenas variaciones debido a los efectos
de rwdo o distorsion.

Abstraer: aislar mentalmente o considerar por separado las cualidades de un objeto.
Algunas ANN son capaces de abstraer la esencia de un conjunto de entradas que

aparentemente no presentan aspectos comunes o relativos.

2.5.3 REDES NEURONALES BIOLOGICAS

La neurona es la unidad fundamental del sistema nervioso y en particular del cerebro.
Cada neurona es una simple unidad procesadora que recibe y combina sefiales desde y
hacia otras neuronas. Si la combinacion de entradas es suficientemente fuerte la salida
de la neurona se activa. La Figura se muestra las partes que constituyen una neurona.
[Basogain, 2008]

El cerebro consiste en uno o varios billones de neuronas densamente interconectadas.
Veamos la Fig. 7, donde el axén (salida) de la neurona se ramifica y esta conectada a las
dendritas (entradas) de otras neuronas a través de uniones llamadas smapsis. La eficacia
de la sinapsis es modificable durante el proceso de aprendizaje de la red.

Fig.7 Red Neuronal Biologica
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Fuente: [Morgan &Scofield, 1991]
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2.5.4 RED NEURONAL ARTIFICIAL

El modelo de una neurona artificial es una imitacion del proceso de una neurona
biologica, puede también asemejarse a un sumador hecho con un amplificador
operacional.

Existen varias formas de nombrar una neurona artificial, es conocida como nodo,
neuronodo, celda, unmidad o elemento de procesamiento (PE). En la figura 8 se observa
una red neuronal artificial en forma general y su similitud con una neurona biologica.

[Morgan &Scofield, 1991]

Fig.8 Comparacion de una neurona Biologica y Artificial
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Fuente: [Morgan &Scofield, 1991]
De la observacion detallada del proceso biologico se han hallado los siguientes analogos
con el sistema artificial:
- Las entradas Xi representan las sefiales que provienen de otras neuronas y que son
capturadas por las dendritas.
- Los pesos Wison la intensidad de la sinapsis que conecta dos neuronas; tanto Xi como
Wison valores reales.
- @ es la funcion umbral que la neurona debe sobrepasar para activarse; este proceso

ocurre bioldgicamente en el cuerpo de la célula.
Las sefiales de entrada a una neurona artificial X4 X3, ..., Xpson variables continuas en

lugar de pulsos discretos, como se presentan en una neurona biologica. Cada sefial de

entrada pasa a través de una ganancia o peso, llamado peso siniaptico o fortaleza de la
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conexion cuya fiincidon es analoga a la de la funcion sindptica de la neurona bioldgica.
Los pesos pueden ser positivos (excitatorios), o negativos (inhibitorios), el nodo
sumatorio acumula todas las sefales de entradas multiplicadas por los pesos o
ponderadas y las pasa a la salida a través de una funcion umbral o funcion de
transferencia. La entrada neta a cada unidad puede escribirse de la siguiente manera.

[Torres, 2008]

hy(t) = zwuxj
J

El modelo anterior es muy general, por lo que de manera practica se emplea un modelo
estandar mas sencillo.
Ademas, en algunas ocasiones se agrega al conjunto de pesos de la neurona un

parametro adicional 8 ;en las umidades de 7, llamado umbral quedando el argumento de la

Z WUI] -8
J

Lo anterior implica agregar un grado de libertad a la neurona. Para el caso de las

funci6n de la siguiente manera:

neuronas el parametrod representar el nivel minimo o umbral que debe alcanzar el
potencial pos sinaptico para que la neurona se active.

De esta forma, el modelo de la neurona queda:

yi(t):f(iwy‘xj_ez)

Dénde:

x;(t)es el conjunto de entradas

w;json los pesos sinapticos,

hi(t) = ¥ w;x;es laregla de propagacién

yi(t) = fl(h,(t))es la funcion de activacion que representa tanto la salida de la neurona
como su estado de activacion.

Con el modelo de la neurona establecido solo es necesario especificar la forma de la

funcidén de activacion para caracterizarla por completo.
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2.5.4.1 Estado de Activacion
Una neurona biologica puede estar activa (excitada) o mactiva (no excitada); es decir,
que tiene un “estado de activacion”. Las neuronas artificiales también tienen diferentes
estados de activacion; algunas de ellas solamente dos, al igual que las biologicas, pero
otras pueden tomar cualquier valor dentro de un conjunto determinado.
Cada neurona i-ésima, en cualquier instante, esta caracterizada por un estado de
activacién a;(t), que podemos especificar por un vector de N niimeros reales A (t), que
representa el estado de activacion del conjunto de neuronas. Por lo tanto, para activacion
de la unidad Uy en el tiempo ¢ se tiene:

A() = (a,(t), ax(t), ..., a;(L), ..., an(1))
La funcion activacion calcula el estado de actividad de una neurona; transformando la
entrada global (menos el umbral, ;) en un valor (estado) de activacion, cuyo rango
normalmente va de (0 a 1) o de (-1 a 1). Esto es asi, porque una neurona puede estar

totalmente inactiva (0 0 —1) o activa (1).

2.5.4.2 Funcion de Salida o Transferencia

Esta funcion determina el estado de activacion actual «,(¢) a partir del potencial pos
sinaptico 4,(f) y del estado de activacion anterior a;(z-1)

a;(t) = fi(a;(t — 1), h;(1))
Aunque en muchos modelos sélo se considera su estado actual, la funcion se expresa

como sigle:

2;(t) = f;(h:(1))

Entre las neuronas que componen la red, existen conexiones que las unen. Cada una
envia una sefial de respuesta mediante una funcién de salidaf;(a;(t)), y es enviada a
través de canales de comunicacion a otras unidades de la red, que transforman el estado

actual de activacion a;(t), en una sefial de salida y;(t), es decir:
() = fi(ay(t))
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La tabla 9 muestra las funciones de transferencia tipicas que suelen utilizarse son:

Tabla 9. Funciones de transferencia

FUNCION RANGO GRAFICA
)
Identidad y=x [—00, +a0] ‘
iy
y = sing (x) [-1,+1]
Escalén .
y = H(x) [0, +1] I
v
—1,six<—1 /
Lineal a Tramos y=ix5si+1<x<-1 [-1,+1] S L.
+1,six>+1 /
1 )
y= 14+e* [0l+1] '
Sigmoidea
t—dy [—1,+1] / *
y=tgh()=—7—3
)
Gaussiana y = Ae™B** [0,+1] /\
Nx}
Sinusoideal y = Asen(wx + ¢) [—1,+1] /\ /\ /\

Fuente: [Hilera & Martinez, 1995]
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2.5.5 TOPOLOGIA DE LAS REDES NEURONALES

La topologia o arquitectura de una red neuronal consiste en la organizacion y disposicion
de las neuronas en la misma, formando capas o agrupaciones de neuronas mas 0 menos
alejadas de la entrada y salida de dicha red. En este sentido, los parametros
fundamentales de la red son: el nimero de capas, el mimero de neuronas por capa, el
grado de conectividad y el tipo de conexiones entre neuronas. [Matich, 2001 ]

Se distinguen tres tipos de capas: de entrada, de salida y ocultas. Una capa de entrada,
también denominada sensorial, estd compuesta por neuronas que reciben datos o sefiales
procedentes del entorno. Una capa de salida se compone de neuronas que proporcionan
la respuesta de la red neuronal. Una capa oculta no tiene una conexion directa con el
entorno, es decir, no se conecta directamente nmi a oérganos sensores ni a efectores. Este
tipo de capa oculta proporciona grados de libertad a la red neuronal gracias a los cuales
es capaz de representar mas fehacientemente determinadas caracteristicas del entorno
que trata de modelar. [Larranaga et al, 2002]

Fig.9 Redes neuronales
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Fuente: [Larrafiaga et al, 2002]

Tenendo en cuenta diversos conceptos se pueden establecer diferentes tipos de

arquitecturas neuronales. Asi considerando su estructura podemos hablar de:

2.5.5.1 Redes Mono Capa

En las redes mono capa, se establecen conexiones entre las neuronas que pertenecen a la

unica capa que constituye la red. Las redes mono capas se utilizan generalmente en
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tareas relacionadas, con lo que se conoce como auto asociacion (regenerar informacion
de entrada que se presenta a la red de forma incompleta o distorsionada).

La red mas simple es un grupo de neuronas ordenadas en una capa como se muestra en
la Figura 10. Los nodos circulares solo son distribuidores de las entradas y no se
consideran constituyentes de una capa.

Fig.10 Redes neuronales mono capa
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Fuente: [Larrafiaga et al, 2002]

2 Py

Cada una de las entradas esta conectada a través de su peso correspondiente a cada
neurona artificial. En la practica existen conexiones eliminadas ¢ mcluso conexiones
entre las salidas y entradas de las neuronas de una capa. No obstante la figura muestra

una conectividad total por razones de generalizacion.

2.5.5.2 Redes Multicapa
Las redes multicapa se forman con un grupo de capas simples en cascada. La salida de
una capa es la entrada de la siguente capa. Se ha demostrado que las redes multicapa

presentan cualidades y aspectos por encima de las redes de una capa simple. La Figura

11 muestra una red de dos capas.
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Fig.11 Redes Multicapa

Fuente: [Larranaga et al, 2002]

Las redes multicapas son aquellas que disponen de un conjunto de neuronas agrupadas
en varios (2, 3, etc.) mveles o capas. En estos casos, una forma para distinguir la capa a
la que pertenece una neurona, consistiria en fijarse en el origen de las sefales que recibe

ala entrada y el destino de la sefial de salida.

2.5.6 CONEXION DE REDES

2.5.6.1 Redes con conexion hacia adelante

Normalmente, todas las neuronas de una capa reciben sefiales de entrada desde otra capa
anterior (la cual esta mas cerca a la entrada de la red), y envian sefiales de salida a una
capa posterior (que esta mas cerca a la salida de la red). A estas conexiones se las
denomina conexiones hacia adelante o feedforward.

En las redes con conexion hacia adelante, todas las sefiales neuronales se propagan hacia
adelante a través de las capas de red. No existen conexiones hacia atras y normalmente
tampoco autor recurrentes, m laterales, excepto en el caso de los modelos de red

propuestos por Kohonen. [Hilera & Martinez, 1995]

2.5.6.2 Redes con conexion hacia atras
En un gran mimero de las redes también existe la posibilidad de conectar la salida de las

neuronas de capas posteriores a la entrada de capas anteriores; a estas conexiones se las

denomina conexiones hacia atras o feedback.

36



2.5.6.3 Redes con conexion hacia adelante y atras

En este tipo de redes la informacion circula tanto hacia adelante como hacia atras
durante el funcionamiento de la red. Para que esto sea posible, existen conexiones tanto

hacia adelante como hacia atras entre las neuronas [Hilera & Martinez, 1995]

2.5.7 MECANISMO DE APRENDISAJE

Las NNA estan concebidas para presentar caracteristicas analogas a las del
funcionamiento del cerebro humano. La capacidad de aprender es una de las
caracteristicas de la red neuronal que la diferencian de la programacion tradicional y que
mita, de forma semejante y en pequena escala, el funcionamiento del cerebro. Son
capaces de aprender de la experiencia, de generalizar de casos anteriores a nuevos ¢asos,
de abstraer caracteristicas esenciales a partir de entradas que representan informacion
irelevante, ete. [Daza, 2008]

En el proceso de aprendizaje de las NNA, se ajustan los parametros libres de la red a
partir de un proceso de interaccion con el entorno que rodea la red, es de caracter
secuencial y adaptativo, de tal manera, que la red adquiere conocimiento continuamente,
como resultado de la acumulacion de experiencias ocurridas, similar al proceso de
aprendizaje del cerebro humano en lo que se refiere a considerar los errores pasados.
[Daza, 2008]

El objetivo del entrenamiento de una ANN es conseguir que una aplicacion determinada,
para un conjunto de entradas produzca el conjunto de salidas deseadas o minimamente
consistentes. El proceso de entrenamiento consiste en la aplicacion secuencial de
diferentes conjuntos o vectores de entrada para que se ajusten los pesos de las
mterconexiones segln un procedimiento predeterminado. Durante la sesidon de
entrenamiento los pesos convergen gradualmente hacia los valores que hacen que cada
entrada produzca el vector de salida deseado.

Los algoritmos de entrenamiento o los procedimientos de ajuste de los valores de las
conexiones de las ANN se pueden clasificar en dos grupos: Supervisado y No

Supervisado.
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2.5.7.1 APRENDIZAJE SUPERVISADO

En este caso, los patrones para el aprendizaje estan formados por parejas, que constan de
un vector de vanables de entrada, junto con las salidas correspondientes. Por tanto cada
valor de salida es la respuesta deseada a las sefiales de entrada. En este caso, 1os pesos se
obtienen mimimizando alguna fimcion de error que mide la diferencia entre los valores
de salida deseados y los calculados por la red neuronal. En este tipo de aprendizaje se
debe tener en cuenta el problema de la convergencia del error. En general, la funcion de
error resultante puede contener multiples mimmos locales y, por lo tanto, el proceso de
aprendizaje puede no converger al minimo global éptimo. [Basogain, 2008]
El aprendizaje supervisado se caracteriza porque el proceso de aprendizaje se realiza
mediante un entrenamiento controlado por un agente externo (supervisor, maestro) que
determina la respuesta que deberia generar la red a partir de una entrada determinada. El
supervisor controla la salida de la red y en caso de que ésta no coincida con la deseada,
se procedera a modificar los pesos de las conexiones, con el fin de conseguir que la
salida obtenida se aproxime a la deseada. [Matich, 2001]
En este tipo de aprendizaje se suelen considerar, a su vez, tres formas de llevarlo a cabo,
que dan lugar a los siguientes aprendizajes supervisados:
2.5.7.1.1 Aprendizaje por correccion de error.
Consiste en ajustar los pesos de las conexiones de la red en funcién de la
diferencia entre los valores deseados y los obtenidos a la salida de la red, es
decir, en funcion del error cometido en la salida.
2.5.7.1.2 Aprendizaje por refuerzo.
Se trata de un aprendizaje supervisado, mas lento que el anterior, que se basa en
la idea de no disponer de un ejemplo completo del comportamiento deseado, es
decir, de no indicar durante el entrenamiento exactamente la salida que se desea
que proporcione la red ante una determinada entrada.
2.5.7.1.3 Aprendizaje estocastico.
Consiste basicamente en realizar cambios aleatorios en los valores de los pesos
de las conexiones de la red y evaluar su efecto a partir del objetivo deseado y de

distribuciones de probabilidad.
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2.5.7.2 APRENDIZAJE NO SUPERVISADO

Aprendizaje no supervisado: En este caso, los datos se presentan a la red sin informaciéon
externa, y la red tiene que descubrir por si misma patrones o categorias. Este tipo de
aprendizaje se encuadra dentro de las técnicas auto organizativas, o técnicas automaticas
para descubrir la estructura de datos. Algunos métodos de aprendizaje no supervisado

SOTL

2.5.7.2.1 Aprendizaje Hebbiano
Consiste en modificar los pesos de acuerdo con algtin criterio de correlacidn entre las

actividades neuronales,

2.5.7.2.2 Aprendizaje competitivo
Neuronas diferentes se conectan con pesos negativos (inhibitorios) que fuerzan una

competicion para ganar la actividad neuronal, y.

2.5.7.2.3Representacion de caracteristicas
Que concierne a la ordemacion geométrica de los vectores peso de las umdades

competitivas.
Los datos del aprendizaje no supervisado pueden contener valores de entrada y valores
de salida pero, en contraposicion al aprendizaje supervisado, no hay informacion acerca

de que salidas corresponden a cada una de las entradas de los datos. [Lopez, 2003]

2.5.8 PERCEPTRON SIMPLE
El perceptron simple o perceptron es el de tipo red neuronal mas sencillo que se puede

mplementar. Este tipo de red solo sirve para clasificar los elementos pertenecientes a
dos clases linealmente separables.

El perceptron simple fue introducido por Rosenblatt (1962) y es un modelo
unidireccional compuesto por dos capas de neuronas, una de entrada y otra de salida. La
operacion en un perceptron simple que consta de » neuronas de entrada y m neuronas de

salida se puede expresar como:

yI :f(Ewyxj _91)
=1
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Las neuronas de entrada son discretas y la funcion de activacion de las neuronas de la

capa de salida es de tipo escalon

2.5.9 PERCEPTRON MULTI CAPA

Ademas de una capa de entrada y una de salida, un perceptrénmulti-capa tiene capas
mtermedias ocultas. Los nodos de la capa de entrada alimentan la red distribuyendo
hacia delante las sefales de entrada. Cada nodo en las capas ocultas y de salida recibe
una entrada de los nodos de las capas previas y calcula un valor de salida para la
siguiente capa.

La adicion de capas ocultas proporciona a este tipo de arquitectura suficiente flexibilidad
para resolver muchos problemas en los que los perceptrones simples fallan.

El perceptron multicapa estd compuesto por varias capas de neuronas entre la entrada y
salida de la red. En general, el mimero de capas debera ser lo suficiente grande como
para que se forme una region compleja para la solucion del problema, Esta arquitectura
suele entrenarse mediante el algoritmo denominado retro propagacion de errores a la

cual denominaremos red de retro propagacion.

2.5.10 REDES DE PROPAGACION HACIA ATRAS (BACKPROPAGATION).

El concepto basico de Backpropagation fue presentado en 1974 por Paul Werbos e
mdependientemente reinventado por David Parker en 1982, y también presentado en
1986 por Rumelhart, Hinton y Willians. La duplicidad de esfuerzos y trabajos es
frecuente en cualquier disciplina, y mas en el mundo de las ANN debido a su naturaleza
mterdisciplinaria. [ Basogain, 2008]

El nombre de backpropagation resulta de la forma en que el error es propagado hacia
atras a través de la red neuronal, en otras palabras el error se propaga hacia atras desde la
capa de salida. Esto permite que los pesos sobre las conexiones de las neuronas ubicadas
en las capas ocultas cambien durante el entrenamiento.

El cambio de los pesos en las conexiones de las neuronas ademas de influir sobre la
entrada global, influye en la activacidon y por consiguiente en la salida de una neurona.

Por lo tanto, es de gran utilidad considerar las variaciones de la funcion activacion al
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modificarse el valor de los pesos. Esto se llama sensibilidad de la funcién activacidn, de

acuerdo al cambio en los pesos.

2.5.11 ALGORITMO DE ENTRENAMIENTO
Las redes Backpropagation tienen un método de entrenamiento supervisado. A la red se

le presenta parejas de patrones, un patron de entrada emparejado con un patrén de salida
deseada. Por cada presentacidn los pesos son ajustados de forma que disminuya el error
entre la salida deseada y la respuesta de la red.

El algoritmo de aprendizaje backpropagation conlleva una fase de propagacion hacia
adelante y otra fase de propagacion hacia atras. Ambas fases se realizan por cada patrén
presentado en la sesidn de entrenamiento.

El algoritmo consiste de dos fases, llamadas: 1) paso hacia delante, y 2) paso hacia atras.
Bajo el algoritmo de aprendizaje, se proponen k ejemplos de la poblacion para entrenar a
la red. Cada ejemplo propuesto de la poblacion puede ser definido exactamente por un
vector de entrada [X§ = (X1, %3, ey X)), 1 < i<k, 1 <I<mly por un vector de
salida actual o descada [Z} = (24, Za, o, Z1n), 1 <P < k,1 <1 <n]. En este caso, m
representa el nimero de entradas que explican el &-ésimo ejemplo.

2.5.11.1 Propagacion hacia adelante

Bajo la propagacion hacia delante (paso 1), el vector de entrada alimenta la capa de
entrada para producir un vector de salida llamado [Y¥ = (i1, Y20 ewe» Yim)» VO; pl<i<
k,1 <1l <n]. Las funciones de salida estimada y actual se comparan para calcular el

error cuadratico para cada unidad de salida en el sistema, por ejemplo,

e} = (yu —2;) Vo 1<i<k1<l<n]
Sumando las diferencias de las salidas individuales, se genera una funcion E de error,

descrita de la siguiente manera:

55155
=1

=1 j=1
El objetivo es entonces minimizar la funcion de error E, cambiando apropiadamente y a
través de ejemplos los pesos, de manera que todos los vectores de entrada estén
correctamente mapeados con su correspondiente vector de salida. Por lo tanto, la fiincion

objetivo se define como:
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Minimizar{E} € W/,vX}, Y}
2.5.11.2 Propagacion hacia Atras
En el paso 2 (propagacidn hacia atras), la direccion y magnitud del cambio de los pesos
se calcula para localizar la solucién optima. En otras palabras, el error cuadratico total
del paso 1 se calcula y se propaga hacia atras, capa por capa, de las unidades de salida a
las unidades de entrada para lograr la convergencia de la funcion de error E. La

direccion y magnitud del cambio en los pesos se calcula como:

dE
Awyy =m£,0 <e<1

ij
Donde, ¢ representa la convergencia del algoritmo bajo iteraciones sucesivas (capas). El
término ¢ es la tasa de aprendizaje que determina el tamanio del paso que es utilizado
para moverse hacia el minimo de E. Valores de & demasiado grandes conducen a
oscilaciones alrededor del minimo, mientras que valores demasiado pequerios pueden
conducir a una lenta convergencia de la red.

Los ajustes en los pesos se determinan por la forma en que ocurre la propagacion en

cada mivel. Para todas las funciones continuas y diferenciables I, Oyy E, el valor del

. oF ;
cambio en los pesos [ﬁ] en cada nivel se calcula como:
)

N 0E _(BE)(&O‘) ol
wu_awij_ 601 BI; (Bwu)

En este proceso, el peso del vector , se actualiza para cada par entrada-salida [X;, Z;]
para cada ejemplo, o se acumula el cambio de los pesos [w;;] para todos los ejemplos y
se actualizan al final de cada iteracion. Estos dos pasos se ejecutan en iteraciones
sucesivas del algoritmo de propagacion hacia atras hasta que la funcidn de error E,
converge al nivel deseado, produciendo en consecuencia la solucion dptima.

Hilera y Martinez presentan de manera sucinta los pasos y las formulas necesarias para
aplicar el algoritmo de entrenamiento de una red neuronal, veamos los pasos a seguir en

las figura 12 que se presentan:
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Fig. 12 Pasos y formulas para aplicar el algoritmo de aprendizaje

Proponer la arquitectura de fa red:
# de neuronas de entrada, #
capas ocultas y neuronas en cada
capa, # de salidas

y

Inicializar los pesos de la red con
valores pequefios aleatorios

y

Presentar los vectores (matrices) de
entrada y de salida

Entrada: E;, E;, &;,....... E,
Salida: S, Sa, Sa........ Sa

v

Se calcula la salida actual de la red. Para lo cual se presentan las entradas a la
red y se va calculando la salida que presenta la neurona en cada capa hasta
llegar a la salida.

1. Se calculan las entradas netas para las neuronas ocultas procedentes
de las neuronas de entrada:

h
p I h !
Para una neurona j oculta: ner;j = Z WX, (9; , donde h se refiere a la
=}

capa oculta, p al p-ésimo vector de entrenamiento y j a la j-ésima neurona
oculta. El término @es opcional (bias)

; o i n
2. Se calculan las salidas de las neuronas ocultas: v, = [/ (nef ;)

3. Serealizan los mismos calculos para obtener |las salidas de las
neuronas de salida

L

o _ 0 o

nef,, = E Wy X, + 0y
f=1

Y =1 (netyy)

'
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Se calculan los términos de error para todas las neuronas. Si la neurona k es
. . o _ ‘o -]
una neurona de salida, el valor del error sera: 5, = (S, -y, )/, (net,;)

La funcidn f, debe cumplir el requisito de ser derivable (lineal, tangencial,
sigmoidal), la sigmoidal por ejemplo se representa por la expresion:

|
fk(l’lefﬁ_)=7_wm
l+e

Si la neurona j no es de salida, entonces la derivada parcial del error no puede
ser evaluada directamente. Por tanto, se obtiene a partir de valores conocidos y

. Sh . rh h o .0
otros que pueden ser evaluados: 5, = f." (net ;)Y Sy
| 1

|

Para actualizar los pesos se usa un algoritmo recursivo, comenzando por las
neuronas de salida y trabajando hacia atras hasta llegar a la entrada, ajustando
los pesos de la siguiente forma;

Wi (1) = 1w (1) + A (7 +1)
Awg(t+1)=ao), vy,

Para las neuronas de |la capa oculta:
w; @+ = wjh;. () + Aw;. (t+1)
AL (t+])=ad) v,

Para acelerar el proceso de aprendizaje, se puede aftadir un término momento

El error en las capas ocultas depende de todos los términos de error de fas
capas de salida. De ahi el término back-propagation.

l .

El proceso se repite hasta que
el error esta por debajo o es menor
que un valor previamente definido

Fuente: [Lizarrazo, 2006]
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2.5.12 APLICACIONES DE LAS REDES NEURONALES ARTIFICIALES
Las caracteristicas especiales de los sistemas de computacidon neuronal permiten que sea

utilizada esta nueva técnica de calculo en una extensa variedad de aplicaciones.

La computacion neuronal provee un acercamiento mayor al reconocimiento y
percepcion humana que los métodos tradicionmales de calculo. Las redes neuronales
artificiales presentan resultados razonables en aplicaciones donde las entradas presentan
ruido o las entradas estan incompletas. Algunas de las areas de aplicacion de las RNA
son las siguientes:

Compresion de Imdgenes: la compresion de imagenes es la transformacion de los datos
de una imagen a una representacion diferente que requiera menos memoria 0 que se
pueda reconstruir una imagen imperceptible. Cottrel, Munro y Zisper de la

Universidad de San Diego y Pisttburgh han disefiado un sistema de compresion de
mmagenes utilizando una red neuronal con un factor de compresion de [8-1].
Reconocimiento de Caracteres: cs el proceso de mterpretacion visual y de clasificacion
de simbolos. Los investigadores de Néstor, Inc. han desarrollado un sistema de
computacion neuronal que tras el entrenamiento con un conjunto de tipos de caracteres
de letras, es capaz de interpretar un tipo de caracter o letra que no haya visto con
anterioridad.

Reconocimiento de Patrones en Imdgenes: una aplicacion tipica es la clasificacion de
objetivos detectados por un sonar. Existen varias ANN basadas en la popular
Backpropagation cuyo comportamiento es comparable con el de los operadores
humanos. Otra aplicacidén normal es la inspeccion industrial.

Prediccion: en el mundo real existen muchos fenomenos de los que conocemos su
comportamiento a través de una serie temporal de datos o valores. Lapedes y Farber del
Laboratorio de Investigacién de los Alamos, han demostrado que la red backpropagation
supera en un orden de magnitud a los métodos de prediccion polindmicos y lineales
convencionales para las series temporales cadticas.

Prediccion: en el mundo real existen muchos fendomenos de los que conocemos su
comportamiento a través de una serie temporal de datos o valores. Lapedes y Farber del

Laboratorio de Investigacién de los Alamos, han demostrado que la red
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backpropagationsupera en un orden de magmtud a los métodos de prediccion

polindmicos y lineales convencionales para las series temporales caoticas.

2.5.13 REDES NEURONALES UTILIZADAS EN LA PREDICCION
A diferencia de los enfoques tradicionales de analisis de series temporales y las
previsiones, las redes neuronales artificiales necesitan una cantidad reducida de la
mformacion para pronosticar el futuro de los datos de series de tiempo. En base de los
datos disporubles de la serie de tiempo, los parametros de la red internamente son
sintomzados usando un algoritmo de ajuste apropiado. Puede ser necesario incluir
también la modificacion de la arquitectura de red elegida inicialmente para adecuarse
mejor a la arquitectura requerida por el problema planteado. [Daza, 2008]
2.5.14 METODOLOGIA PARA LA PREDICCION CON REDES NEURONALES
La metodologia para la prediccidn es generalmente entendida como un conjunto de
enfoques, métodos y herramientas para recopilacion de datos de series de tiempo que se
utilizan para la prevision o prediccion de los futuros valores de las series de tiempo, en
base a los valores pasados. La metodologia para la prevision incluye las siguientes
etapas seguin Palit y Popovic:
a) Preparacion de los datos
Para el pronostico, es decir la adquisicion, estructuracion, normalizacion y la
division de los datos pasos que se detallan a continuacion:
Estructuracion de los datos. Se debe obtener el par (entrada, salida deseada), es
decir se obtendra la siguiente ecuacion:
(x(t—(D-DA),..x(t—A), x(1),x(t+ R))
Donde x(f+ R)son los valores predichos basados en los valores pasados de una
serie de tiempo hasta un punto # siendo R el instante para el cual se quiere
predecir, D sera numero de patrones de la muestra, Asera el intervalo entre los

valores de la serie de tiempo y x(f)sera el valor de la serie de tiempo en un

instante .
Normalizacion de los dates. La preparacion de los datos incluye hmpiar y
transformar los datos. El objetivo es quitar el ruido, las inconsistencias de la

resolucidn, y acentuar las relaciones importantes en las variables de la entrada.

46



En muchas ocasiones los resultados de la prediccion dependen de la
normalizacion de los datos, debido a la discrepancia que existe en los datos
originales, como ser valores grandes o demasiados pequefios, Los valores
pequenos tienen una contribucion baja a la varianza general; y estos predisponen
a otros patrones con valores mas altos. La normalizacion de los datos es
necesaria ya que los datos suelen ser ruidosos e incompletos, lo que le impide a
la red neuronal artificial enfocar la informacion importante y de esta manera
obtener los patrones normalizados, con media igual a cero y una desviacion

estandar igual a 1, esto mediante la ecuacion:

1 N
TN YR
X N; 1

También se puede hacer uso de la siguiente del método de maximos y minimos
que esta dado por:
Xl -) Xmln

NS
Xmax _Xmln

J

Dénde:

X, datonormalizado

X; dato original

Xomax €s el dato mas grade de la serie

Xmin €s el dato mas pequeiio de la serie

Division de los datos. En la practica es commin dividir la serie de tiempo en tres
distintos conjuntos: entrenamiento, prueba y validacion (fuera de la muestra). El
conjunto de entrenamiento es la mas grande y se usa para que la red neuronal
pueda aprender el modelo que presentan los datos. El conjunto de prueba oscila

entre el 10% al 30% del conjunto de entrenamiento, se usa para evaluar la
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b)

habilidad de la generalizacion de una red entrenada. El conjunto de validacion
debe consistir en las mas recientes observaciones contiguas. Se debe tener el
cuidado para no usar el conjunto de validaciones como conjunto de prueba.
Determinacion de la arquitectura de la red

Es decir, la seleccidon del tipo de red que se utiliza para prediccion, la
determinacion del mimero de nodos de entrada y salida de la red, numero de
capas, el nimero de newronas dentro de las capas, determinacion de las
Intersecciones entre las neuronas, la seleccion de la funcion de activacion de las
neuronas, entre otras.

En un modelo neuronal estandar para realizar la prediccion de una serie de
tiempo se debe usar un juego de d-tuplas como entradas y un solo valor
designado a la salida de la red. La estructura a nivel macro del modelo predictivo

es 1lustrado en la fig.13, en el cual se observa un conjunto de d-tuplas como
variables predictivas [x(t—d),..x(¢—1),x(t)] y una salida [x(t+1)], como
variable predicha. [Larrafiaga et al, 2002]

Fig.13 modelo macro

| x(t+1)

[ Unidades ocultas J

Fuente: [Larrafiaga et al, 2002]

Diseno de la estrategia de aprendizaje o entrenamiento de la red

Es decir, la seleccidn del algoritmo de aprendizaje, el indice de rendimiento, la
capacitacion y la supervision. El entrenamiento de la red neuronal es un proceso
en que la red aprende a reconocer el modelo inherente a los datos de

entrenamiento.
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El objetivo del entrenamiento es encontrar el conjunto conveniente para los
valores de los pesos en la conexion de los nodos de la red neuronal a través de la
afinacion de los mismos durante el entrenamiento de la red, haciendo que la red
pueda lograr la generalizacion mas alta.

d) Evaluacion global
De los resultados de la prediccion mediante la utilizacion de nuevos conjuntos de
datos de observacion.
El entrenamiento de la red puede requerir de repetidos ensayos de entrenamiento
con varios valores de peso iniciales. Después de cada corrida de entrenamiento
los resultados de la misma tienen que ser evaluados y comparados con los
resultados logrados en las corridas anteriores, en orden para seleccionar la mejor
corrida.

2.5.15 COMBINACION DE LAS REDES NEURONALES Y LOGICA DIFUSA

La razén mas importante para combinar los sistemas difusos con las redes
neuronales es la capacidad de aprendizaje pues tales combinaciones son capaces de
aprender reglas lingilisticas y/o funciones de pertenencia, o de optimizar las ya
existentes. Aprender, en este caso significa crear una base de reglas o funciones de
pertenencia de improvisaciones basadas en el entrenamiento de datos presentados

como un problema de aprendizaje fijo o libre.

Combinar la légica difusa y las redes neuronales puede aliviar los problemas
asociados con cada uno de estos paradigmas. Un analisis revela que las desventajas
de disco paradigmas parecen complementarias y por lo tanto, es natural considerar
construir un sistema combinando ambos enfoques. Mientras que las capacidades de
aprendizaje es una ventaja desde el punto de vista del sistema difuso, la formacion
automatica de reglas lingiiisticas sera la ventaja desde el punto de vista de la red

neuronal. [Baron, 1998]
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2.6CONJUNTOSDIFUSOS

Preferencia, simulitud, vaguedad, incertidumbre, imprecision o posibilidad son algunos
de los térmunos que caracterizan el conocer y razonar humano, y que resultan
determinantes en aquellas situaciones en las que la informacion dispomible es
mcompleta. La progresiva automatizacidon de tareas que incorporan informacion
procedente de la descripcion realizada por un ser humano, habitualmente mediante el

lenguaje, nos demandan modelar algunas de las caracteristicas indicadas.

El punto de partida en la logica clasica o difusa tiene su origen en las proposiciones
elementales que estan dentro de la Idgica proposicional, cada proposicion elemental
corresponde a una frase simple del lenguaje matural, como ser “el teléfono moévil de
Carla es de ultima tecnologia”, “la plamficacion es punto micial en cualquier proyecto”,
“el disefio de la interfaz grafica tiene una duracion de 10 dias”, son oraciones
declarativas que son verdaderas o falsas en el contexto de la logica clasica sin embargo
la 16gica difusa trata de evaluar el valor de veracidad de estas proposiciones entre lo
verdadero y el falso, tomando como ejemplo la tltima proposicion, existe la posibilidad
que la duracion de una actividad sufra variaciones a lo planificado, entonces ésta
situacion conlleva a la redefinicion de la proposicion de la forma: “el disenio de la
mterfaz grafica tiene una duracion de mas o menos 10 dias”, ante este tipo de
proposiciones la logica clasica como la logica n-valuada quedan cortas en su

tratamiento.

Analizando algunos aspectos relevantes entre la logica clasica y difusa se tiene lo

siguiente:

Sea p una proposicion, en la logica clasica el valor de verdad de p es cero o

uno, es decir v(p) € {0,1}.

Sea p una proposicion, en la logica difusa el valor de verdad de p estan entre el

cero y el uno, es decir v(p) €[0,1].

Los valores de verdad de p que tienden a uno indican que la proposicion p es

mas verdadera en la 1dgica difusa.
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En la légica de predicados dado un conjunto no vacio X denominado conjunto
unmversal o universo del discurso, cada predicado umitario P se define como una
funcién que asigna a cada elemento x una propiedad, atributo o relacidén entre
elementos de X dado por la proposicién de la forma P(x)=“x es p , por ejemplo sea
el conjunto unmiverso X , conjunto de colores de 0jos de personas y sea el predicado P
=“ojos azules”, entonces el predicado al asignar a un elemento (persona) llamese
“Carla” genera la proposicion “Carla es de ojos azules”, prestando atencion a este
singular proceder el predicado P ha generado implicitamente un conjunto 4 de
personas de ojos azules. Indicar que un predicado preciso P es aquel que origina

proposiciones P(x) precisas, en tanto que un predicado impreciso generara

Proposiciones 1mprecisas.

Del analisis de la exposicidn anterior se llega a las siguientes conclusiones:

e Los conjuntos difiisos son originados por predicados difusos, también indicar que
todo predicado induce un subconjunto y todo subconjunto induce un predicado,
estos conjuntos son estructurados con una visidn particular a alcanzar.

e Los predicados precisos dan Iugar a conjuntos clasicos, en los que un elemento o
pertenece completamente al conjunto o no pertenece en absoluto, mientras que
los predicados imprecisos dan lugar a conjuntos difusos, en los que el grado de

veracidad de un elemento varia dentro del intervalo [0.1].

Para dar mas claridad a este asunto veamos el siguiente ejemplo. Sea X, ,, un conjunto

de miumeros reales entre el 0 y 10 unmiverso de discurso y el predicado P ="intervalo 5y
8” que a su vez define al conjunto 4 subconjunto de X con aquellos mimeros enteros

entre 5 y 8 representados en la figura 14.
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Fig. 14 Conjunto clasico, X =[0,10],4=[58] donde 4 c X

Ha

1 —

o4
>

Fuente: [Bonissone, 1980]

La correspondiente interpretacidn del grafico es que se asigna el valor de uno a
aquellos elementos que estan en el conjunto A4 o cero para los que no estan, es decir se
restringe en valores absolutos; empero en los conjunto difusos los elementos son

evaluados de la pertenencia o no pertenencia a un conjunto de acuerdo a grados.

Para una mejor mterpretacion de los conjuntos difusos se la puede representar
mediante graficos como la funcion triangular, funcién gamma, funcién S, funcién
gaussiana, funcion trapezoidal, eligiendo de éstas la funcidn que mejor represente la
mcertidumbre para un concepto dado. De acuerdo a la linea investigativa del trabajo en
la aplicacion de conjuntos difusos se utilizara la funcion triangular, para el tratammento
de la mcertidumbre en valores de tiempos, asi la funcion triangular es representada por

la figura 15.
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Fig.15 Funcion triangular A(x;a,m.b)

>

Hy (x) 1 A

0.5 —

Fuente: [Choque, 2002]

La funcion triangular esta compuesta por tres numeros como es (a,m,b), en la
cual m es el valor exacto a alcanzar por los dos extremos denotado por ay b , significa
que mpresenta una variacion en el intervalo [a,b], ésta funcion triangular es

seleccionado por que se ajusta adecuadamente para el tratamiento de la variabilidad de

las duraciones de tiempo en las actividades.

2.6.1 FUNCION CARACTERISTICA
La funcion caracteristica es una forma de especificar un conjunto en términos de

funciones algebraicas. La funcidn caracteristica de un conjunto nitido se la desarrolla de
la siguiente manera: sea una funcion : X — {0,1}, algunos elementos de X tomaran el
valor 1 mientras que otros tomaran el valor 0. Los primeros forman un subconjunto A4

definido como A={xe X | u(x)=1}, reciprocamente todo subconjunto nitido A4

define una funcion #, : X — {01}, denominada funcion caracteristica, que toma el

valor 1 para los elementos que pertenecen a 4 y 0 para los que no pertenecen, descritas

formalmente por:

1 sixeAd

#,(x) :{

0 sixegAd
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Es decir p,(x) =v(x € A). El valor x,(x)se denomina funcién de pertenencia del

elemento x al conjunto A4 .

La funcién caracteristica de un conjunto difuso permite la construccion de un
marco formal en la cual pueda efectuarse el tratamiento y manipulacion de la
mcertidumbre. En un conjunto difuso su frontera no estad precisamente defimda, y la
prueba de pertenencia regresa un valor entre el cero y el uno [0,1], valor que esta
definido en los mimeros reales R, es decir existen mimeros difiilsos que expresan

cantidades aproximadas dentro del intervalo [0,1], para este fin se introdujo el concepto

del grado de pertenencia denotada por u el cual es subjetivo y dependiente del

dominio.

Sea X conjunto no vacio y el conjunto difuso 4 X, A estd caracterizado por
su funcién de pertenencia 4, : X —[0,1], donde cada elemento de 4 toma un valor en

el itervalo [0,1] de nmimeros reales, yx 1indica en qué medida cada elemento de X

pertenece a A, esto es w(xe A) = u(x). La funcion caracteristica para el conjunto

difuso de la figura 15 es la siguiente:

0 si x<a
(x—a)/(im—a) si a<x<m
(b—x)/(b—m) si m<x<b

0 Si x>bh

w1, (x)=

Como ejemplo, situandonos en el contexto de este trabajo se define el conjunto umverso
como el consumo total agua potable por definida como
Xs 450230 = {x € Z|0 < x < 2.450.230} donde x representa el consumo de agua en un
periodo del afio, sea el predicado P =“consumo de agua normal es de mas o menos
2.321.456 por mes” que define el conjunto 4 de consumo de agua de +2.321.456 por

mes, esta situacion esta descrita por la funcidn triangular de la figura 16.
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Fig. 16 Conjunto difuso consumo normal

>

NORMAL

Hylx)

» consumo de x

2156.897 2300250 2.321.456 2.33 2.550.694

Fuente: [Bonissone, 1980]

Para determinar el valor de pertenencia o no pertenencia de un elemento a un

conjunto difuso se recurre a su fincion caracteristica. Para un conjunto de duraciones

x={8,8.5,9} enel intervalo a < x< m se tiene los siguientes grados de pertenencia.

Tabla 10. Grados de pertenencia

x (x—a)/(m—a) My (x)

2.300.250 | (2-300.2502.156.3897)/(2.321.456 2.300.250) 0.67

Fuente: Elaboracion Propia

v, ("el consumo de agua+?2.321.456 mes(2.300.250)") =0.67 significa que la

actividad pertenece al conjunto 4 en un grado de 0.67 de veracidad. Por tanto, una

forma posible de definir un conjunto difuso es dar su funcidn caracteristica,

especialmente cuando X es un conjunto numérico y u,(x) puede representarse

mediante una funcion algebraica.
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2.6.2 CORTE DE NIVEL ALFA

Sea X un conjunto difuso, s1 4 es un subconjunto difuso de X se denota que el corte

de nivel alfa corfe—a de A es A, , entonces para cualquier numero « €[0,1] el corte
de nivel alfa se define por A, = {xl,uA (x)= ax,x e X}, denominado nivel

de nitidez del conjunto difuso A. Para a < u,(x) <1.

Fig. 17 Corte de nivel alfa para el conjunto difuso

Hy (x) 1‘ NORMAL M

consumo de x

2.321.456 2.3; >
2.156.897 2.300.250 2.550.694

Fuente: Elaboracion propia

Al aplicar el corte de mivel alfa a un conjunto difuso, éste se reduce a un conjunto

mas pequeno con elementos de un alto grado de pertenencia limitado por cx .

Tomando en cuenta los grados de pertenencia de los resultados de la tabla 8, el
establecer un corte de nivel a = 0.5, significa la reduccion del conjunto, compuesto por
aquellas de consumo de agua con grados de pertenencia mayores o iguales a 0.5, implica
que de la tabla seran tomadas en cuenta los valores de tiempo 0.67 y sera descartada los
valores inferiores por tener un menor grado de pertenencia al conjunto 4 de consumo

de agua.
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2.6.3 VARIABLES LINGUISTICAS

Una variable lingilistica es una variable que describe el estado de un fendmeno como ser
temperatura, aprendizaje, limpieza, sabiduria, duracion de actividad, etc., cuyos valores
son palabras o sentencias enmarcadas en un lenguaje predeterminado. Cada una de estas
palabras o términos se conoce como etiquetas lingiiistica y se presenta por medio de un
conjunto borroso definido sobre el umverso de discurso de la variable a la vez a éstos
conjuntos es aplicable los modificadores lingiiisticos que son las que acentian una
etiqueta lingilistica como ejemplo muy, mas o menos, mucho, ligeramente, altamente,
bastante, etc., los cuales hacen como un operador que actia sobre un conjunto difuso
asociado al significado de su operando. Tomando el ejemplo del conjunto difuso de la

figura 2.10 se identifican los siguientes atributos:

o Variable lingilistica = duracion de actividades

o Valor de la variable lingiiistica = normal, es una etiqueta lingiiistica y el nombre
del conjunto difuso.

o Modificador lingilistico = mas o menos, aplicable a la etiqueta lingiiistica.

La utilidad de las variables lingiiisticas es descrita a continuacion:

o Esuna forma de comprimir informacion llamada granulacion.

o Ayuda a caracterizar fendmenos que estan mal defimdos o son complejos de
de finir.

o Es un medio de trasladar conceptos o descripciones lingilisticas a descripciones
numéricas que pueden ser tratadas automaticamente: relaciona o traduce el proceso

simbolico a proceso numErico.

2.6.4 OPERACIONES LOGICAS

A diferencia de los resultados bivalentes que se generan por las operaciones con la
logica clasica, los valores de verdad de las proposiciones en la logica difusa son grados

de pertenencia.
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Sea A(x), B(x) son conjuntos difusos en el universo X, con estos conjuntos se realizan las

siguientes operaciones:

o Union: (4U B)(x) = A(x)v B(x)= max{A(x),B(x)}

o Interseccion: (4 N B)(x) = A(x) A B(x)= min{A(x),B(x)}
o Negacion (complemento a uno): ~A4(x) =1 — A(x)

o Implicacién: p — g=Min{l,1-p+gq)

o Equvalencia: p<«>g=1- ‘p — q‘

A contimuacion se muestra las operaciones entre las diferentes conectivas légicas.

Tabla 11. Valores de verdad resultado de operaciones 1dgicas

Ha Hsp 4 Ha e My Hp | By Hp | Ky < Hp
0 0.7 1.0 0.0 0.7 1.0 0.3
0.6 0.3 0.4 0.3 0.6 0.7 0.7
1 0.2 0.0 0.2 1.0 0.2 0.2
0.9 0.1 0.1 0.1 0.9 0.2 0.2

Fuente: [Diez, 2005]

2.7 SERIES DE TIEMPO

Una serie de tiempo es una secuencia cronologica de observaciones de una variable en

particular.

En términos formales, una serie de tiempo se define como una secuencia de vectores,
dependientes del tiempo transcurrido

X
donde r=0, 1, 2, ...
Teoricamente, x se puede ver como una funcidn continua de la variable de tiempo £ Sin
embargo, para cuestiones practicas, el tiempo generalmente se ve en términos de pasos
de tiempo discretos, conduciendo a una instancia de x en cada punto de un intervalo de

tiempo, generalmente de tamario fijo. [Bowerman&O’Connel, 1993]
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De acuerdo a Chatfield (1978), son varios los objetivos por los cuales se desea analizar
una serie de tiempo:

Descripcion: Al tener una serie de tiempo, el primer paso en el analisis es graficar los
datos y obtener medidas descriptivas simples de las propiedades principales de la serie.
Explicacion: Cuando las observaciones son tomadas sobre dos o mas variables, es
posible usar la variacion en una serie para explicar la variacion en las otras series.
Prediccion: Dada una serie de tiempo se intenta predecir los valores futuros de la serie.
Este es el objetivo mas frecuente en el analisis de series de tiempo.

Control: Si una serie de tiempo se genera por mediciones de calidad de un proceso, el
objetivo del analisis puede ser el control del proceso.

Una serie de tiempo generalmente se examina con la intencién de descubrir patrones
historicos que puedan ser utiles en la prediccion. Para identificar esos patrones es
conveniente pensar que una serie de tiempo consiste de varios componentes:

Tendencia Una serie de tiempo tiene tendencia cuando por largos periodos los valores
crecen o disminuyen consistentemente. También puede definirse como cambios en la
media.

Ciclos. Se refiere a movimientos hacia arriba o hacia abajo alrededor del nivel de la
tendencia. Estas fluctuaciones, medidas de pico a pico, pueden tener una duracion larga.
Variaciones estacionales. Son patrones historicos que ocurren y se repiten cada
determinado tiempo, por ejemplo, anualmente. Estas variaciones son causadas
tipicamente por factores como el clima y las costumbres.

Fluctuaciones irregulares. Son movimientos irregulares en una serie de tiempo que no
siguen un patrén regular, ni reconocible. Tales movimientos representan “lo que queda™
en una serie de tiempo después de que la tendencia, ciclos y variaciones estacionales han
sido explicados.

Pueden obtenerse valores futuros de una serie de tiempo observada mediante una gran
cantidad de métodos de prediccion. Estos métodos pueden clasificarse
fundamentalmente en tres grupos:

Subjetivos. Las predicciones se hacen sobre bases subjetivas usando el criterio, la

mtuicion, el conocimiento en el area y otra informacidn relevante. Entre estos métodos
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se encuentran: Ajuste de una curva subjetiva, el método Delphil y comparaciones
tecnoldgicas en tiempo independiente.

Univariados. Con este tipo de método se obtienen valores firturos de la serie basandose
en el analisis de sus valores pasados, se intenta conseguir un patron en estos datos, se
asume que este patrdn continuard en el futuro y se extrapola para conseguir
predicciones. Son muchos los métodos que encajan en esta categoria, entre estos se
encuentran: Extrapolacidn de curvas de tendencia, suavizacion exponencial, método de
Holt-Winters2 y método de Box-Jenkins (ARIMA). Este dltimo es un método
ampliamente utilizado.

Causales o multivariados. Involucra la identificacidn de otras variables que estan
relacionadas con la variable a predecir. Una vez que esas variables han sido
1dentificadas, se desarrolla un modelo estadistico que describe la relacion entre esas

variables y la variable a pronosticar.
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3

Diseiio y Desarrollo

Introduccion

En este capitulo se trataran tres temas muy importantes: La seleccion de
variables que intervendran en el aprendizaje de la red, el diserio del
modelo de red neuronal predictiva y finalmente la preparacion de los
datos de entrenamiento.

3.1 MODELO GENERAL

En el modelo general se observa la fuente de datos como elemento fundamental de
entrada al modelo predictivo. Conformado por los datos relacionados con el consumo de
agua, las redes neuronales y la ldgica difusa constituyen herramientas de apoyo para la

generacion de resultados basados en los datos de consumo de agua y otras variables (Ver
Fig. 18).

Fig. 18 Modelo General

Eleccién de la
arquitectura red
neuronal y algoritmo
de aprendizaje

Procesamiento
de las variabl es

Seleccion

de variables

| Entrenamiento RNN

Construccién conjunto Prediccion consumo del
difuso agua

Estimacién del consumo —N Resultado de la
de agua prediccién

Estimacién nimero de
capas ocultasy el
numero de neuronas y

determinar las
funciones de activacion

Fuente: Elaboracion Propia
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3.2 PREPARACION DE LOS DATOS

3.2.1 Seleccion de variables para el entrenamiento de la red

La eleccidn de las variables es muy importante ya que con estos datos alimentaremos a
la red neuronal,con estas variables realizaremos el entrenamiento de la red neuronal par
que al final obtengamos una red neuronal que pueda predecir la demanda de agua

potable para ello se tiene las siguientes variables:

Temperatura

En algunos trabajos sefialan esta variable como principal determinante de la
demanda de consumo de agua, puesto que en dias de calor el uso del agua
merementa como por ejemplo, en lavar la ropa, el aseo personal, tomar agua
para perder el calor, riego de jardines, lavado de vehiculos, y otras actividades, y
cuando hace frio el uso del agua se ve en decrecimiento o en un estado normal de
uso del agua. Para este estudio tomaremos las temperaturas maximas ya que es

de gran influencia en el consumo de agua.

Poblacion

La poblacion es el total de personas que hacen uso del agua, diaria, semanal,
mensual y anual, hace que esta variables tenga mucha influencia en el consumo
de agua total, ya que las cantidades de personas que hacen uso del agua van en
aumento de acuerdo a sus necesidades, es por ello que se toma en cuenta esta

variable,

Nro. De conexiones activas
Son el total de la poblacion Pacefia conectada al servicio de agua potable, de los

cuales comprenden: Viviendas, Empresas, locales, puntos de riegos y mas.

Calendario.

Se comprueba que la demanda de agua es muy variable en cada mes del afio, en
cada semana, dia, incluso mas en horas. Para esta variable de calendario
escogeremos la variable MES, ya que existen datos disponibles del consumo de

agua por mes. Los datos del consumo de agua por semana, dia, hora, son muy

dificiles de realizar su calculo.
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Si bien las variables como la informacion econdmica y los factores no predecibles
pueden incidir significativamente en la demanda de consumo de agua, se ha optado por
no seleccionarlas para el entrenamiento del modelo de red neuronal, esto debido a que

sus efectos son de poca relevancia.

3.2.2Estructuracion de los datos

Se realiza la codificacidn de las variables de entrada, que entrenaran al modelo,que se
han resumido en la siguiente tabla 10:

Tabla 12. Variables que intervienen en el aprendizaje de la red

VARIABLES UNIDADES TIPO

Numérica
Temperatura Grados centigrados
Representado por su valor actual

_ Numérica
Poblacién -
Representado por su valor actual

_ Numérica
Nro. conexiones -
Representado por su valor actual

Codificada

Enero=0, Febrero=1, ..., Diciembre=11

Mes -

: Numérica
Consumo de Agua | m3(metros cuibicos)
Representado por su valor actual

Fuente: Elaboracion Propia

Debido a que el sistema de distribucion de agua potable entre las ciudades del Alto y la
ciudad de La Paz son muy grandes, solo se tomaron en cuenta datos de la ciudad de La
Paz, datos que se obtuvieron de la Empresa Publica Social de Agua y Saneamiento
(EPSAS), puesto que esta empresa esta encargada de la realizacion de informes de datos
historicos o estadisticos del consumo de agua mensual y anualmente tanto de la ciudad
de La Paz como del Alto. En cuanto a la variable temperatura, los datos se obtuvieron de
la mstitucion de Servicio Nacional de Hidrologia y Meteorologia (SENAMI), quienes
estan encargados de preparar informacion del cambio de clima: Temperatura,

precipitaciones fluviales, humedad, etc. En la siguiente tabla 11, se tiene una muestra de
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los datos obtenidos y clasificados para el entrenamiento de la red mas preciso del afio

1999.

Tabla 13. Datos para el entrenamiento de la red

Tier;npo Mes Poblacidn | Nro. conexiones | Temperatura Consumo de agua
afo (m3)
1939 0 597.854 50.042 19,5 2.635.991
1939 1 597.854 50.042 18,5 2.554.366
1939 2 597.854 50.042 17,6 2.563.856
1939 3 597.854 50.042 18,5 2.596.834
1939 4 597.854 50.042 19,1 2.669.544
1939 5 597.854 50.042 18,8 2.666.963
1939 6 597.854 50.042 17,8 2.758.945
1939 7 597.854 50.042 19,3 2.593.989
1939 8 597.854 50.042 19,3 2.583.964
1939 9 597.854 50.042 19,0 2.658.987
1939 10 597.854 50.042 20,8 2.677.538
1939 11 597.854 50.042 20,9 2.566.768

Fuente: Elaboracion propia con datos de EPSAS Y SENAMI

3.2.3Preparacion de la informacion de entrada

Uno de los aspectos mas relevantes en el éxito de cualquier red neuronal es el conjunto
de datos empleados en su entrenamiento, incluso el mas simple de los modelos puede
ofrecer buenos resultados s1 es alimentado con datos que, tras ser procesados
adecuadamente, revelan de forma clara y precisa la informacion relevante. Asimismo, el

mejor de los modelos fracasara si1 es entrenado con datos de baja calidad.

Es por tanto necesario llevar a cabo un procesamiento de la informacion muestral para
este modo aumentar la capacidad de aprendizaje de la red. El procesamiento constara de

las siguientes operaciones:

Filtrado: Consiste en verificar si la series de datos contienen valores perdidos, para
reemplazar estos datos perdidos se introducen datos con valores de una media aritmética

de valores anteriores y posteriores al periodo.
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Codificacion: La codificacidn se realiza como se explico en el tabla 10.

Normalizacion: La técnica utilizada es la llamada mimero méaximo y mimimo. La
eleccion de esta téenica viene a que se puede limitar las series en el rango de [0,1],
ademas de un facil y velos calculo. Este procedimiento consiste simplemente en
modificar la escala de las variables ateniendo a su valor minimo y maximo. Como

resultado obtendremos mievas series de datos mas homogéneas.

Para normalizar los datos se utilizo la siguiente ecuacion descrita en el capitulo 2:

Xl - Xmln

X; =
Xmax _thn

J
Donde:
X, datonormalizado
X; datooriginal
Xmax €S el dato mas grade de la serie

Xmin es el dato mas pequefio de la serie

Ejemplo para el calculo de la normalizacion para la variable mes

Xonax =11
Xmln =0

Xi =0
Tenemos:

X, =2=% _ 6.000
A e [T

Xmax =11
Xnin =0

Xi - 1
Tenemos:

X = 1-0 = 0.909
7711 -0"

Se normaliza de la misma manera para todas las variables (ver tabla 12)
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Tabla 14: Datos de entrada normalizados en escala [0-1].

Consumo
Tiempo de agua
afo Mes Poblacidn | Nro. conexiones|Temperatura (m3)
1939 0 0,003 0.0000 0,5 0,048
13399 0,0909 0,003 0.0000 0,3571 0,6753
13399 0,1818 0,003 0.0000 0,2286 0,6303
13399 0,2727 0,003 0.0000 0,3571 0,7427
13399 0,3636 0,003 0.0000 0,4423 0,8581
13399 0,4545 0,003 0.0000 0,4 0,854
13399 0,5455 0,003 0.0000 0,2571 1
1939 0,6364 0,003 0.0000 0,4714 0,7382
13399 0,7273 0,003 0.0000 0,4714 0,7223
1399 0,8182 0,003 0.0000 0,4286 0,8413
13399 0,3091 0,003 0.0000 0,6857 0,708
13399 1 0,003 0.0000 0,7 0,635

Fuente: Elaboracion propia

Y para la des normalizacion se usa lo siguiente:

X;=x;p* (xmaz - xmin.) + Xinin

x; dato original a encontrar

X;es el dato normalizado

Xmax €5 el dato mas grade de la serie

Xmin €s el dato mas pequeiio de la serie

Ejemplo para el variable mes

Xmae =11
Xmin =0
X = 0.2727 ...

X, =02727.%+(11—-0)+0=3
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3.2.4Division de los datos

Para realizar un estudio sobre la prediccion del consumo de agua en la ciudad de La Paz,
expresado en metros cubicos, se recurre a la serie temporal de consumo agua referente al
periodo comprendido entre Enero de 1999 y Diciembre de 2009, el resto de valores
historicos, hasta diciembre de 2010, no se dan a conocer a la red, aunque si se
consideran para validar las predicciones y conocer mejor la serie temporal (Ver tabla
13).

Tabla 15.Division de la Muestra

Total de observaciones 144
Observaciones para ¢l entrenamiento 132
Observaciones para la prediccion 12

Fuente: Elaboracion propia

3.3DETERMINACION DE LA ARQUITECTURA DEL MODELO DE RED
NEURONAL

Las Redes Neuronales Artificiales (RNN) estan siendo utilizadas, en los tltimos afios, en
multiples campos, uno de ellos es la prediccion de series temporales. En este apartado se
utilizan las RNN para obtener predicciones de la serie temporal “Demanda de agua”, en

base a datos historicos.

3.3.1Estructura de la red neuronal

La red neuronal esta basada en la estructura de la red retropropagacion del error

(Backpropagation o BP), con una capa de entrada, una o mas capas ocultas y una de
salida. En lo referente a las capas de entrada los datos de ingreso seran las variables que
afectan significativamente en el aprendizaje de la red, descritas anteriormente. La capa
de salida contara con una unidad, el cual indicara el valor del consumo de agua por mes
asociado a cada vector de entradas presentadas a la red. Finalmente las capas ocultas

contaran con un numero variable de neuronas (Ver Figura 19).
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No existe una férmula magica para seleccionar el numero éptimo de nodos para la capa
oculta, tampoco el mimero de capas ocultas, se recomienda que se deba comenzar con
una o dos capas ocultas, pero esto sera respondido una vez realizado el entrenamiento de

lared.

Fig. 19 Estructura del modelo red neuronal Backpropagation

Temperatura

Consumo de

Poblacién agua m3

Nro. conexiones

H Y

CAPA DE ENTRADA CAPA OCULTA CAPA DE SALIDA

Fuente: Elaboracion Propia

3.3.2Numero de neuronas en la capa oculta

El numero optimo de neuronas en la capa oculta esta en funcion del minimo error
admisible, en todo caso, el objetivo es dotar a la red neuronal de n nmameros adecuados
de neuronas en la(s) capa(s) oculta(s) para que sea capaz de aprender las caracteristicas

de las relaciones existentes entre los datos de la muestra.

Realizando experimentaciones con diferentes capas ocultas se obtuvo que para el
entrenamiento de la red neuronal predictiva para el consumo de agua es de 4-8-8-1,
donde las 4 primeras son las variables de entrada, las siguientes ochos son capas ocultas
de entradas de las variables, las siguientes 8 es la capa oculta para la salida, y la ultima

es el resultado del entrenamiento.
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3.3.3Descripcion formal
La definicidon de la red neuronal artificial para la prediccidon del consumo de agua es la

siguiente:

Definicion 3.1
La red neuronal artificial RN para la prediccion de la demanda de agua potable hacia la
ciudad de La Paz esta dada por la dupla:

RN=(X, H, Y)

Donde:

X: conjunto de entradas para la red

H: conjunto de neuronas para la capa oculta

Y: Salida de la red

También la salida de la red se define como la funcion:
Y=f(X,H)

Definicion 3.2
Se define el vector X € RN, como la entrada a la red neuronal artificial para la
prediccion del consumo de agua potable en la ciudad de La Paz, como un vector de la

forma:
X = (%1, %2, %3, %)
Donde;
x;: Temperatura
x,: Poblacion
x3: Nro._coexiones

x,: Mes
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Definicion 3.3

La salida de la red neuronal RN, esta dada por el vector Y que tiene la siguiente forma:

Y=01
Donde:
yi:  es el consumo de agua potable (m?)

Definicion 3.4
La funcidon de activacidn (salida) de la red neuronal artificial RN esta dada por la
funci6n sigmoidea, debido a que ofrece salidas de valores entre los intervalos de [0,1],

esta funcion responde a la siguiente ecuacion:

Y (t+1) = 3
J = 1 + e~ Net;

Con

N
Net_’ = Z Wi ¥i
1

3.4 DISENO TEORICO DEL MODELO DE RED NEURONAL PARA EL
ENTRENAMIENTO
Para la entrada de la red neuronal se tiene una matriz de tamario », que contempla todas

las variables para el entrenamiento, de forma:

Mes Poblacién Nro. conexiones Temperatura
Ai—n
A
Ay
A la cual llamaremos p.
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Para la matriz de la capa oculta, tiene los pesos iniciales Wy, por definicion, se toman

con valores aleatorias que oscilan entre -1 y 1, el tamanio de la matriz sera de 8x4.

0,18 10,11 (0,18 (0,56

0,83 10,18 (0,50 (0,77

0,77 |0,10(0,10 | 0,31

W= (053 (0,45]0,04 10,18

0.39 |0.58 [0.65 |0.98

0.57 |0.24 (0.54 (0.21

0.53 |0.39 (0.18 |0.58

0.78 |0.64 (0.45 [ 0.87

La matriz de datos objetivos se tiene uno de la forma:

Consumo
de agua
Dat. 1

Dat. 2
A= Dat. 3

Dat.n

Que llevara el nombre det.

En cada caso, 4;representa el consumo total por mes, que se toman como datos para

realizar las predicciones.

Es necesario matrices de pesos para la umon de la capa oculta con la de salida, la cual

esta dada por la siguiente matriz LW.

LW= 0.3 0.5 0.90 0.87 0.45 0.60 (0.41 0.7
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Umbral de la capa oculta que esta dado por la matriz siguiente.

0,18

0,83

0,77

B= (0,83

0.39

0.57

0.93

0.78

El umbral de capa de salida es:

LB= 0,58

Las matrices W, LW, B y LB presentan datos de manera aleatoria, puesto que es
necesario para inicializacion de pesos de estos valores, es imposible conocer de manera
adelantada los puntos minimos de error, se acostumbra tomar valores que estén cercanos

a0y 1, de esta manera se procede al entrenamiento de la red.

Asi como es necesaria una regla que combine las entradas a una neurona con los pesos
de las conexiones, también se requiere una regla que combine las entradas con el estado
actual de la neurona para producir un nuevo estado de activacidn, las funciones que se

utilizan entre la capa de entrada y la capa oculta es la funcion sigmoidea definida por:

_ 1
T 14ex

y

Visto en el capitulo 2, entre la capa oculta y de salida también se utiliza la funcidn

sigmoidea
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3.5 REGLA DE APRENDIZAJE

El aprendizaje de la red neuronal se realiza mediante el algoritmo de entrenamiento
Backpropgation, en particular, aquel llamado LevenbergMarquardt, debido a su rapidez
de convergencia.

Tomando en cuenta estos pasos, se presenta el modelo tedrico sobre el entrenamiento de
la red neuronal artificial para el proceso de prediccidn del consumo de agua se puede
observar en la Figura 20.

Fig.20 Modelo tedrico del entrenamiento

Ingresarpyt
Se calcula los valores de entradas para la capa oculta

In =ZWJ¢ ‘pm+B
Se calcula las salidas de la capa oculta
i =f(n)
Se pasa a la capa de salida y se calcula los valores de las entradas
Im= ZLWik »i+ LB
Se calculan las salidas

o= g(Im)
Se obtienen los términos de error para las unidades ocultas

k= (y— o)+ g(n)
Términos de error para la capa de salida

6‘=f(In)-tZk-tw

Se actualizan los pesos
wit+1) =w()+8=p

1
=1
2

El proceso se repite hasta gue se llegue a la matriz objetivo y se estabilice el error

El error esta dado por

Fuente: Elaboracion propia

Para comparar resultados sobre predicciones y los datos reales, se toma en cuenta el

error absoluto individual, que esta dado por:

EE=xi— 1
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También se toma en cuenta el error porcentual, que viene como:

x —
Ep =(lp—p)* 100

Donde; x; es el dato a observar y u es el dato real.

3.6 APLICACION DE LA LOGICA DIFUSA A LOS DATOS DE LA
PREDICCION DE LA RED NEURONAL
Luego de obtener los resultados de la red neuronal, se disefia el modelo de Loégica

Difusa.

Para una mejor interpretacion de los conjuntos difusos del resultado de la red neuronal
predictiva. De acuerdo a la linea investigativa del trabajo en la aplicacion de conjuntos
difusos se utilizarad la funcidn triangular, para el tratamiento de la incertidumbre en
valores de consumo de agua en un periodo futuro, asi la funcidn triangular es

representada por la figura 21.

Fig, 21 Funcion triangular

r g

H(x)

0.5 —

v

Fuente: Elaboracion propia

Donde X viene siendo cantidad de consumo de agua en un periodo ¢, @ y b son los

extremos de m que es el consumo total de agua en afio predicho por la red neuronal.
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La funcién caracteristica para el conjunto difuso es la sigwente:

0 k7] x<a
(x—a)/(im—a) si a<x<m
(b—x)/(b—m) si m<x<b

0 Si x>bh

Hy(x) =

Para hallar los extremos a y  procederemos de la siguiente manera:

Definicion 3.5

Para hallar los valores @ y b tenemos que tener un valor que incremente y decrezea el
valor predicho por la red neuronal, que en este caso es m, la variable que incremente y
decrezca solo puede conocerse a través de la experiencia del experto o por algiin calculo

estadistico o matematico por lo que se tiene:

ec =experiencia o calculo estadistico

pr=promedio de crecimiento del consumo de agua
ec = m = pr

Ahora se tiene

a=m-—ec extremo inferior

b = m + ecextremo superior

Ahora bien para obtener resultados que nos den un intervalo de consumo de agua se
tiene que despejar la ecuacion de la funcion caracteristica del modelo triangular dado

por:

Donde hes el valor de confianza con el que se quiere obtener un valor de proximidad de
probabilidad confiable.
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Despejando se tiene:

x;,=h(m—a)+a valorinferior
Despejando se tiene

X, = b—h(b—m) valor superior
Asi obtenemos un intervalo de confianza dado por [xy, x4]

Con los datos del intervalo se puede realizar conclusiones que ayuden al experto de
cuanto de consumo de agua se puede tener en un fututo préximo con una confianza o

probabilidad de 4, por ejemplo:

Si h=0.60, el consumo de agua para un periodo t =2013 predicho es de entre
[47.456.367-50.654.897 ] expresado en m3/ajio.

Con estos valores un experto tendra un criterio de decision.
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4

Experimentacion

Introduccion

En este capitulo se explica como se realiza el entrenamiento y los
resultados que se obtienen, como también se aplica la Iogica difusa a los
resultados de la prediccion. A demas se presenta la estructura final de la
red neuronal para realizar predicciones.

4.1ENTRENAMIENTO DE LA RED
4.1.1 SOPORTE INFORMATICO PARA ELL MODELO

Existe en la actualidad una infimdad de herramientas informaticas para la manipulacion
de las redes neuronales artificiales, para este trabajo se optod por utilizar el programa
Matlab y sus Neural Network Toolbox debito a que posee un motor de calculo muy
potente, también nos permite modificar parametros de entrenamiento como la tasa de
aprendizaje, el momento, el mimero de iteraciones, el error cuadratico medio minimo

aceptable, etc.

Enla figura 21 se muestra el ¢odigo para el entrenamiento de la red:
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Fig.22 Codigo para el entrenamiento

Cargamos los datos de la matriz

todosp=variables de entrada para el entrenamiento
todost=datos objetivos consumo real

sdividimos la matriz de datos en tres grupos

sdatos para el entrenamiento

sdatos para validar

sdatos para el test

trp=todosp; %conjunto de datos entrenar

vp=todosp; %conjunto de tatos para validar
tsp=todosp;%conjunto de datos para la test (prueba)
trt=todost; %conjunto de datos de objetivos

vt=todost ; %conjunto de objetivos para validar

tst=todost; %conjunto de objetivos para test (prueba)
todospn=todosp"';

% [todospn,mintodosp, maxtodosp]=premnmx (todosp) ;

% se utiliza lo anterior para normalizar los datos no normalizados
trpn=trp"';

trt=trt’';

vpn=vp';

vt=vt';

v.P=vpn;

v.T=vt;

net=newff([-1 1;-1 1;-1 1;-1 1],1[8

1]1,{"'logsig', 'logsig'}, "trainlnm') ;

sfuncién de transferencia logsig vy algoritmo de entrenamiento
LevenbergMar quardt

net=init (net): %iniciamos la red con valores aleatorios
net.trainParam.show=100; %muestra numero de ciclos en pantalla
net.trainParam.epochs=500; %numero de ciclos de entrenamiento
net.trainParam.goal=1e-10; %error dque debe alcanzar el
entrenamiento

[net, tr]=train(net, trpn, trt, [1, [1,V); %realiza el entrenamiento
tspn=tsp’';

rdo=sim (net, tspn) ;

tst=tst’';

[m,b, r]=postreg(rdo, tst)

W=net.IW{1l,1};%matriz de pesos entre entrada y oculta
ILW=net.LW{2,1};%matriz de pesos entre oculta y salida
B=net.b{l}; %umbrales de la capa

LB=net.b{2}; %matriz de salida

Fuente: Elaboracion propia
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De donde obtenemos como resultado la matriz:

W representa la matriz de los pesos que une la capa de entrada y la capa oculta

LW representa la matriz de los pesos que une la capa oculta con la capa de salida.

-11,4804013 | 4,15260081 | -14,3251649 17,9412804
-8,62048765 | 8,79300557| 16,5183907| 31,1454317
-13,4955459 | -2,20121621 | -0,05746414 | -4,27663607
-11,073366 | -1,79385846 | -1,17055152 | -4,28480985
-0,39865174 | -32,6307186 [ -12,3784016| 0,92856033
-3,32204892 [ -1,44456198 | -5,58030653 | 7,16446169
0,44485098 | 45,1152737| 32,0552685| -0,97166548
-5,66364128 | 1,9215377| 7,97621057| -1,12844805

LW= | 2,07108593 | 1,8172065 | -18,024639 | 19,2044356 | -20,1153159| -1,49683213 | -19,6871573 | -1,66177993 |

B representa la matriz de umbrales de la capa oculta

LB representa la matriz de los umbrales de la capa de salida

LB= 21,5541175

Con estas W LW B LB son matrices ya entrenadas, conlas cuales ya se pueden realizar

predicciones.

-8,13658585

-34,1706221

6,65090554

6,04758339

22,6143318

-3,37042079

-34,8902565

3,41036225
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4.1.2 PREDICCION

Con estos datos se presenta los pasos generales para la realizacion de predicciones: Las
variables normalizadas elegidas, son multiplicadas por la matriz de los pesos sinapticos,
que une la capa de entrada con la capa oculta. A la matriz resultante se le aplica una
funcién soigmoidea, ya que los datos esta normalizados entre [0,1]. Esta se multiplica
por la matriz de pesos que une la capa oculta con la capa de salida y de la suma el
umbral de salida, nuevamente aplicamos la funcidn sigmoidea para que los datos estén
entre el rango de [0,1]. El dato obtenido debe ser des normalizado, y nos muestra las
predicciones realizado por la red neuronal para un tiempo t, en la siguiente figura 22, se

muestra el codigo para realizar la predicciones.

Fig.23 Cédigo para la prediccion

Loadprueba91lnetWLWBLB

T=[0.000 0.0030 0.000 0.500]; el dato viene dado por este
vector

o=T";

D=W*Q;

H=D+B;

k=logsig(H);

I=LW*k;

Z=I+LB;

R=logsig(2);

V(i)=R; 3trasladamos la respuesta a un vector luego des
normalizamos ese dato y obtenemos el resultado que se estima

Fuente: Elaboracion propia

En primer lugar se realizara un contraste de lo bien que ha aprendido la red, es decir, en
qué medida es capaz de repetir la serie original al presentarle los mismos datos
mievamente  de entrenamiento. En segundo Ilugar se probara la capacidad de
generalizacion de la red, y por tanto validar su capacidad como instrumento de

prediccion, con datos no entrenados.
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4.1.3 PREDICCION

NEURONAL

CON DATOS

CONOCIDOS

POR ELL. MODELO RED

Los valores predichos de consumo de agua mediante la red neuronal, son comparados
con los datos reales para el afio 2009 en particular, que se observa en la tabla 14.

Tabla 16. Consumo real y prediceiones red neuronal

Mes CONSUMO RED Error
REAL NEURONAL | porcentual
Enero 2.510.138| 2.544.739 1,3784
Febrero 2.466.045| 2.443.726 -0,8050
Marzo 2.321.319| 2.371.744 2,1722
Abril 2.520571| 2.478.075 -1,6860
Mayo 2.536.419| 2.517.455 -0,7477
Junio 2.517.440| 2.512.486 -0,1568
Julio 2.540.043| 2.509.268 -1,2116
Agosto 2.518.145| 2.485.804 -1,2843
Septiembre | 2595560 2.504.024 -3,5266
Octubre 2.687.358| 2.675.112 -0,4557
Noviembre | 2720538 2.687.333 -1,2205
Diciembre | 2317734 2.490.402 71,4458
TOTAL | 30.251.310 | 30.220.166 | P=-0,0195

Fuente: Elaboracion Propia

Aqui observamos graficamente el consumo de agua real y red neuronal en la figura 23

Fig.24 Consumo real y predicciones red neuronal

2.800.000

2.700.000

2.600.000

2.500.000

2.400.000

2.300.000

2.200.000

2.100.000

5 6 7 8 9 10 11 12

I CONSUMO REAL
B REDNEURONAL

Fuente: Elaboracion propia
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En la figura 23 observamos como los datos reales y los de la red neuronal contrastan, a

primera vista se puede apreciar un aceptable similitud entre ambas.

4.1.4 PREDICCION CON LOS DATOS NO CONOCIDOS POR ELMODELO
RED NEURONAL

A continuacion presentaremos al modelo el conjunto de datos que se habian reservado
con anterioridad (ver tabla 13). El modelo procesara esta nueva informacién teniendo en
cuenta las relaciones aprendidas en el entrenamiento y que guarda en forma de matriz de
pesos sinapticos. La salida del modelo no sera mas que la prediccion, comparando esta
con los valores reales del consumo de agua real del afio a predecir, en este caso para el

afo 2010 (Ver tabla 15).

Tabla 17. Prediccion con datos no entrenados

Mes CONSUMO RED Error
REAL NEURONAL | porcentual
Enero 2.439.848| 2.308.652 -5,3772
Febrero 2.297.436| 2.185.744 -4,3616
Marzo 2.400.488 | 2.438.163 1,5695
Abril 2.485.305| 2.647.397 6,5220
Mayo 2.563.221| 2.656.861 3,6532
Junio 2512.072| 2.677.128 6,5705
lulio 3.211.519| 2.634.874| -17,9555
Agosto 2.577.617| 2.685.524 4,1863
Septiembre | 2576.575| 2.685.138 4,2135
Octubre 2.617.026| 2.678.002 2,3300
Noviembre | 2608.775| 2.685.303 2,9335
Diciembre | 2703.904| 2.682.911 -0,7764
TOTAL 30.993.785| 30.965.638| P=0,2506

Fuente: Elaboracion propia
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En la figura 25 se puede observar mucho mejor la prediccion vs el consumo real.

Fig. 25 Prediccion con datos no entrenados
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Fuente: Elaboracion Propia

Observando el grafico se puede afirmar con seriedad que la red neuronal realiza

predicciones muy buenas.
4.1.5 ANALISIS POST-ENTRENAMIENTO

El rendimiento de un modelo de red neuronal (capacidad de prediccion), una ves
entrenado puede ser medido realizando un analisis de regresion entre la respuesta del
modelo y la correspondiente salida orniginal (consumo de agua real). El siguiente

comando 1lustra como se puede realizar un analisis de regresion sobre el modelo.

[m, b, r]=postreg(rdo, tst)

Se realiza un comparacion entre la curva de consumo generada por el modelo de red
neuronal rdo y la correspondiente curva de consumo real tst. E1 comando postreg arroja
tres resultados las cuales son: m, b, r, de donde las dos primeras corresponde a la
pendiente y la interseccion en el eje Y de la mejor regresion lineal relacionando el
consumo de agua real con el consumo de agua de la red neuronal.

Si se tiene un ajuste perfecto la pendiente m debera ser 1, y la interseccion en Y dado

por b deberia ser 0. La tercera variable r, es el coeficiente de correlacidon entre el
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consumo real de agua y el consumo predicho por la red. Sir es igual a 1, entonces hay

una correlacion perfecta entre el consumo real y de la prediceidn, entonces tenemos que:

m = 0.8407
b = 0.0902
r=0.9178

En la siguiente figura 26 muestra el analisis de regresion en el modelo neuronal.

Observando en la figura 26, vemos que el mejor ajuste lineal (roja), es muy parecido al

ajuste perfecto. También se advierte que el R=0.9178, que esta muy proxima a la unidad,

esto es suficiente para afirmar que la prediceion realizada con el modelo de red neuronal

es bastante bueno.

Fig.26 Analisis de regresion del modelo de red neuronal

1 I I I ] ' I 1

©  Punto de datos R=0.9178 .
oo} | T o
------- Mejor compatibilidad o ©
o8l Y consumo RNN=T consumo real -
07} 3
O
06} ; : o _
Potencia de salida Y o oo ©
Compatibilidad
; oo
05} lineal / & 4
© o
04 4
0.3 _
0.2 _
0.1 _
‘ Metas T
0 a I 1 ! 1 1 1 1 1 1
0 01 0.2 03 04 0.5 0.6 a7 0.8 g9 1

Fuente: Elaboracion propia
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Ademas estudiando los errores relativos dado por la formula

x—
£p=( lp ”)*100

El promedio de error porcentual es del 10%, este valor indica que el modelo de red
neuronal tiene una efectividad del 90%, observando la figura 27 del consumo real vs

consumo predicho por la red, con todos los datos, se tiene:

/f"‘ f;‘;.'r‘ “__
Fig. 27 consumo real g&&;@g&%&yﬁd&i di ho red neuronal (todos los datos)

ARG O

AT . Ve

Fuente: Elaboracion propia

35



4.1.6 APLICACION DE LA FUNCION TRIANGULAR DE LA LOGICA DIFUSA
A LA PREDICCION DE LA RED NEURONAL.

La aplicacion de la 1ogica difusa al conjunto de datos predichos por la red neuronal nos
dard a un mas, confiabilidad puesto que la logica difusa nos permutira generar dos
valores de consuno de agua, donde el dato predicho por la red estara inmerso en ella,

para ello utilizaremos la funcidn triangular.

Primeramente tenemos que encontrar el valor de:
ec=experiencia o calculo estadistico

Para ello utilizaremos la definicion 3,5 descrita en el capitulo 3.

Encontrar este valor nos permitira hallar los extremos de la funcion triangular, con los

cuales podremos calcular los intervalos de consumo de agua con una veracidad “4”.

Primeramente encontremos el valor prqueno es mas que el promedio de incremento del
consumo de agua de todos los datos observados para el entrenamiento, en la tabla 16 se

muestra todos los promedios de 1999 al 2009:
pr=promedio porcentual de incremento de agua

Tabla 18. Promedio de incremento de consumo de agua por mes y afio

Afios/mes 1999 | 2000 | 2001 | 2002 | 2003 | 2004 | 2005 | 2006 | 2007 | 2008 | 2009
Enero 84| 84| 87| 86| 86| 85| 83| 84| 85| 83| 83
Febrero 81| 81| 81| 82| 83| 83| 83 82| s 71 82
Marzo 81| 82| 81| 79 8| 83| 83| si| 82 74| 7.7
Abril 82| 84| 86| 82| 82| 85| 82| 83| 82| 84| 83
Mayo 85| 85| 83| 85| 85| 85| 84| 85| 85| 87| 84
Junio 85| 85| 84| 87| 87| 85| 84| 84| 85| 87| 83
Julio 88| 87| 86| 87| 89| 87| 83| 84| 86| 81| 84
Agosto 82| 81| 81| 7.9 78] 82| 83| 82| 82| 85| 83
Septiembre 82| 81| 84| 83| 81| 85| 84| 83| 84| 86| 86
Octubre 84| 84| 81| 84| 81| 81| 82| 84| sI| 89| 89
Noviembre 85| 84| 84| 83| 85| 85| 84| 84| 85| 89| 9
Diciembre 81| 82| 83| 83| 84| 83| 83| 83| 83| 85| 7.7
promediode consumo| 8,3 83| 83| 83| 83| 84| 83| 83| 83| 83| 83

Fuente: Elaboracion propia
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Una vez obtemidos los promedios pr se trabaja con ellos para encontrar los valores

mferiores y extremos, ejemplo.
Ahora calculamos elec para la hallar los valores laterales.
ec = m=pr
e c= 2.544.735*0.85 = 2163028
De la tabla 15 tomamos el valor del mes de enero predicho por la red
a=m=—ec extremo inferior =2.544.739-2.163.028=381711
b = m + ecextremo superior =2.544.735+2.163.028=4.707.767

De la tabla 15

[
>

a=381.711 m=2.544.739 b=4.707.767

x;=h(m—a)+a valorinferior
x, =b—h(b—m) wvalor superior
Conun 4=0.5 se tiene:
x; = 0.50(2.544.739 — 381.711) + 381.711=  1.463.225

xs = 4.707.767 — 0.50(4.707.767 — 2.544.739) = 3.626.258
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Como ~=0.5 no es muy bueno probamos con h=0.80
x; = 0.B0(2.544.739 — 381.711) + 381.711 = 2.112.133
x; = 4.707.767 — 0.80(4.707.767 — 2.544.739) = 2.977.353

Aqui podemos aprecia mucho mejor un intervalo de consumo con una probabilidad del

80%, el intervalo de consumo de agua seria de:
[2.112.113 — 2.977.353]

Donde el valor m=2.544.739 esta dentro del rango, para mas claridad observemos la

tabla 17 donde nos muestra el intervalo de consumo para todo un afio, en particular para

el afio 2009.

Tabla 19. Intervalo de consumo con mvel de confianza del 80%

Confianza RED
30% inferior NEURONAL | superior
Enero 2.112.133| 2.544.739| 2.977.343
Febrero 2.031.323| 2.443.726| 2.896.532
Marzo 1.973.737| 2.371.744| 2.838.947
Abril 2.058.802 | 2.478.075| 2.924.011
Mayo 2.080.306| 2.517.455| 2.8955.515
Junio 2.086.331| 2.512.486| 2.851.540
Julio 2.083.757| 2.505.268| 2.9483.566
Agosto 2.064.985| 2.485.804| 2.930.185
Septiembre | 2.079.561| 2.504.024| 2.944.771
Octubre 2216432 2675.112| 3.081.641
Noviembre 2.226.208| 2.687.333| 3.051.418
Diciembre 2.068.664| 2.450.402| 2.933.873
Total 25.092.241| 30.220.168| 35.474.751

Fuente: Elaboracion propia

Asi de esta manera podemos dar valores confiables en vez de dar un valor que tiene
cierto grado de incertidumbre, podemos decir entonces ahora que el modelo de red

neuronal y 16gica difusa muestra valores confiables.
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4.1.7 PROTOTIPO

Fig.28 Ventana de inicio
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Fuente: Elaboracion propia

Fig. 29 Ventana de calculos
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Fig. 31 Resultados de redes neuronales y ldgica difusa
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S

Conclusiones y Recomendaciones

5.1 CONCLUSIONES

El modelo neuronal con una estructura de 4 entradas y una capa oculta de 8 y una salida,
ha sido capaz de predecir el consumo de agua potable con una precision del 90%,con un
error del 10%, ademas efectuando el analisis de la regresion del modelo, esta arroja un
resultado bastante satisfactorio con un R=0.9178, lo que significa que los resultados
obtenidos por el modelo de red neuronal propuesto se acercan en gran medida a los
resultados reales, y con la incorporacion de la 1égica difusa al 90% de veracidad del la
prediccion de consumo de agua se convierte en un modelo eficaz en la prediccion del

consumo de agua potable.

Se cumplid con el objetivo general y especificos, ya que con el modelo propuesto se
puede realizar predicciones en un tiempo t, como también se mncorpord al estudio las
variables descritas en el objetivos especificos, también se realizd un prototipo de

prediccion del consumo de agua.

El estudio realizado ofrece una informacion confiable del consumo de agua,
solucionando asi el problema de falta de informacion del consumo de agua en un tiempo

t futuro, y ademas también de esta manera cumplimos con nuestros objetivos planteados.
5.2 ESTADO DE LA HIPOTESIS

La hipdtesis de investigacion planteada indica: “La aplicacion de redes neuronales y
Iégica difusa al consumo de agua potable, permitira predeciyv la demanda del agua en

los siguientes aitos, con una efectividad del 60%.”.

Con las conclusiones anteriores podemos afirmar que efectivamente se realizd la
aplicacion de la red neuronal y la légica difusa, primeramente utilizando un modelo de

red neuronal, que alimentada por variables que afectan en el consumo de agua, se
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predijo el consumo de agua para un tiempo t, con una efectividad del 90%, y con la
mcorporacion de la logica difusa al consumo de agua los resultado de veracidad
superaron en gran media, entonces la combinacion de la red neuronal y 1ogica difusa
tiene una efectividad de unos 98%, sobrepasando la efectividad planteada en la

hipdtesis.

En conclusion el modelo de red neuronal y légica difusa superd las expectativas de
efectividad, podemos decir entonces que el trabajo realizado tiene un gran nivel

mformativo que es lo que se queria resolver en el problema planteado.
5.3 RECOMENDACIONES

En cuanto a las series de datos, se recomienda que estas sean obtemdas de una fuente
fidedigna, porque si los datos no reflejan la veracidad de nuestro campo de aplicacion de

ninguna o poca ayuda sera para el modelo propuesto.

Este trabajo considera informacion de la ciudad de La Paz, también se puede tomar en
cuenta los datos de la ciudad del Alto, ya que tiene un similar comportamiento en el

consumo de agua potable.

Tomar una cantidad mayor de informacién (datos historicos de arios pasados), para

analizar el comportamiento del modelo
5.4 TRABAJOS FUTUROS

Para trabajos futuros se recomienda ufilizar otras variables como: consumo de agua

doméstico, consumo de agua industrial, dias de consumo alto o bajo.

Resultaria sumamente interesante aplicar otro método de la inteligencia artificial para la
resolucion de este problema, como las redes neurodifuso, aplicada a variables de

mcertidumbre o algoritmos genéticos.

Realizar una comparacion de un modelo estadistico, con las redes neurodifusos, o el

modelo de red neuronal.
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Combinar (Hibridacion) de las redes neuronales con otro modelo como el ARIMA, u

otro modelo de prediccion, para comparar resultados con el presente trabajo.

Para trabajos fitturos realizar predicciones, con variables que afecten al consumo de
agua, para predecir el consumo de agua para toda Bolivia, mostrando resultados de

consumo por departamento y el total consumido de agua potable en Bolivia.
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ANEXOS



ARBOL DE PROBLEMA

comdn

Perjuicio al ciudadano Perjuicio a

empresas peguenas,

medianas, grandes

Desabastecimiento de agua hacia la

Distribucidn de agua
potable inadecuado

poblacidn

]

Captacidn de vollimenes de | Mala planificacidn de recursos

agua en represas inadecuada

y toma de decisiones

Se cuenta con poca informacidn del consumo de
agua potable a futuro

Pocos estudios sobre el
consumo de agua a futuro

Tratamiento insuficiente de factores
exdgenos y enddgenos gue afectan en la
planificacidn y toma de decisiones

| Estudios realizados no contemplan
predicciones sobre el consumo de agua

Personal inadecuado encargado de los
estudios sobre el consumo de agua en
las instituciones encargadas de la
distribucion de agua

Informacion provista por métodos
estadisticos y matematicos limitados

L os métodos no contemplan con una
retroalimentacion de variables que fluctiian
en el tiempo como el crecimiento poblacional

y 0 ¢l factor climatologico




ANEXO A

Datos de: Consumo de agua por mes y afio
Fuente: EPSAS

M/ario 1999 2000 2001 2002 2003 2004 2005 2006 2007 2008 2009 2010
Enero 2.635.991 | 2.659.669| 2.632.522| 2.652.522| 2.649.680| 2.520.238| 2.350.232( 2.582.782| 2.512.238| 2.550.711| 2.510.138| 2.439.848
Febrero 2.554.366| 2.574.554| 2.452.431| 2.552437| 2.564.254| 2.464.144| 2.354.374( 2.515.264| 2.374.134| 2.128.930] 2.466.045] 2.297.436
Marzo 2.563.856| 2.587.756[ 2.462.805| 2.452.805| 2.467805( 2.452.325| 2352683 2.477.645| 2.412325[ 2.250.766| 2.321.319| 2.400.488
Abril 2.596.834| 2.659.732] 2.611.223| 2.551.653| 2.529.623| 2.508.572| 2.325.368| 2.549.573| 2.428.553| 2.554.466| 2.520.571| 2.485.305
Mayo 2669544 2.672.435| 2.535.551| 2.635.552] 2.629.551| 2.526.438| 2.382.459| 2.589.552| 2.529.438| 2.646.688| 2.5360.419| 2.563.221
Junio 2.666.963 | 2.698.455| 2.541.232| 2.684.232| 2.694.283| 2.515.349| 2.375.334( 2.576.387| 2.511.349| 2.668.666| 2.517.440| 2.512.072
Julio 2.758.945] 2.745.978| 2.623.648| 2.683.678| 2.735.668| 2.571.647| 2.341.561| 2.569.768| 2.531.647| 2.468.767| 2.540.043| 3.211.519
Agosto 2.593.989| 2.565.832| 2.458324| 2.459.326| 2.409.866| 2.418.145| 2.335.454( 2.515376| 2.418.145| 2.611.103] 2.518.145] 2.577.617
Septiembre | 2.583.964| 2.546.556| 2.556.532| 2.566.551( 2.506.550| 2.503.265| 2.373.775| 2.537.782| 2.493.265| 2.642.425| 2595560 2.576.575
QOctubre 2.658.087| 2.657.454| 2.454.401| 2.588.491] 2.498401| 2.407.378| 2327.569| 2.573.451| 2406358 2.728.645| 2.687.358| 2.617.026
Noviembre | 2.677.538| 2.661.859| 2.540453| 2.570.632| 2.620.699( 2.525538| 2.365.889| 2.580.689| 2.515436| 2.724.580| 2.720.538| 2.608.773
Diciembre 2.566.768| 2.592.867| 2.522.310| 2.582.819| 2.587.819| 2.446.734| 2.336.956| 2.545.797| 2456534 2.592.111[ 2.317.734| 2.703.904
Total afio 31.527.745| 31.623.147| 30.391.432| 30.980.698| 30.894.199| 29.859.773 | 28.221.654| 30.614.066| 29.589.422| 30.567.858 | 30.251.310| 30.993.785




ANEXO B

DATOS DE : TEMPERATURA MAXIMA MEDIA (°C)
Fuente: SENAMI

ANO ENE FEB MAR | ABR MAY JUN JUL AGO SEP OoCT NOV DIC
1990 17,2 18,3 18,8 18,4 17.4 14,8 15,6 17.6 19,0 18,9 18,9 191
1991 18,6 19,6 19,0 19,5 19,2 16,6 16,2 16,5 16,7 18,5 18,8 20,2
1992 18,0 19,0 204 20,0 20,0 17,2 16,4 16,2 18,7 18,5 19,1 19,0
1993 16,8 18,7 17,5 18,1 18,7 18,4 17,5 16,8 18,9 19,0 20,2 19,5
1994 18,6 18,5 18,8 18,5 19,4 17,8 17,0 18,8 19,7 20,2 20,4 20,2
1995 19,4 201 18,6 20,2 19,8 18,7 18,9 20,2 191 21,7 20,7 19,2
1996 17,8 18,9 20,2 19,5 19,2 17,6 17,2 18,2 19,7 20,9 19,7 18,2
1997 18,6 17,2 18,8 18,2 18,7 18,7 19,4 17,9 19,4 21,4 21,0 22,9
1998 21,8 21,2 21,5 21,1 20,7 17,9 18,8 19,8 21,2 20,7 20,6 21,5
1999 19,5 18,5 17,6 18,5 19,1 18,8 17.8 19,3 19,3 19,0 20,8 20,9
2000 20,2 19,2 20,2 21,2 20,7 17,5 17,6 19,0 21,4 19,5 23,2 20,6
2001 17,2 18,0 19,1 20,6 19,6 18,8 18,5 17.8 20,0 20,3 226 20,2
2002 20,4 18,6 19,0 18,7 19,3 18,4 15,8 18,9 20,1 19,1 21,1 20,6
2003 19,5 20,0 18,9 20,3 19,4 18,9 17,8 19,1 19,1 21,2 21,6 20,8
2004 17,8 18,9 20,0 20,5 19,4 18,3 16,9 17,5 19,7 22,2 21,5 21,8
2005 19,2 18,4 20,9 19,6 20,5 19,0 18,8 20,1 18,3 19,0 20,4 21,7
2006 17,6 19,7 19,8 19,5 18,9 18,0 18,8 18,9 19,6 20,9 20,4 20,2
2007 19,7 19,2 18,4 19,4 18,8 19,1 17.3 19,5 17,5 20,8 203 19,8
2008 18,0 19,7 18,6 19,9 19,4 19,1 18,8 20,1 20,8 20,6 22,7 19,9
2009 19,8 201 19,7 19,5 19,4 19,1 18,2 20,1 20,7 21,9 225 20,5
2010 19,8 20,1 21,1 21,6 19,5 19,5 19,1 20,8 20,6 20,1 225 20,7
SUMA 3955 401,9] 4049| 4128 4071] 3822| 3724| 3031 4095| 4244| 4390 4275
MEDIA 18,8 19,1 19,3 19,7 19,4 18,2 17,7 18,7 19,5 20,2 20,9 20,4




ANEXO C

Datos de: Conexiones de agua mas poblacion
consurmidora de agua

Fuente: EPSAS

ANO CONEXIONES Poblacion servida
ACTIVAS Agua Potable
1999 90.042 597.854
2000 93.221 662.988
2001 96.401 675.054
2002 09.467 687.120
2003 101.653 720.468
2004 103.179 747.474
2005 105.699 761.8306
20006 108.418 785.523
2007 112.103 815.593
2008 114.666 830.341
2009 117.050 844.115
2010 119.019 854.996




ANEXO D

Estructuracion de datos e resultados de la Prediccion
(Elaboracion en base a los datos EPSAS y SENAMI)

Tiempo afno | Mes | Poblacién | Nro._conexiones | Temperatura | Consumo de agua (m3}) RNN Erro Ab.
1999 0 | 597.854 50.042 18,5 2.635.991 2.642.781( 6.790
1999 1 | 597.854 ©0.042 18,5 2.554.366 2.541.235( -13.131
1999 2 | 597.854 50.042 17,6 2.563.856 2.568.325( 4.469
1999 3 | 597.854 50.042 18,5 2.596.834 2.588.666( -8.168
1999 4 | 597.854 50.042 19,1 2.669.544 2.674.583( 5.039
1999 5 | 597.854 50.042 18,8 2.666.963 2.709.232( 42.265
1999 6 | 597.854 ©0.042 17,8 2.758.945 2.723.460( -35.485
1999 7 | 597.854 50.042 19,3 2.593.985 2.622.698 | 28.70S
1999 8 | 597.854 50.042 19,3 2.583.964 2.610.502( 26.538
1999 S | 597.854 50.042 19,0 2.658.987 2.616.025( -42.962
1999 10 | 597.854 50.042 20,8 2.677.538 2.596.240( -81.298
1999 11 | 597.854 ©0.042 20,5 2.566.768 2.605.705( 38.937
2000 0 | 662.988 93.221 20,2 2.659.665 2.660.652 983
2000 1 | 662.588 93.221 19,2 2.574.554 2.573.865( -68%9
2000 2 | 662.988 93.221 20,2 2.587.756 2.603.320| 15.564
2000 3 | 662.988 93.221 21,2 2.659.732 2.666.093| 6.361
2000 4 | 662.988 93.221 20,7 2.672.435 2.651.502| -20.933
2000 5 | 662.988 93.221 17,5 2.658.455 2.716.580| 18.135
2000 6 | 662.988 93.221 17,6 2.745.978 2.681.439| -64.53S
2000 7 | 662.988 93.221 19,0 2.565.832 2.567.030| 1.198
2000 8 | 662.988 93.221 21,4 2.546.556 2.543.643| -2.913
2000 9 | 662.988 93.221 18,5 2.657.454 2.579.318| -78.136
2000 10 | 662.988 93.221 23,2 2.661.859 2.644.003| -17.856
2000 11 | 662.988 93.221 20,6 2.592.867 2.607.870| 15.003
2001 0 | 675.054 96.401 17,2 2.632.522 2.567.999| -64.523
2001 1 | 675.054 96.401 18,0 2.452.431 2.539.793| 87.362
2001 2 | 675.054 96.401 15,1 2.462.805 2.488.227( 25.422
2001 3 | 675.054 96.401 20,6 2.611.223 2.609.374| -1.84%9
2001 4 | 675.054 96.401 19,6 2.535.551 2.603.156( 67.605
2001 5 | 675.054 96.401 18,8 2.541.232 2.630.937( 89.705
2001 6 | 675.054 96.401 18,5 2.623.648 2.592.356( -31.292
2001 7 | 675.054 96.401 17,8 2.458.324 2.573.204( 114.880
2001 8 | 675.054 96.401 20,0 2.556.532 2.524.994( -31.538
2001 S | 675.054 96.401 20,3 2.454.401 2.550.691( 96.2%0
2001 10 | 675.054 96.401 22,6 2.540.453 2.568.750( 28.297
2001 11 | 675.054 96.401 20,2 2.522.310 2.597.934( 75.624




2002 0 | 687.120 99.467 20,4 2.652.522 2.643.983| -8.53%5
2002 1 | 687.120 99.467 18,6 2.552.437 2.510.008 | -42.428
2002 2 | 687.120 99.467 19,0 2.452.805 2.459.382| 6.577
2002 3 | 687.120 99.467 18,7 2.551.653 2.528.858| -22.7%4
2002 4 | 687.120 99.467 18,3 2.635.552 2.585.345( -50.203
2002 5 | 687.120 99.467 18,4 2.684.232 2.625.141| -59.091
2002 6 | 687.120 99.467 15,8 2.683.678 2.715.838| 32.160
2002 7 | 687.120 99.467 18,9 2.458.326 2.503.041| 43.715
2002 8 | 687.120 99.467 20,1 2.566.551 2.4%4.773| -71.778
2002 9 | 687.120 99.467 19,1 2.588.451 2.519.960| -68.531
2002 10 | 687.120 99.467 21,1 2.570.632 2.552.388| -18.244
2002 11 | 687.120 99.467 20,6 2.582.81%9 2.580.082| -2.737
2003 0 | 720.468 101.653 19,5 2.6459.680 2.635.682| -13.998
2003 1 | 720.468 101.653 20,0 2.564.254 2.564.320 66
2003 2 | 720.468 101.653 18,9 2.467.805 2.496.706| 28.901
2003 3 | 720.468 101.653 20,3 2.529.623 2.564.124| 34.501
2003 4 | 720.468 101.653 19,4 2.629.551 2.600.503 | -29.048
2003 5 | 720.468 101.653 18,9 2.694.283 2.603.810| -80.473
2003 6 | 720.468 101.653 17,8 2.735.668 2.615.897|-119.771
2003 7 | 720.468 101.653 19,1 2.409.866 2.526.198| 116.332
2003 8 | 720.468 101.653 19,1 2.506.550 2.527.814| 21.264
2003 9 | 720.468 101.653 21,2 2.488.401 2.535.082| 36.681
2003 10 | 720.468 101.653 21,6 2.620.69%9 2.564.632| -56.067
2003 11 | 720.468 101.653 20,8 2.587.81%9 2.597.785| B9.966
2004 0 | 747.474 103.17% 17,8 2.520.238 2.530.606| 10.368
2004 1 | 747.474 103.17%9 18,9 2.464.144 2.447.736| -16.408
2004 2 | 747474 103.17%9 20,0 2.452.325 2.434.328| -17.9%6
2004 3 | 747.474 103.17%9 20,5 2.508.572 2.534.372| 25.800
2004 4 | 747.474 103.17%9 19,4 2.526.438 2.520.241| -6.197
2004 5 | 747.474 103.17%9 18,3 2.515.34% 2.547.294| 31.845
2004 6 | 747.474 103.17%9 16,9 2.571.647 2.569.647| -2.000
2004 7 | 747.474 103.17%9 17,5 2.418.145 2.455.787| 37.642
2004 8 | 747.474 103.17%9 19,7 2.503.265 2.414.416| -88.84%9
2004 9 | 747.474 103.17%9 22,2 2.407.378 2.453.312| 45.934
2004 10 | 747.474 103.17%9 21,5 2.525.538 2.463.031| -62.507
2004 11 | 747.474 103.17%9 21,8 2.446.734 2.496.372| 45.638
2005 0 | 761.836 105.699 19,2 2.350.232 2.386.064 | 35.832
2005 1 | 761.836 105.699 18,4 2.354.374 2.339.281| -15.093
2005 2 | 761.836 105.699 20,9 2.352.683 2.353.118 436
2005 3 | 761.836 105.699 19,6 2.325.368 2.334.350| 8.982
2005 4 | 761.836 105.699 20,5 2.382.45% 2.338.247| -44.212




2005 5 | 761.836 105.699 19,0 2.375.334 2.350.872| 15.538
2005 6 | 761.836 105.699 18,8 2.341.561 2.364.788| 23.227
2005 7 | 761.836 105.699 20,1 2.335.454 2.308.501| -26.953
2005 8 | 761.836 105.699 18,3 2.373.775 2.356.101| -17.674
2005 S | 761.836 105.699 18,0 2.327.565 2.352.010( 24.441
2005 10 | 761.836 105.699 20,4 2.365.88%9 2.351.881| -13.908
2005 11 | 761.836 105.699 21,7 2.336.956 2.362.853| 25.897
2006 0 | 785.523 108.418 17,6 2.582.782 2.588.986| 6.204
2006 1 | 785.523 108.418 19,7 2.515.264 2.438.188| -77.076
2006 2 | 785.523 108.418 19,8 2.477.645 2.421.683| -55.962
2006 3 | 785.523 108.418 19,5 2.548.573 2.518.508 | -31.065
2006 4 | 785.523 108.418 18,9 2.589.552 2.577.012| -12.540
2006 5 | 785.523 108.418 18,0 2.576.387 2.593.772| 17.385
2006 6 | 785.523 108.418 18,8 2.569.768 2.518.770| -50.928
2006 7 | 785.523 108.418 18,9 2.515.376 2.496.625| -18.751
2006 8 | 785.523 108.418 19,6 2.537.782 2.488.372| -49.410
2006 9 | 785.523 108.418 20,9 2.573.451 2.454.644| -78.807
2006 10 | 785.523 108.418 20,4 2.580.68%9 2.508.588 | -72.101
2006 11 | 785.523 108.418 20,2 2.545.797 2.527.487| -18.310
2007 0 | 815.593 112.103 19,7 2.512.238 2.538.963| 26.725
2007 1 | 815.593 112.103 19,2 2.374.134 2.391.046| 16.912
2007 2 | 815.593 112.103 18,4 2.412.325 2.427.864| 15.53%
2007 3 | 815.593 112.103 19,4 2.428.553 2.503.475| 74.922
2007 4 | 815.593 112.103 18,8 2.525.438 2.559.620| 30.182
2007 5 | 815.593 112.103 19,1 2.511.34%8 2.529.193| 17.844
2007 6 | 815.593 112.103 17,3 2.531.647 2.553.224| 21.577
2007 7 | 815.593 112.103 19,5 2.418.145 2.488.784| 70.63%
2007 8 | 815.593 112.103 17,5 2.483.265 2.45%4.352| 1.087
2007 9 | 815.593 112.103 20,8 2.406.358 2.489.535| 83.177
2007 10 | 815.593 112.103 20,3 2.515.436 2.485.256| -20.180
2007 11 | 815.593 112.103 19,8 2.456.534 2.504.814| 48.280
2008 0 | 830.341 144.666 18,0 2.550.711 2.527.861| -22.851
2008 1 | 830.341 144666 19,7 2.128.931 2.198.804 | 65.874
2008 2 | 830.341 144.666 18,6 2.250.767 2.208.423| -42.344
2008 3 | 830.341 144.666 19,9 2.554.467 2.555.230 763
2008 4 | 830.341 144.666 19,4 2.646.688 2.645.557| -1.131
2008 5 | 830.341 144.666 19,1 2.668.667 2.637.8960| -30.707
2008 6 | 830.341 144.666 18,8 2.468.768 2.542.238| 73.471
2008 7 | 830.341 144.666 20,1 2.611.104 2.683.270| 72.167
2008 8 | 830.341 144.666 20,8 2.642.426 2.685.248| 42.822
2008 9 | 830.341 144.666 20,6 2.728.645 2.684.118| -44.527




2008 10 | 830.341 144.666 22,7 2.724.581 2.685.279] -39.302
2008 11 | 830.341 144.666 19,9 2.582.111 2.593.017 906
2009 0 | 844.115 117.050 19,8 2.510.138 2.544.739| 34.601
2009 1 | 844.115 117.050 20,1 2.466.045 2.443.726| -22.31%9
2008 2 | 844115 117.050 18,7 2.321.315 2.371.744( 50.425
2009 3 | 844.115 117.050 19,5 2.520.571 2.478.075| -42.4%6
2009 4 | 844.115 117.050 19,4 2.536.41% 2.517.455| -18.964
2009 5 | 844.115 117.050 19,1 2.517.440 2.512.486| -4.954
2009 6 | 844.115 117.050 18,2 2.540.043 2.508.268| -30.775
2009 7 | 844.115 117.050 20,1 2.518.145 2.485.804| -32.341
2009 8 | 844.115 117.050 20,7 2.585.560 2.504.024| -91.536
2009 9 | 844.115 117.050 21,8 2.687.358 2.675.112| -12.246
2009 10 | 844.115 117.050 22,5 2.720.538 2.687.333| -33.205
2009 11 | 844.115 117.050 20,5 2.317.734 2.450.402| 172.668
2010 0 | 854.9%6 115.019 19,8 2.435.848 2.308.652(-131.196
2010 1 | 854.8%96 115.01% 20,1 2.297.436 2.185.744|-111.651
2010 2 | 854.9%6 115.01% 21,1 2.400.488 2.438.163| 37.675
2010 3 | 854.996 115.01%9 21,6 2.485.305 2.647.397| 162.092
2010 4 | 854.996 115.01%9 18,5 2.563.221 2.656.861| 93.640
2010 5 | 854.9%6 115.01%9 1955 2.512.072 2.677.128| 165.056
2010 6 | 854.996 115.01% 19,1 3.211.51% 2.634.874|-576.645
2010 7 | 854.95%6 115.01%9 20,8 2.577.617 2.685.524| 107.807
2010 8 | 854.9%6 115.01% 20,6 2.576.575 2.685.138| 108.563
2010 9 | 854.9%6 115.01% 20,1 2.617.026 2.678.002| 60.976
2010 10 | 854.956 115.01% 22,5 2.608.775 2.685.303| 76.52%9
2010 11 | 854.956 115.01%9 20,7 2.703.904 2.682.911| -20.993
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