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Resumen

FEl andlisis de sertes temporales ha pasado a ocupar un lugar central en el estudio del
comportamiento de las variables correspondientes a eventos: Biologicos, Medio ambiente,
Finanzas, Empresartales, Medicina, los cuales permitiran planificar con un mayor grado

de confiabilidad las actividades relativas a dichos eventos.

En las dltimas décadas hemos podido asistir a la aparicion de modelos y métodos es-
tadisticos de gran importancia tales como los modelos ARIM A(p,d, q), modelos de trans-
ferencia y los modelos de regresién dindmicos de Koyck y Almon, dichos modelos estin

orientados al trabajo con datos provenientes de series temporales.

El presente trabajo esta orientado a tncorporar el modelo de redes neuronales artifictales

como una herramienta mas para el estudio de datos provenientes de series temporales.

La idea consiste en asociar una serie temporal a un conjunto de entrenamiento y va-
lores deseados de forma que la red neuronal aprenda a reconocer esta sucesion temporal

mediante un proceso de entrenamiento.

Se disponen de n-observaciones, st bien se pueden asociar (n-1) observaciones para el
vector de entrenamiento (Yi,Ys, ..., Un_1), €n el proceso de pruebas se verificé que tres ob-
servaciones antecedentes (Yi_z, Yi—o,Ysi1) @ uNa consecuente y; es un criterio éptimo para

que la red neuronal pueda ajustar la serie temporal con un error cuadratico minimo.

Se dispone del criterto de asociacion de la infamacion, pero no obstante la arquitec-
tura de la red neuronal para toda sucesion temporal es independiente, se deben realizar
una serie de entrenamientos hasta encontrar el error cuadrdtico minimo, entonces dicha

arquitectura de red corresponderd o la serie estudiada.

Temadticas de investigacion relacionadas con el presente trabajo son relativas a: redes

neuronales, procesos estocasticos y sertes temporales.

Noviembre 2006.
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Capitulo 1
Introduccion

En el presente trabajo se aplicé los modelos ARIMA y modelos de redes neuronales
artificiales a diferentes series temporales, con el objetivo de obtener modelos generadores

que permitiran realizar procesos de ajuste y prediccién de las series estudiadas.
A continuacién se expone su estructura

El capitulo 1, contiene la teméatica de investigacién, se expone el problema a abordar

orientando los objetivos a la solucién de dicho problema.

EL capitulo 2, orientado al estudio de las redes neuronales artificiales, se expone el pro-

cedimiento delta generalizado que es la base fundamental del algoritmo “Backpropagation”.

El capitulo 3, proporciona una panoramica de los procesos estocasticos, los modelos

AR(p), M A(q), ARM A(p, q) base del modelo ARIM A(p, d, q).

El capitulo 4, provee los fundamentos que permiten la obtencién del conjunto de en-

trenamiento y valores deseados de la red neuronal.

El capitulo 5, se obtiene la topologia de red neuronal éptima para las series estudiadas.

Se contrasta los resultados obtenidos entre los modelos ARIMA y redes neuronales.

El capitulo 6, esta orientado a recopilar todas las conclusiones y recomendaciones

obtenidas a partir de la fase experimental.
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1.1. Planteamiento del problema

La teorfa propuesta por los estadisticos Box y Jenkins (1970) permite asociar un com-
portamiento estacionario a un inico modelo expresado en términos autorregresivos AR(p),
medias méviles MA(q) y autorregresivos medias méviles ARMA (p, q). Para el caso no esta-
cionario se asocia a un modelo ARIMA (p, d, q) esta relacién se observa en las figuras 1.1,
1.2, 1.3, 14
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Figura 1.1: Modelo autorregresivo AR(1) ¢1 =0,7 4 = d1¥%—1 + £
Fuente: Elaboracién propia.
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Figura 1.2: Modelo de medias méviles MA(1) 61 =0,3  y =& — 0151
Fuente: Elaboracién propia.

En la vida real los eventos: Biolégicos, Medio ambiente, Finanzas, Empresariales,
Medicina; No presentan estos fascinantes comportamientos estacionarios, al contrario en

ocasiones pueden ser bastante irregulares y caéticos.
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Figura 1.3: Modelo autorregresivo media mévil ARMA(1,1) ¢1 = 0,701 = 0,3  y: = $p1yp—1 +
£t — 181
Fuente: Elaboracién propia.
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Figura 1.4: Modelo autorregresivo media mévil integrado ARIMA (1,1,1) no estacionario ¢; = 0,7
91 = 0,3 (]_ — (]51L)(]. — L)d:lyt = (]_ T 91L)£t
Fuente: Elaboracién propia.

El proceso de hallar el modelo generador de la serie temporal que permita realizar
predicciones e interpolacién de resultados no es tarea trivial requiere de un Analista de

Sertes Temporales, el proceso consiste en:

a) Se debe observar si la serie estudiada es o no estacionaria, si no lo fuere se transforma
a un serie estacionaria mediante un proceso de integracién que consiste en aplicar
diferencias entre las observaciones sucesivas, generalmente son de primer y segundo

orden para convertirla a una serie estacionaria.

b) Con la serie estacionarizada se hace un estudio de las funciones de autocorrelacién

FAC y FACP, se deben verificar los comportamientos del cuadro 1.1.
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‘ MODELO ‘ FAC ‘ FACP

AR(p) Decrecimiento rapido de tipo | Se anula para retardos supe-
geométrico puro y geomé- riores a p
trico con alternancia de sig-
nos, sinusoidal o mezcla de
varios tipos

MA(q) Se anula para retardos supe- | decrecimiento rapido de tipo
riores a q exponencial y/o sinusoidal.

ARMA(p,q) | Los primeros valores iniciales | Los primeros valores iniciales

no tienen patrén fijo y van | no tienen patrén fijo y van
seguidos de una mezcla de seguidos de una mezcla de
oscilaciones sinusoidales y/o | oscilaciones sinusoidales y/o
exponenciales amortiguadas exponenciales amortiguadas

10

Cuadro 1.1: FAC y FACP en los modelos AR(p),MA(q),ARMA (p,q)
Fuente: Uriel E. Peiro A.

¢) De acuerdo al comportamiento de las funciones de autocorrelacién FAC, FACP se
identifica el modelo generador AR(p), MA(q), ARMA(p, q) y los factores de retardo

P, q de la serie temporal en estudio.

d) Con el modelo tedrico asociado es necesario realizar pruebas que sustenten la cali-
dad del modelo obtenido, mediante los criterios de informacién Akaike AIC y BIC

Bayesian Information Criterion, se elige aquel que minimiza el AIC y BIC.

En el proceso de identificacién del modelo generador de la serie temporal quiza no
exista ambigiiedad en las funciones FAC y FACP para los modelo AR(p), MA(q) aunque

el factor de retardo puede estar sujeto a la apreciacién del analista.

Cuando el proceso no corresponde a un modelo estacionario AR(p) o MA(q), las fun-
ciones de autocorrelacién se comportan de la siguiente manera, los primeros valores ini-
ciales no tienen un patrén fijo y van seguidos de una mezcla de oscilaciones sinusoidales y /o
exponenciales amortiguadas. Se puede conocer el grado de integracién o diferencia pero no
se precisa con certeza los factores de retardo p, q que generalmente estan restringidos al

conjunto {0,1,2}, a fin de conocer el modelo generador se deben realizar varios procesos

ARIMA(p, 4, q).

Finalmente de todos los modelo obtenidos se tiene la relacién de los criterios de in-

formacién AIC y BIC cuyo valor miimo corresponders al modelo éptimo el cual permi-
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tird realizar tareas de prediccién e interpolacién de datos.

Sustento del problema

Se trabajara con la serie temporal Indice de Precios al Consumidor IPC , que puede

observarse en la figura 1.5, los datos fueron obtenidos del Instituto Nacional de Estadistica

INFE entre los periodos jun-00 sep-05.

232
228 +
224 -

220 -
216 -
212 4
208 -

204 -
A

2004 /|

L

196 e
2000 2001

2002 2003 2004 2005

Figura 1.5: Comportamiento del IPC
Fuente: Elaboracién propia.

Aplicando el proceso de anélisis de series temporales se observa que no es un proce-
so estacionario, por lo que se aplica un proceso de diferencias para convertirla en serie
estacionaria, se evaltan las funciones FAC, FACP que proveen los siguientes resultados

observables en la figura 1.6

El cuadro del extremo 1zquierdo en la figura 1.6 corresponde a un proceso de integracién
de orden dos, analogamente el de la derecha de orden uno, empezaremos desarrollando la
busqueda del modelo para un orden dos en el cual se observa que los rezagos tienden a
cero a partir de p=4, entonces para un grado de diferencia igual a dos el modelo tiende a

un autorregresivo AR(4).
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Figura 1.6: Funciones de autocorrelacién FAC y autocorrelacién parcial FACP
Fuente: Elaboracién propia.

Se estiman los pardmetros del modelo al igual que los criterios AIC, BIC y se realiza

el ajuste, puede observarse ello en la figura, 1.7

~ 240
Vistia Cosfizient S Eree  vStaizstic  Peob ~ Rasidugl Adusl Faed -t 230
AR 0FMN3 01%58  GAEIR 0000 i 20
Al 0B 0166 DTN 083 e o
ARG 045623 UG 114E) 0% - L3210
AR 007A%E 014 DIEX3 050 44 i’
2 it ; 1] -200
R-stuaned 0567464 Mean dependini e 7050 A A l_,"-, |
Augted Raquared 070 SO dependenivr 105078 | AN ML }| - 180
SE of egression VEBST Ak rfontei 32BN N LA v T
Sumsquiredresid B335 Schwarr crtenon ER RN | Al 5y
Leg fikelihaod QED DurbineWalsen st | S07331
4
frertad AR ooty s I e TS B ] -n
Eslimates AR peotess is nonstatienary -6 . - . -

Figura 1.7: Pardmetros estimados y ajuste del modelo AR(4)
Fuente: Elaboracién propia.

El modelo obtenido es un posible candidato del buscado ya que los criterios de infor-

macién Akike y Bayesiano son razonablemente minimos.

En la fisura 1.6 el cuadro derecho que corresponde a un proceso de integracién de
orden uno, las funciones de auto correlacién no tienen un patron fijo y van seguidos de
una mezcla de oscilaciones sinusoidales y/o exponenciales amortiguadas razén por el cual
queda claro que corresponde a un modelo ARMA(p, q), pero no se puede precisar con

certeza, los valores que tomaran los factores de retardo p, q

Debido a que son series no estacionarias, las funciones FAC, FACP sugieren analizar
los modelos ARIMA(L, 1, 1) ARIMA(2, 1, 2) ARIMA(2, 1, 1) ARIMA(1, 1, 2).
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Aplicando el proceso ARIMA se obtiene los siguientes resultados, en la figura 1.8 se
observa el modelo ARIMA(1,1,1), en la figura 1.9 al modelo ARIMA(2,1,2), en la figura,
1.10 al modelo ARIMA(2,1,1), en la figura 1.11 al modelo ARIMA(1,1,2).

Figura,

Figura,

240
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DE 056X QMO X3613 0000 / | 220
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WA 119D 0162% JPRM 000 k210
R-squarsd QB! Mean deperdentvar 210008 2 b — 200
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SE of mgreasion O Akaike i triench 181631 1l ok J Q.
Sumsquaredresid  19.91588  Schare trtedtoa 192 o | /l AN AT
Log Lelihvod G2 414688 Divbin-Watson stst 1832% \ f W\ 1/«/‘ R AR R
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Inveted AR Roots 190
Esfimsted AR procass is nanstationary -2 M
Inesfted MA Roats 113
Estimated MA pracess 18 nonirwaHibla 3 T T T T T T
2000 2004 2002 2008 2004

1.8: Pardmetros estimados y ajuste del modelo ARIMA(1,1,1)
Fuente: Elaboracién propia.
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MAG) 1696/ 020N 80N 00 , S - 210
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1.9: Pardmetros estimados y ajuste del modelo ARIMA(2/1,2)
Fuente: Elaboracién propia.

Los criterios de informacién AIC, BIC de los diferentes modelos ARIMA(p,d,q) los

cuales se observan en el cuadro 1.2 proveeran informacién acerca del modelo éptimo.

El modelo éptimo es ARIM A(1,1,1) debido a que los criterios de informacién AIC,

BIC son lo minimos de entre todos en el cuadro 1.2

El problema en términos concretos es: La busqueda del proceso generador ARI-

MA, que depende de la apreciacién del analista de series temporales donde jugara un

papel fundamental su habilidad y destreza ligado a los factores humanos.
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Figura 1.10: Pardmetros estimados y ajuste del modelo ARIMA(2,1,1)

Fuente: Elaboracién propia.
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Figura 1.11: Pardmetros estimados y ajuste del modelo ARIMA(1,1,2)
Fuente: Elaboracién propia.

El presente trabajo de investigacién formulo aplicar la red neuronal artificial de ali-
mentacién hacia adelante denominada “backpropagation”a fin de hallar el modelo gene-
rador ARIMA.

| Modelo ARIMA | AIC

[BIC

AR(4)

3.282143

3.422093

ARIMA

1,11

1.816881

1.920695

ARIMA

21,2

1.996044

2.170573

ARIMA

21,1

2.332519

2.472142

(
(
(
(

ARIMA

1,1,

)
)
)
)

1.896663

2.035081

‘ Minimo

[ 1.816881

[ 1.020695

Cuadro 1.2: Criterios de informacién AIC, BIC
Fuente: Elaboracién propia
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1.2. Objetivos

1.2.1. Objetivo general

Modelar un proceso estocastico mediante redes neuronales artificiales “Backpropaga-

tion” de alimentacion hacia delante denominadas feedforward.

1.2.2. Objetivos especificos

n Establecer criterios respecto a la asociacién y representacién de la informacién de

entrada y salida en la red neuronal artificial.

s Formular la topologia adecuada de la red neuronal que seré aplicada a un proceso

estocastico.

n Contrastar los resultados obtenidos mediante redes neuronales artificiales y modelos

ARIMA.

m Desarrollar el prototipo que permita obtener el modelo generador de un proceso

estocéstico.

1.3. Hipbtesis

Lared neuronal artificial “Backpropagation ” obtiene un modelo generador de un pro-

ceso estocastico con un 95 % de confiabilidad en comparacién con el modelo ARIMA.

1.4. Alcances

La investigacién comprende un estudio de las siguientes dreas a incursionar:

» Desarrollar el marco tedrico relativo a las redes neuronales artificiales, profundizan-
do en el estudio de las redes multicapa cuya base se debe al procedimiento delta
generalizado que permitié generar el algoritmo para el entrenamiento de redes con

arquitectura multicapa.
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n Desarrollar el marco tedérico respecto a los modelos estadisticos: AR(p) modelo auto
rregresivo, M A(q) modelo de medias méviles, ARM A(p, ¢) modelo autorregresivo y

medias-méviles, ARIM A(p, d, q) modelo autorregresivo y medias-méviles integrado.

» Deducir criterios mediante los cuales una sucesién de variables aleatorias temporales
Yty - - -, Y, serdn transformados en un conjunto de entrenamiento de la red neuronal
artificial.

» Contrastar los resultados obtenidos por los modelos estadisticos ARIMA (p,d,q) y los

modelos obtenidos mediante redes neuronales artificiales.

n Desarrollar el prototipo que permita aplicar la red neuronal artificial a los procesos
estocasticos, el software se desarrollara en Matlab 7.0 contendra procesos de nor-
malizacién de datos, fase de entrenamiento, modulo para la obtencién del modelo

generador.

1.5. Aportes

n Formulacién optima de la arquitectura de la red neuronal artificial aplicada a un

proceso estocéstico.

» Criterios formales mediante los cuales una sucesién de variables aleatorias tempo-

rales, son transformados en un conjunto de entrenamiento de la red neuronal artifi-
aal.

» Elaboracién del prototipo que permitira crear el modelo generador de un proceso

estocistico.



Capitulo 2

Redes Neuronales

2.1. Introduccion

Las redes neuronales son estructuras con la propiedad de aprendizaje a partir de ejem-
plos, son utilizados en diferentes campos de aplicacién tales como: visién artificial, re-

conocimiento del habla, escritura, robética, optimizacién.

Los tres elementos clave de los sistemas biolégicos que pretende simular son: el proce-

samiento en paralelo, la memoria distribuida y la adaptabilidad.
Definicion de red neuronal

Las redes neuronales artificiales son redes interconectadas masivamente en paralelo son
adaptativas y con organizacién jerarquica, interacttian con el mundo real de forma similar

a la neurona biolégica.

En cuanto a sus caracteristicas relevantes tienen la capacidad de aprender mediante
una fase de entrenamiento (o experiencia), pueden generalizar ciertas propiedades a partir

de casos especificos.
Es un modelo matematico que representa al funcionamiento de la neurona biolégica,

las entradas son vectores x; de dimensién n asociados a coeficientes w; denominados pesos

los cuales forman la ecuacién wi s, ..., w,z, = 8 que debe rebasar el umbral 8.

17
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2.2. La neurona

Las neuronas son estructuras bésicas de la red neuronal, constan de un vector de
entradas X = (z1,...,2,) asociados a un conjunto de pesos W = (wy, ..., w,) correspon-
dientes a la misma dimensién n, se requiere de un parametro denominado bias ‘9” el cual
permite desplazar el hiperplano respecto al origen en una base ortonormal R™. Se observa

la representacién de la neurona en la siguiente figura 2.1.

Suma ponderada

Salid
i Zu_'l_[f‘ atida

=1 ,’(2,"_.11':1"—8‘-
f(s = >
(s) z
Valor
Umbral @ esperado

Figura 2.1: Estructura de la neurona
Fuente: Nils, J. Nilsson

Se denomina hiperplano a la expresién algebraica que cumple la siguiente propiedad

WT + . WT .. W, = O (2.1)

La idea consiste en evaluar la ecuacién bajo el siguiente criterio

s=w® +...twz;+ ... tw,z, — 0 (2.2)

Al que se denomina suma ponderada o producto escalar, el que proveers valor cero si el
punto X = (zy,...,z,) esta exactamente en el hiperplano, andlogamente proveers valores
que permitan situarlos en un extremo u otro del hiperplano, para ello se requieren criterios
de decisién representado por la denominada “funcion de activacion” cuya propiedad es
permitir clasificar correctamente los vectores de entrada X a través del hiperplano, esto

se lograra variando los coeficientes del vector de pesos y 4.



CAPITULO 2. REDES NEURONALES 19

2.2.1. Criterio de activacién

Consiste en asignar valores de salida a la neurona bajo clertas restricciones, lo cual
permitira clasificar correctamente los vectores de entrada, para ello la suma ponderada

§= )~ w;z; —§ serd un estimador bajo el siguiente criterio

0 eoc

£(s) = { 1 ;.”zlexj—GZO (2.3)

Cabe notar que las salidas no siempre estén asociados a {0, 1} estas pueden ser {—1,1}

esto dependerd de el tipo de funcién de activacién a utihzarse.

Bésicamente los elementos que forman una neurona son las siguientes

n Los vectores de entrada X = (ay,...,2,), también conocidos como patrones de

entrenamiento, en ocaclones denotado por P.

s Los vectores de pesos W = (wx,...,w,), que representan los coeficientes de la

ecuacién wi &1, . .., W,r, = 0 en el espacio R™.

» [a suma ponderada o producto escalar s = 2;11 w;x;— 0 que esta asoclado a evaluar

la ecuacién wizy,...,w,x, = 8 en el punto X.

m La funcién de transferencia o activacién “f”, el cual es un criterio de decisién que

permite clasificar correctamente los patrones de entrada.

2.2.2. Funciones de transferencia

En el proceso de aprendizaje la neurona debe cambiar de un estado actual a un nuevo
estado constantemente, esto se logra a través de la funcién de activacién “f”, su seleccién

depende del objetivo perseguido y la naturaleza del sistema estudiado.

Las funciones de activacién més usuales son la escaldn, lineal y sigmoidal
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Funcion de transferencia salto o escalon

Matematicamente esta funcién se representa mediante el esquema que se puede apre-

clar en la siguiente figura 2.2:

Figura 2.2: Funcién de transferencia escalén
Fuente: Rich, Eliane y Knight, Kevin

Se observa que la funcién presenta cambios bruscos en los puntos (0,0), (0,1), precisa-
mente esa regién corresponde a un area critica en la asignacién de nuevos valores a el
vector de pesos para lograr una correcta clasificacién.

Funcion de transferencia lineal

La funcién de transferencia lineal se puede observar en la siguiente figura 2.3.

Figura 2.3: Funcién de transferencia lineal
Fuente: Rich, Eliane y Knight, Kevin

Por lo general esta funcién es utilizada para reflejar el valor de la suma ponderada
sin minguna modificacién, en realidad es la funcién i1dentidad que es muy til cuando pre-

cisamos conocer el grado de aproximacién del vector de entradas respecto del hiperplano.

Funcion de transferencia sigmoidal
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La derivada de la funcién sigmoidal respecto de s se puede calcular mediante la ex-

presién g—“: = f(1 — f), se observa su estructura en el siguiente figura 2.4:

1 s

f(s)= # ____ 7—__.

0 s

Figura 2.4: Funcién de transferencia sigmoidal
Fuente: Rich, Eliane y Knight, Kevin

La funcién de transferencia sigmoidal es una de las funciones més importantes en el
estudio de las redes neuronales debido a su comportamiento suave y diferenciable en todo
su dominio adecuado para el entrenamiento de redes multicapa, la dificultad con la funcién
de activacién escalén surge al no poder evaluar las derivadas en el punto = 0, la funcién
lineal no presenta esta problema pero no realiza ninguna transformacién de las entradas

por lo tanto no es apropiada para un proceso de entrenamiento.

Debido a esas particularidades la funcién sigmoide responde adecuadamente a los re-
querimiento para el entrenamiento de una red multicapa, debido a que es diferenciable en
la regién critica —6 <= z <= 6 donde existe mayor predominancia en el cambio del vector

de pesos.

2.3. Topologia de las redes neuronales

La topologia o arquitectura de las redes neuronales artificiales consiste en la organi-
zacién y disposicién de las neuronas en la red formando capas o agrupaciones de neuronas,

en este sentido los pardmetros de la red son

s El nimero de capas
» El niimero de neuronas por capa

s Tipo de conexién entre neuronas
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2.3.1. Redes monocapa

Las redes monocapa estdn formadas por una sola capa de S neuronas conectados a los
R componentes del vector de entradas P, estas pueden contener 1 6 S salidas dependiendo

de la naturaleza del problema como se puede apreciar en la siguiente figura 2.5:

a=F(Wp+b)

Figura 2.5: Organizacién de la red monocapa

Fuente: Neural Network Toolbox MATLARB 7.0

La salida de la i-esima neurona esta dada por a(i)=f(W (i,j)P+b(i)), donde W(i, 5)
es el vector de pesos asociado a la i-esima neurona y j-esima capa, el vector de entradas
denotado por P con R componentes, de forma analoga b(i) es el componente i — esimo
del vector “bias” (8) que corresponde al umbral, normalmente los elementos de la misma

capa tlenen la misma funcién de activacién f.

El ntimero de neuronas de una capa no tiene porque ser igual que el nimero de com-
ponentes del vector de entradas. Generalmente R # S, entre estos tipos de redes men-

cionamos a los modelos de Hopfield, Boltzmann Machine.

2.3.2. Redes multicapa

Las redes multicapa son topologias poderosas, debido a que pueden separar regiones
convexas en un espacio de dimensién n , la informacién fluye unidireccionalmente desde
las unidades de entrada a las unidades de salida, esta topologia fue posible gracias al des-

arrollo de algoritmos de aprendizaje como el backpropagation.
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Una red multicapa se caracteriza por estar claramente identificado las tres regiones o

capas
Capa de entrada

Bésicamente esta compuesta por los vectores de entrada de la red, esta regién no con-
tliene ninguna neurona por lo tanto no se lleva a cabo ningun proceso, algunos autores no

lo consideran como una capa.
Capas ocultas

Son aquellas que pueden estar formado por un nimero considerable o no de neuronas
y diferentes conexiones en varios niveles, ademéas para la propagacién del error y actua-

lizaciones en los pesos es necesario que las funciones de activacién sean continuas.
Capa de salida

Recibe informacién de la capa oculta para transmitirla al exterior esta puede estar
formada por una o varias neuronas de salida dependiendo del tipo de problema a abordar,

ademas las funciones de activacién pueden ser de tipo continuas o lineales.

Un esquema general de una red de tres capas se observa en la siguiente figura 2.6

2.3.3. Consideraciones de la red multicapa

» Toda componente del vector de entrada P = (ps, ..., pg) incide en todas las neuronas

de la primera capa de oculta.
s El numero de neuronas en la capa j — esima esta dado por 7.

» Las salidas f7 = (ff, R ;) de la capa j — estma son el vector de entradas para la

capa 7+ 1.

» El vector de pesos en la primera capa oculta es denotado W de dimenciones (S'zR).
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Figura 2.6: Organizacién de la red multicapa
Fuente: Neural Network Toolbox MATLAB 7.0

» En las demds capas los vectores de pesos se denotan LW de dimensiones (S725771)

en la capa 7 — esima respectivamente.

s La notacién [w? representa el vector de pesos correspondiente a la capa 3 que

proviene o depende de la capa 2.

» La suma ponderada o producto escalar en la 7 — esima capa e i — estma neurona es

denotado n? = ad 7t « wl.

= El umbral asignado a cada neurona, también denominado bias esta denotado bZ: en

la 7 — esima capa e 1 — estma neurona.

» Las salidas de la red en la ultima capa corresponden a (a¥, . .. ,af,c).

Desde el punto de vista del flujo de la senal desde una capa a otra podemos establecer

una clasificacién y distinguir entre dos tipos de redes

m Si las senales y las entradas de las capas intermedias se propagan siempre adelante,
la red se denomina estitica o red “feedforward’, en este caso toda la informacién

se dirige siempre hacia la salida y no hay caminos de vuelta permitidos.

n En cambio, s1 algunos estados intermedios o salidas de la red son devueltos ha-

cla atras decimos que la red es dinamica o red recurrente, aqui las senales son
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reutilizadas, es decir las salidas actuales del sistema dependen de las salidas an-
teriores, estas redes con conexiones hacia adelante y hacia atras son conocidas como
“feedf orward/ f eedback’”

2.4. Interpretaciéon geométrica

La interpretacién geométrica nos provera una visién clara de los procesos de entre-
namiento que realiza la red neuronal, a continuacion se describen dichos procesos para ello

sean los vectores de dimensién n

X = (x1>x2>"'>xn) (24)

W= (w1>w2>"'>wn) (25)

x; son las componentes de los vectores de entrada X, que también son conocidos como
patrones de entrenamiento, en ocasiones denotados por P, estos pueden ser de tipo con-

tinuo o discreto.

w,; son denominados pesos que representan el nivel de relevancia de la variable z;, geo-

métricamente los pesos representan la orientacién del hiperplano n-dimensional.

Se denomina conjunto de entrenamiento de la red neuronal a la expresién

A= {(X,T)/XeR", TeR™} (2.6)

donde X son los patrones de entrada seleccionados bajo algiin criterio estadistico y T
es el vector que contiene los valores esperados que pueden ser {—1,1,0} de acuerdo a la

funcién de activacién, m es la cantidad de vectores de entrenamiento.

La red neuronal tiene la propiedad de clasificar un conjunto de puntos dispersos en

un espacio de dimensién n a través del hiperplano, de ahi que no es suficiente tener un
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control de direccién de este plano sino poder controlar el desplazamiento esto se logra a
través del pardmetro conocido como Bias o Umbral “4”, cuya funcién es controlar el

desplazamiento del hiperplano en el espacio R™.

El producto escalar o suma ponderada representado por la expresién

WX =) w+a (2.7)

=1

cumple ciertas propiedades tal es el caso del término siguiente

W+X=0 (2.8)

que representa un hiperplano que atraviesa el origen de coordenadas en R™, es decir
graficamente se puede hacer una analogia con el espacio tridimensional entonces quedara

representado como se puede apreciar en la siguiente figura 2.7.

Hiperplano

W*X = 0

(010’0) x

X3

Figura 2.7: Hiperplano en el origen de coordenadas R®
Fuente: Nils, J. Nilsson

Aplicando el criterio umbral “4”, tal que § > 0 podemos conseguir el desplazamiento

del hiperplano distante del origen, para este propdsito se considera la siguiente ecuacién
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Wa+X=0 (2.9)

Al ser 8 > 0 cada componente del producto escalar se dispersa del origen, dando como

resultado la siguiente figura 2.8.

WX = ©

{0,0.0) X

X3

Figura 2.8: Hiperplano disperso respecto del origen de coordenadas R®
Fuente: Nils, J. Nilsson

Se infiere con lo descrito anteriormente en un clasificador representado por la ecuacién

W * X = 8 cuyas propiedades en base matematica cumplen las siguientes restricciones

» Existe un conjunto de puntos W + X — 8 > 0 que esta claramente definido a un

extremode W+ X —0=0

= Existe un conjunto de puntos W « X — 8 < 0 que esta claramente definido al otro
extremo de W« X — =10

Se puede apreciar graficamente esta propiedad en la siguiente figura 2.9

Observando las propiedades inherentes al grafico el vector de pesos siempre es perpen-
dicular al hiperplano y tiende o converge hacia el vector de entradas X para un correcta

clasificacién de este patrén.

La idea consiste en ajustar los pesos W = (wy,ws, ..., w,) de tal forma que el hiper-

plano pueda diferenciar y clasificar correctamente los conjuntos representados por las ecua-
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Hiperplano

origen

Figura 2.9: Clasificacion respecto del Hiperplano
Fuente: Nils, J. Nilsson

ciones W+ X —0<0, W+xX—-6>0.

Se requiere un criterio de decisién, para asignar valores de salida a los conjuntos
WX —-60>0yWs+X -0 <0 e inferir s1 corresponde al valor deseado, es asi que
se introduce una funcién de activacién que respondera a los vectores de entrada X con lo

cual se da origen a los modelos matematicos de redes neuronales artificiales.

Realizando una analogia con la neurona biologia X = (z,a,,...,%,) corresponde a
las dendritas y W = (wy, ws, . .., w,) es el valor de inhibicién o comunicacién entre ellas,
el nucleo constituido por la funcién umbral “60” que la suma ponderada S =357, Wi+ X
debe sobrepasar para poder activarse, finalmente la senal de salida esta formada por la

funcién de activacién f(W + X — 8) que representa al axén.

2.4.1. La dimensién n+}+1

Sin perdida de generalidad se transforma la expresion W+ X — 8 =0en W + X =0,
para ello sea el vector de pesos W = (wy,wy,...,w,) de dimensién n , si se agre-
ga una componente mas w,+1 el nuevo vector de pesos tendra la siguiente estructura

W = (wy,wa, ..., Wy, Wett)

La propiedad radica en asignar a la nueva componente el valor del umbral con signo

negativo es decir
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Wiy = —0 (2.10)

Por tanto el vector de pesos resulta

W = (wy,ws, . . . ,w,, —0) (2.11)

Bajo el mismo criterio se considera el vector de entradas, relacionando z,,,1 =1

UC = oy, 2o, . - . Ty 2, B (2.12)
SN e (2.13)

En estas condiciones se demuestra que W * X — 8 = 0, es equivalente a W « X = 0,

que representa una de las propiedades del estudio de las redes neuronales.

Demostracion

Sean los siguientes vectores de dimensién n + 1

W = (wy,ws, ..., W, Wit1) (2.14)
X = (21,2, Tny Trg1) (2.15)

Entonces
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W+ X = (wy,wy, ..., W,, W Ty, Ty . oo, By Trr1)

= WL, Wk, - v+ Wit 1 Tt |

T
= E Wy * Ty T W 1Tp 1

i=1

™
= E w;xx; — 8
i=1

—WX-0

(2.16)

En lo sucesivo se considerara que todos los vectores son construidos de la misma forma,
bajo esta nueva notacién el Hiperplano n-dimensional esta dado por la ecuacién W+ X = 0
que permite la clasificacién de los valores W « X > 0 en un extremo del Hiperplano y su

complemento W * X < 0 en el otro.

2.5. Algoritmos de aprendizaje

Consiste en los cambios de comportamiento inducido por la interaccién con el entorno;
Biolégicamente la informacién memorizada esta relacionada con los valores sindpticos de
las conexiones entre las neuronas, en el caso de las neuronas artificiales el conocimiento se

encuentra almacenado en los pesos, el aprendizaje consiste en la variacién de los pesos.
El aprendizaje depende de la arquitectura o topologia de la red y del tipo de conexién

auto recurrente o con conexiones laterales | cada modelo dispone de sus propias técnicas

de aprendizaje.

2.5.1. Método del gradiente descendente

Para todo los vectores del conjunto de entrenamiento denotado por la expresién

\={(X,T)/XeR", TeR™} (2.17)
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le corresponden una o varias salidas de la red, denotados f;, andlogamente el vector T’

contiene los valores deseados d;.

El criterio que nos permite medir cuan préximo es el valor obtenido por la red neuronal

respecto del valor deseado sera la funcién del error cuadratico promedio minimo denotado

1
A 2

SaFe Z(di & (2.18)

m

Xel

Obsérvese que la sumatoria se extiende a todos los vectores de entrenamiento, ademaés
el error esta asociado directamente a los vectores de pesos “W”, la 1dea consiste en que
el error sea cero o comberga a este valor, esta aproximacién en la mayoria de los casos es

buena.

El error “c” depende de todoslos vectores de entrenamiento de ahi que se debe aplicar
un proceso incremental de entrenamiento siguiendo alguna determinada secuencia, es decir
seleccionar un unico vector de entrada a la red hacer los ajustes correspondientes a los

pesos para obtener la respuesta adecuada y volver a repetir el proceso.

Bajo este criterio el error para un tnico vector de entradas se define

e i (2.19)

Aplicando la funcién gradiente al error, que consiste en extraer derivadas parciales

respecto de los pesos se tiene

5 e e Oe
A TR T (2.20)
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El error “2” depende de los pesos W a través del producto escalar S = W+ X, entonces

aplicando la regla de derivacién de la cadena obtenemos

5 B O S

—_— = —— 2.21
ow 95 oW ( )
Ademas la derivada parcial de S = W % X respecto de W esta dada por % =X, con
lo que la expresién 2.21 se puede escribir
o< s
—_— = — 2.22
N RS ( )

2

Bésicamente se busca la variabilidad del error “c” respecto de los pesos, para ello
solamente resta deducir la variabilidad del error respecto del producto escalar o suma
ponderada S = W * X, para ello consideremos la expresién £ = (d; — f;)* aplicando la

derivada respecto de S se optiene

G of
55 = ~2d~ 73 (2.23)

Finalmente la ecuacién 2.21 que representa los cambios del error respecto de los pesos

puede escribirse

Os of

= —2(d— f)55X

o = (2.24)

Los cambios en S son casi imperceptibles, pero cuando “f” cambia lo hace de manera

»

abrupta de 0 a 1, o viceversa, bajo estas condiciones se requiere alguna funcién “f” con

estas caracteristicas, existen dos formas de solventar esta dificultad
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» Asumir que f = S

» Asignar a f alguna funcién no lineal que sea diferenciable

2.5.2. Procedimiento Widrow-Hoff

Consiste en asignar “f = S” del tal forma que el error cuadratico puede ser represen-
tado por £ = (d — 5)?, ademés “f = S” representa la funcién identidad, es decir la salida
corresponderé a algun valor dado por la suma ponderada S = W + X cuyos resultados

osclan en los numeros reales.

Para poder realizar el proceso de clasificacién se requieren valores deseados d; que per-
manezcan en alguno de los estados posibles {—1,0,1} los cuales permitirdn realizar un

correcto proceso de clasificacién.

La funcién de activacién definida por la siguiente expresién es esencial en el proceso

de clasificacién

0 eoc

f(s) = {1 2y (2.25)

Si1 “f = S” entonces g—g = 1 con lo que el gradiente del error cuadrético puede ser

escrito de la siguiente manera

O

o = ~Ad— )X (2.26)

La anterior expresién representa los cambios en el error, debido a variaciones en el
vector de pesos, en términos operacionales esta dada por la expresién —2(d — f) X, donde
la constante numérica —2, es un factor que propaga la expresién (d— f) X duplicando esta

por su valor original.
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Sea n un elemento de los nimeros reales en particular n = —2, cuando 7 tiende a crecer
la expresién (d — f)X se propaga geométricamente 77 — veces y reciprocamente cuando 7

tiende a decrecer esta se contrae, esto incide en la rapidez de cambios en el error cuadratico.

Es asi que 7 es denominado factor o velocidad de aprendizaje, en consecuencia la

ecuacién 2.26 puede expresarse:

Oe

Y- —n(d ~ WX 2.27
= = nd— ) (227
Estudios realizados demostraron que, para que una red alcance la convergencia y no

pierda estabilidad el factor de aprendizaje éptimo deberia oscilar en el intervalo

O<n<?2

De manera simultanea Rosemblatt trabajo con el modelo del perceptron mientras
Bernard Widrow y su estudiante Marcian Hoff desarrollaron el modelo Adaline y su regla

de aprendizaje denominado “LeastMeanSquare” (LMS).

El algoritmo “LMS" es mas potente que la regla de aprendizaje del perceptron porque
minimiza el error medio cuadratico para todos los vectores del conjunto de entrenamiento,

este el el gran aporte de esta red.

Como se dedujo anteriormente la variacién del error esta ligada a la variabilidad de los
pesos a través del producto escalar S = W * X de ahi es natural asumir que el aprendizaje

se realice través de la siguiente expresién:

W =W +n(d— f)X (2.28)

Adem3&s se debe considerar las siguientes propiedades que son necesarias para com-

prender bajo que condiciones se realizan la actualizacién de los pesos



CAPITULO 2. REDES NEURONALES 35

W si (d—f)=0
W = Ezpande si (d— f) >0 (2.29)
Contrae st (d— f) <0

2.5.3. Procedimiento delta generalizado

El problema de la no derivabilidad de la funcién umbral debido a los cambios abruptos,
condujo a la bisqueda de funciones diferenciables cuya salidas oscilen entre los conjuntos
{1,—1} y {0, 1} es asi que se consolidaron las funciénes: Gaussiana, Tangente hiperbélica,

Sinusoidal y Logistica o logsigmoidea.

Funcién gaussiana

1(8) = eap(—&?) (2.30)

Funcién Tangente hiperbélica

(2D cnpla) Lehples)
tanh(s) = o o (2.31)

Funcién sinusoidal

f(8) = sen(s) (2.32)

Para el presente estudio utilizaremos la funcién logistica o logsigmoidea, que esta defini-
da

f(s) = (2.33)
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cuya derivada puede calcularse en términos de si misma y , corresponde a

of
L -1 (2.34)

Demostracion

o) _ Blie)
ds Os

—s\ A1 3(1-{—2_5)
<1 FHE )E iy s

(1 4+ e—¢)2
0—e*(—1)
(1 +e9)2 (2.35)

—8

e
(1+e)2

1
—
f 1+es

S

)

Recordemos que el gradiente del error cuadratico esta dado por

0. 0
= (- )X (2.36)

Sustituyendo la derivada de la funcién sigmoide en el gradiente se obtiene

= n(d— P HX (2.37)

De manera que se puede deducir la regla de cambios de los pesos, esta regla es conocida

como el procedimiento delta generalizado.
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W=W+nld—ffl—-X (2.38)

2.6. Metodo Backpropagation o retropropagacién

La arquitectura multicapa ofrecia grandes ventajas al poder representar una compleji-
dad mayor de los patrones de entrada, la dificultad surgié al no contar con algoritmos que
permitieran entrenar redes de esta naturaleza es asi que durante mucho tiempo el campo

de las redes neuronales quedo detenido.

A continuacién se describe el proceso de retropropagacién, dado un conjunto inicial de
entrenamiento esta se propaga por toda la red en todas sus capas y neuronas hasta hallar
la salida, una vez obtenido el resultado se compara con el valor esperado hallando general-

mente un margen de error, este debe ser corregido a través de la red modificando los pesos.

Es asi que surge el método “backpropagation” ideado a principios de los 70 por Herbos

y redescubierto a principios de los 80 por Parker Rumelhart independientemente.
La 1dea consiste en propagar el error hacia atras, es decir de la capa de salida haca
la capa de entrada pasando por las capas ocultas en el proceso ajustando los pesos para

minimizar el error.

Consideremos como base inicial el error cuadratico para desarrollar el método de la

“Retropropagacion”, entonces sea el término

£ = (dz — f,b')z (239)
Que correspondiente a la salida ¢ — esima en una arquitectura con multiples salidas.

El gradiente del error en la unidad sigmoidal ¢ en la capa j — esima esta dado por
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O O O O
P = ol ol B (2.40)
1 17 71 (mo'_i-f—l)i

Respecto a las componentes r» — esimas oscilan en el intervalo (1 < r < m;_; + 1)y

corresponden al vector de pesos en la unidad sigmoidal ¢ en la capa j.

Puede deducirse que el error depende de todas las capas y neuronas por tanto “s”

depende de W?', aplicando la regla de derivacién de la cadena se tiene

K]

0. ds 857
ed LU EENE, (2.41)
ow? ~ 85 oW
Debido a que
S = XIw! (2.42)
Y ademas la derivada parcial del producto escalar respecto de los pesos es
85} ‘
=00 (2.43)
ow?
Sustituyendo en la expresién 2.41 se obtiene
0 _ 05 i (2.44)

oWl S’
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Al depender “c” de Wf a través de SZ, la derivada parcial esta dada por la siguiente

expresién

O B(d— f)?
o\ ; (2.45)
= —2(d - f)c'?—Sf

Sustituyendo en 2.46 la expresién obtenida en 2.44 encontramos finalmente

5 Of By
e = —2(d — f)ﬁX? L (2.46)
Efectuando operaciones resulta
Os .
- = —2(d — f)—=X"
ow? (=1 05}
Os 1 of
owi—zx 4 Vg
(2.47)
_ o = e f)é?_f
—20WI Xt oS!
O¢ of
—2057 @=1) 05
Finalmente
Os of
oo~ T e (2.48)

La expresién 2.48 desempena un papel muy importante en la propagacién del error,
para simplificarla nos referiremos a ella por “5%7.' 7 que representa la sensibilidad del error

cuadratico de la salida de la red respecto a los cambios en la entrada de la correspondiente
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funcién sigmoide, de esta forma el gradiente del error se puede escribir como

O

.= 287 X9 (2.49)
oW}

Puesto que debemos modificar los pesos en sentido negativo del gradiente e introducien-

do el factor de aprendizaje nf , 1a actualizacién de los pesos responde a la siguiente expresién

Wi =W/ +nlol XUV (2.50)

Normalmente el factor de aprendizaje es el mismo para todos los vectores de pesos

aunque es posible trabajar con diferentes factores de aprendizaje en cada capa y neurona.

2.6.1. Analisis de “52” en la idltima capa

La sensibilidad del error cuadratico “52 ” se propaga a través de toda la red, iniciando
en la capa de salida y realizando un proceso de retropropagacion a través de las capas
ocultas hacia la capa de entrada, dicha sensibilidad operacionalmente se representa en la

capa de salida por la siguiente expresién

of

6 = (d — f)w (2.51)

Ademas la derivada parcial de la funcién sigmoide respecto del producto escalar o suma

ponderada S* = X*~DW* esta dada por f(1— f) reemplazando este valor en la expresién
2.51 resulta

& =(d—f)f(1-f) (2.52)
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La ecuacién anterior representa la sensibilidad del error cuadratico en la capa de sali-
da, este resultado es importante ya que permite ajustar los pesos en funcién al error en la

dltima capa, este procedimiento se denomina retropropagacion, el cual puede ser escrita

W*=W*+p"(d— f)f(1— X%V (2.53)

2.6.2. Andlisis de “5]” en las capas intermedias

La 1dea basicamente consiste en utilizar la sensibilidad del error cuadratico calculada
en la tdltima capa para cambiar el vector de pesos en las capas intermedias, para ello

recordemos que

of

5 =(d~ = (2.54)

Siendo que el error se propaga hacia atras se crea una dependencia funcional bajo el

sigulente criterio fij , depende de ng i y ngﬂ) depende de SZ , es decir

F(s7H(sD)) (2.55)

El grafico 2.10 ilustra el proceso de dependencia funcional

Aplicando la regla de derivacién de la cadena se deduce



CAPITULO 2. REDES NEURONALES 42

(i) (i) (j+1)
S

n® unidades sigmoidales mi n°® unidades sigmaoidales mj+1

Capa | Capa j+1

Figura 2.10: Dependencia funcional de la arquitectura de retropropagacién
Fuente: Nils, J. Nilsson

5 (d— of 9sItY 8f sty af 0sGr)
2 2 LIRS (3
™54 (7+1)
8f 0Osy
= 21 (d—f )rsgjm ot (2.56)
g= k4
41 F41)

(
-y sirndsa
po 2 Os?

%

Por 1o tanto

Ll ; asgj+1)
&l = Z 5ga+ ) n (2.57)
g=1 %
. . . .y 336+1)
Bien solo queda calcular las derivadas parciales de la expresién oo bara ello hay
que tener en cuenta
m5+1

Séjﬂ) — Z fg'wg“) (2.58)
r=1
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S§j+1) — Xiwq(y’ﬂ)

mi+1

_ ny (5+1)

(2.59)

Finalmente

myt+1

S Zﬂ (1) (2.60)

Ahora interesa saber como cambia la suma ponderada Séj )

en la capa j+1 en la
unidad sigmoidal ¢ respecto de la suma ponderada SZ en la capa j de la unidad sigmoidal

1 para este propésito derivamos la 1igualdad anterior

6S¢§j+l (271’17 +1 9+1))

— = (2.61)
oS? BSZ
y sl tomamos en cuenta que los pesos no dependen de S entonces
35(9+l) N
] 9+1 — 2.62
Ny 359 (2.62)

n=1

ademas en el proceso de conexiones hacia adelante “feedforward” se tiene la dependen-

cla funcional

£i(s1) (2.63)
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en la capa j — esima, se puede observar que la entrada 5?7 solamente incide en fJ

slempre que r = ¢ bajo estas condiciones.

of7 0 ri
os; | A r=i

por lo tanto la ecuacién 2.62 se puede escribir

+1 ma+1
ds’ 7 05
y 7
_ (9+1)3ff (5+1) Bf (5+1) 8fm 7+l
i w* SR R e
=0+ w31 — 17) +0

De la ecuacién anterior se deduce

i

9+1 9 j

(2.64)

(2.66)

Finalmente la sensibilidad del error cuadratico queda expresado en términos recursivos

dada por la ecuacién

M+ (G+1)
=D A

My +1

_ Z 59+1 9+1 ( f?)

my 41

—fj 1_f9 Z 59+1 9+1)

=1

(2.67)
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Como se puede apreciar la ecuacién anterior es recursiva, resulta interesante resaltar
que la expresién no depende de los cambios en la funcién de activacién, solo afecta ex-
plicitamente al calculo de “6%” en la tltima capa.

u(s‘g?"f' 1),

Una ves calculado " en la capa j+1 podemos utilizar este resultado para calcular

“67” en la capa j.

La base de la recurrencia es “6*” que puede ser calculado por medio de la expresién

F=d-nNra-§ (2.68)
Finalmente:
1z ) mi+1 o(G+1)  (5+1) ..
5 = { S = J) Dged’ 0wy 0t G 7 (2.69)
(d— - £) si j=k

Usando la expresién que hemos obtenido el valor de la sensibilidad del error cuadratico

“67”  la regla genérica para el cambio de los pesos puede ser escrita

w9 = WO 4 sl x6-1) (2.70)

Bésicamente el principio de la retropropagacién consiste en propagar “52” por todos

los pesos de la red, desde la iltima capa hacia la primera y evaluando el error cuadratico

N L ky2
. N (g 4 3 , 3
medio € = % el cual s1 converge a cero, la red neuronal habra clasificado co-

rrectamente los patrones de entrada.



Capitulo 3

Series Temporales

3.1. Introduccion

Los modelos dindmicos de series temporales permiten estudiar las caracteristicas de
la estructura probabilistica de los datos, generalmente los datos reales no tienen compor-
tamiento estacionario es decir no varian alrededor de una varianza constante y una media
cero, los modelos “ARIM A(p,d, q)” surgen precisamente para el estudio de dichos com-
portamientos, se originaron a partir de los anos (1970) merced a la obra de los estadisticos
Box y Jenkis. Un modelo ARIMA se deriva en los modelos autorregresivos AR(p) y me-
dias méviles M A(q), incorporando una escala de integracién que permite transformar a

un modelo estacionario.

El objetivo principal de esta metodologia se refieren a identificar, estimar y diagnos-
ticar modelos dindmicos de series temporales en los que la variable tiempo juega un papel

fundamental.

3.2. Proceso estocastico

Un proceso estocastico es una sucesién de variables aleatorias 4; ordenadas, pudiendo
tomar “t” cualquier valor entre —oo y +o00, el subindice “¢” en el contexto de analisis de

series temporales representa el paso del tiempo.

46
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Yt1, Ytoy - oo - - y Yt (3-1)

Cada variable aleatoria y,, tendra su propia funcién de distribucién probabilistica F'(y;,)
con sus correspondientes momentos, de manera analoga s fijamos dos valores en el tiempo,
se obtendria una variable bidimensional con una funcién de distribucién vivariante y su

funcién conjunta serd F(ys,, ¥s;)-

En general para un conjunto finito de valores en el tiempo ti,...,%, se obtiene una

funcién de distribucién conjunta

F(yt1>yt9"'>ytn) (3-2)

Se dice que un proceso estocéstico esta perfectamente caracterizado cuando se pueden
determinar las funciones de distribucién conjunta para cada conjunto finito de variables

del proceso.

Se pueden calcular momentos de diverso orden, aunque son los momentos de primer
y segundo orden los mas utilizados la media, varianza, covarianza y los coeficientes de

correlacién

s = Ely;] el subindice ¢ senala que la media en general sers distinta para cada

periodo de tiempo

Yo = Covlys, v = El(ys — ) (¥e — pte)] en distintos momentos del tiempo

Cuando t = s se tiene definida la varianza ;s = Varfy] = El(y: — 14)?

Cov(yt,ys)

L= coeficiente de autocorrelacién
P4, \/Vaxr(yg)\/Va'r (ys)

Las funciones de distribucién de probabilidades podrian no estar completamente carac-

terizadas, los momentos podrian no coincidir incluso no existir para algunas de las variables
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aleatorias, lo mismo puede ocurrir con las distribuciones conjuntas o marginales, sin em-
bargo de todos los tipos de procesos estocésticos posibles nos interesa especialmente dos

de ellos a los que la estadistica a dado nombres precisos

s Ruido blanco

m Proceso estocéstico estacionario

3.2.1. Ruido blanco

Es una sucesién de variables aleatorias £, &4, ... ... , £, CON 6SPEranza Cero, varlanza

constante e independientes para distintos valores de ¢, covarianza nula.

E[gt] =0 B
Varlg)| = Elef] = 0 Wt (3.3)
Covlgy,ey] = Elee,] =0 Vi#t

En otros términos el ruido aleatorio £; tiene una distribucién normal con media cero y

varianza constante

£y . N(0, 02) (3.4)

3.2.2. Proceso estocastico estacionario

Decimos que un proceso estocastico es estacionario si las funciones de distribucién con-

juntas son invariantes con respecto a un desplazamiento en el tiempo.

Es decir sean los periodos sucesivos de tiempo

tt+1t+2,...... itk (3.5)
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Para todo %, k, m no nulos positivos, si el proceso es estacionario se deberd verificar la

sigulente igualdad

F(yt>yt+1> ce >yt+k) = F(yt+m>yt+l+m> ce >yt+lc+m) (3-6)

Esta definicién de estacionariedad se conoce como estacionariedad en sentido es-

tricto o fuerte.

El concepto de estacionariedad serd méas limitado (amplio o débil), si se verifican las
sigulentes condiciones

» La esperanza matematica o media teérica permanece constante a lo largo del tiempo.

Blypl=p vt

» Las varianzas tampoco dependen del tiempo y son finitas.

Varly) = Varlysm] = Bllys - )] = 0> # 00 Wt

» La autocovarianza entre dos periodos distintos de tiempo inicamente vienen afectada

por el lapso de tiempo transcurrido entre esos dos periodos
Covlys, yern] = Bl(ys — 1) e — )] =3 V2

De lailtima condicién depende, si un fenémeno es estacionario, sus variables pueden
estar linealmente relacionadas entre si, pero solo dependen de la distancia temporal &

transcurrida entre ellas.

S1 un proceso es estacionario en sentido estricto también serd estacionario en sentido
amplio o débil, pero no ocurrird necesariamente el caso reciproco, pues el proceso puede

no ser estacionario para momentos superiores al segundo orden.
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3.3. Modelos autorregresivos AR

Los modelos autorregresivos son modelos matematicos que explican el comportamiento
de las observaciones en términos de sl mismas correspondientes a periodos pasados, es de-
cir toda variable aleatoria y; puede expresarse como una combinacién lineal de sus valores
pasados mas un término de error.

Los modelos autorregresivos se denotan AR(p), el pardmetro “p” es conocido como

factor de retardo expresa el numero de observaciones retrasadas de la serie temporal.

3.3.1. Modelo AR(1)

Un modelo AR(1) viene definido por la siguiente ecuacién

Ui = P11 T & (3.7)

Se define la propiedad vy;_,, = L™y, en el cual toda observacién en un periodo n an-
terior a t puede ser expresada en términos de una constante L™ que al multiplicar a la
observacién y; esta puede ser equivalente a la observacién ¥;_,,, siendo asi y efectuando

operaciones a la ecuacién 3.7 resulta

(1= $1L)ys = & (3.8)

Es importante denotar la relacién que existe entre el ruido blanco ¢, y la variable v,
£; influye en todas las observaciones ; correspondientes al mismo tiempo o a periodos

posteriores, pero nunca ejerce influencia sobre periodos anteriores.

Bajo los criterios mencionados se deduce la covarianza que mide el grado de relacién

entre las variables £;, y:—,
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Cov(e,uy—,) = El(s — O (yy—p — )] =0 VYr>0 (3.9)

Para que el proceso definido en 3.7 sea estacionario, las raices de la ecuacién carac-

teristica

I'='9y L'=8 (3.10)
deben caer fuera del circulo de la unidad es decir | ¢y |< 1.

Para analizar el comportamiento de la ecuacién 3.7 se asume que el proceso se ha

iniciado en un periodo — N, realizando sustituciones sucesivas resulta

Yt = P1Ys—1 + &
= ¢1(¢1yt—2 —1—&—1) + &4

I (3.11)
N—1
= mn+ D B
k=0
Evaluando la esperanza se obtiene
E(y) = ¢vn (3.12)

Si | ¢ |< 1 la esperanza decrecerd, todo lo contrario ocurrird cuando | ¢; |[> 1, =i
| #1 |= 1 la esperanza se mantiene constante E(y;) = vy, y sl fuere | ¢; |= —1 se darfa

una alternancia de signos en el valor de la esperanza.
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Un proceso iniciado en —N tendra la siguiente varianza

Yo = Ely — E(w)]?
= Bly: — ¢1 -]’

N—1
= E[Z pres—r]
=0

= B> 4 (3.13)

k=0
N—1
P, 2§ : 2k
_0_5 (251
k=0

:Ozl—quN
&
I'sdy

Si el proceso es estacionario es decir | ¢; |< 1 y se ha iniciado en —oo se verifica la

siguiente igualdad

0_2

= (3.14)

Yo

La ecuacién anterior corresponde a la varianza para un proceso autorregresivo de orden

uno, cuando el proceso arranca en —oo y cumple la condicién de estacionariedad.

Andlogamente se obtiene la covarianza respecto a un periodo r multiplicando y;_, al

modelo y; = ¢1ys—1 + £, ¥y aplicando esperanzas resulta

By = E[(d1y1-1 + €)ye—]
= $:1Covly, 1, ¥s—.| + Elesys—,]
= ¢1%—1+0 (3.15)
=,
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La expresién deducida resulta de aplicar la covarianza entre las observaciones 4; 1, ¥,
cuyo tiempo transcurrido esta dado por | (t—1)—(t—r) |= r—1, ademés el ruido aleatorio

no puede afectar a una variable en un tiempo menor a el es decir Elg;y;_,] = 0.

Dividiendo la expresién 3.15 entre la varianza 7y, obtenemos los coeficientes de auto

correlacién para intervalos de tiempo r

Yr - Yr—1

i

Yo Yo (3.16)
Pr = ¢1P¢—1

Realizando sustituciones sucesivas se obtiene

pr = $1po (3.17)

En las autocovarianzas la condicién inicial viene dada por la valor de la varianza , en
cambio en las autocorrelaciones como son medidas relativas la condicién inicial es siempre

po =1, asi la ecuacién 3.17 resulta

P 1 SRR 0 (3.18)

3.3.2. Modelo AR(2)

»

El modelo autorregresivo de orden dos “AR(2)” se extiende a dos periodos anteriores

en términos de las observaciones aleatorias y viene definido por

Yy = P1¥s—1 T P2 + & (3.19)
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Aplicando la propiedad %;_,, = L™y; se obtiene

(1 —¢1L — ¢poL?)y, = & (3.20)

El término “1 — ¢y L — ¢3L?” denominado operador polinomial de retardos, evaluando
en 1 — ¢ L — ¢,L? = 0 requiere que sus raices estén fuera del circulo de la unidad para

que el proceso “AR(2)” sea estacionario.

De manera analoga al modelo “AR(1)” se obtienen los estimadores media, varianza,
autocovarianza, autocorrelacién, para ello multipliquemos a la ecuacién 3.19 por “y,_.”

y aplicando esperanzas se tiene

Elysyi—.] = El(1Ys—1 + dotti—o + €) ¥1—+]
= 1 B[ 1Ys—r) + G2 B[th—2ts—.] + Flests—.| (3.21)

= Cov(y:ph—)

La expresién anterior es obtenida debido ala condicién de estacionariedad que satisface

BEly)=0 Wt (3.22)

La autocovarianza para un periodo de orden cero » = 0 converge a la varianza por lo

tanto de la ecuacién 3.21 se deduce

Elysys—,] = v (3.23)
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Elyy—.] = By —o]
= Bl(u)’]
— Var(y,) (3.24)
= $1 By 1u:| + o Blys—ow] + Elesys]
= Yo

Obsérvese que el término E[s;y;] converge a la varianza del ruido blanco es decir

Pleyys] = Fled(dryi—1 + doe—2 + £1)]
= $1F[eyi—1] + d2Plerys—a] + Eleiei]

(3.25)
0+ +0 +o7
= 0’2
Con el resultado obtenido la ecuacién 3.24 puede ser escrito
Yo = $1 B[y 1] + $o By oys] + Eley:] (2.26)

=1 + doya + 02

Finalmente la varianza para el modelo autorregresivo de orden dos esta dada por la

siguiente expresién

Yo = P1Y1 + Paya + Ui— (3.27)

Recordemos que Elyy—,| = ¢1E 14—, + ¢oEys—ots—.] + Elesys—.] para un periodo
r > 0 las covarianzas entre las observaciones y:—;, ¥i—, para “¢ > 0,7 > 0” Unicamente esta

relacionada por el tiempo transcurrido entre ellas esto es | (t—1) — (t—7r) |= r—1i, ademss
E[gtyt—'r] =0.
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Con todo ello la autocovarianza para un periodo r > 0 esta dada por la ecuacién

Yr = ¢17‘r—1 + ¢27‘r—2; r >0 (328)

Para el calculo del coeficiente de autocorrelacién se requiere dividir por 4o a la ecuacién

3.28, ademas la varianza es constante Yy y esta dada por - /crjtW /035 = ot

Pr =11+ Popro; Vr >0 (3.29)

Las autocorrelaciones también son denominadas correlogramas, a través de ellos es
posible calcular los parédmetros ¢; del modelo AR(2), asignando r = 1,7 = 2 se obtiene un

sistema de dos ecuaciones

{ p1L= @1+ Pop1 (3.30)

pa= ¢1p1+ ¢

El sistema obtenido recibe la denominacién de sistema de ecuaciones de Yule- Walker,
como atributo a las aportaciones de Yule(1927) y Walker(1931).

Resolviendo el sistema de ecuaciones 3.30 se obtiene los coeficientes ¢4, @5

3.3.3. Modelo AR(p)

Un modelo autorregresivo “AR(p)” generaliza la sucesién de variables aleatorias para

un factor “p” de retardo y viene definido por
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Yt = QP11 + PaUpo+ ...+ Pty T &4 (3.31)

Aplicando la propiedad v;_,, = L™y, inherente a las observaciones aleatorias temporales

se deduce
ve = d1 Ly + oLy + .+ Ly + 5y (3.32)
= (1 L+ Ll®+. . + ¢ LP)y +
Simplificando
(1= 1L —ol? ... — L)y = &, (3.33)
La expresién “¢(L) =1 —¢;L — ¢ L? — ... — ¢,L?” denominado operador polinomial

de retardos de orden p, requiere que sus raices L estén fuera del circulo de la unidad, para

que el proceso AR(p) sea estacionario.

De forma resumida un modelo “AR(p)” puede ser escrito

L)y = & (3.34)

El célculo de la esperanza, varianza, covarianza y correlacién es similar a los modelos

anteriores, con la unica diferencia de que ahora se extiende a un factor p de retardo.

Bajo el supuesto de estacionariedad se asume que E[y:] = p, Vi, sustituyendo en

3.31 y tomando esperanzas se tiene
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Ely) = 1 Elys—1] + $aB[ha] + ... + S Flys—p) + Elei]
p=diptdopt ...+ dpp+ Bl

E[gi]:#_qslﬂ_qszﬂ—...—qﬁpﬂ
Elg)=(1—¢1—d2—...—d)p (3.35)
_ Elg]
a 1—¢1—da—...— P,
pw=70

Laigualdad anterior demuestra que la esperanza es cero para un proceso estacionario.

Para el calculo de la varianza, autocovarianza y autocorrelacién para un periodo r

entre las observaciones u;, ¥, consideramos la siguiente notacién

Yili—r = P1Yt—1Yt—r T P2Yt—2Ut—r + .. . + PpYt—pYt—r + EtYi—r (3.36)

Aplicando esperanzas y covarianzas se resulta

Elysyi—,| = Elprvs—1t—.| + Eldosth—ots— | + ... + Eldpus—pth—.] + Elews—|
=& By + Gyt +... + ¢pE[yi—pyi—r] + Eleys—.|
= 1Yot + P2Yo2 oo+ P Yoep + ElEyi—,

—= 77

(3.37)

La covarianza de orden cero r = 0 converge a la varianza, ademas E[g;y:—0] = 02 por

lo tanto

Elysti—o] = d1y1 + d2¥e + ... + dpyp + 02 (3.38)
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E[?Jtyt—o] =%
= ¢1Y—1 T P2Yo—2 + ...+ PpYop + Ele—o (3.39)
:¢171+¢272+---+¢p7p+02

Denota el calculo de la varianza para un modelo autorregresivo de orden p.

De manera anéloga la covarianza para un periodo r > 0 y recordando que Elg;y:—,| = 0

se obtiene

e NIE R R T AL SR L (3.40)

Dividiendo por 7o a la ecuacién 3.40, obtenemos la ecuacién de diferencias de orden

“p” relativa a las autocorrelaciones

l e ¢177_1 +¢277_2 _'_..._’_(ZSP/YT_P
Yo Yo o o (3.41)

p'r &= ¢’1Pr—1 =l ¢2,0'r—2 e 55 olRi qspp'r—p

Asignando condiciones iniciales ala sucesién pg, p1, pa, - - ., Pp—1 ¥ Darticularizando para

r=1,2,...,p se obtiene el sistema de ecuaciones de Yule-Walker

pr= &1+ dep1+ ..+ dppp1

,02: ¢1p1+¢2+---+¢ppp—2 (342)

Pp= @1Pp—1+dppot ...+

Resolviendo el anterior sistema obtenemos los pardmetros ¢; del modelo AR(p), se

debe considerar la simetria p_, = p,
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— - — __1 — -

¢4 L pr oo Ppt 1
o I I L (3.43)
P Pt Po—2 - 1| pp]

3.4. Modelos de medias moviles MA

El modelo de medias méviles es aquel que explica el valor de una determinada varia-
ble en un periodo “¢” en funcién de un término independiente y una sucesién de errores

correspondientes a periodos precedentes

q
Yyr =&+ Z it (3.44)
=1

Estos modelos normalmente se denotan “M A(q)”, el factor de retardo que corresponde
a ¢ términos de error, se asume normalmente que son variables iid (variables aleatorias
independientes idénticamente-distribuidas) muestreadas de una distribucién normal con

media cero y varianza constante o2 g ~ N(0, 0?)

3.4.1. Modelo MA(1)

El modelo de medias méviles con factor de retardo unitario viene definido por

Y =& — 01844

=(1—6,L)s (3.45)

Para el célculo de la varianza, covarianza, correlacién multiplicamos por y:—, a la

ecuacién 3.45 y aplicando esperanzas resulta
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Plyws—.] = El(es — 0184-1)(g4—r — 0164 1)]

[(Es84—r — O1€484—n1 — 0184184, + 016410184, —4]

[(es84—r] — 01 Eles84—ri] — 61 F[gs 184, + G?E[gt—lgt—r—l]

Para un periodo » = 0 y teniendo en cuenta que F(g,2y) = 0 para t # ¢/

Elya] = E[?Jf]
= E(ef] = 6:E[eses-1] — 61 Bles—1e4] + 67 Bel,]
= g =310 =00 + fc’
= oz + 610,

= (1+6%)o?2

Finalmente la varianza para el modelo M A(1) es

Yo = (1+ 67)0?

Asignando r» = 1 en la ecuacién 3.46 se obtiene

E[ytyt—l] = E[(gtgt—'r] - 91E[5t5t—7—1] =~ 91E[5t—15t—7] + 9fE [gt—lgt—r—l]
= E[(gtgt—l] - ‘91E[5t5t—2] . ‘91E[5t—15t—1] + ‘9%E[5t—15t—2]
=0-—6,0-— 0102 +6f0

_ 2
= —‘910'5

61

(3.46)

(3.47)

(3.48)

(3.49)

La expresién anterior representa la covarianza, que dista entre dos observaciones en

una unidad v; = Cov(yw;_1) = —6;0Z.

S1 7 es mayor al factor de retardo q “r > ¢” no existe relacién entre los términos del
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error “s;” correspondientes al mismo periodo, es decir no se origina un término E[s;sy]
donde ¢t = ¢/,

A efecto de demostracién se asigna r = 2 por tanto se obtiene

Elywi—,| = El(sgs—.] — 01 E[g164rq] — 01 B[gs 164, + G?E[gt—lgt—r—l]
= El(s181 2] — 01F[e165] — 01E (g4 15 o] + ‘9%E[5t—15t—3]
=0— 6,0 — 6,0+ 670
=0

(3.50)

Anélogamente se puede inferir que para r > ¢ todos los valores correspondientes a las

autocovarianzas -, convergen a cero es decir “y, = 07,

El proceso del célculo de los coeficientes de autocorrelacién, simplemente se reduce a

obtener “p;” debido al factor de retardo ¢ = 1, entonces

COU(?Jm?Jt—O

” VVar(y)\/Var(y_1)
= Cov(ys, ¥s—1)
V(1 +67)02/(1 + 67)0?
_ Covly vy (3.51)
V(1 +67)%08
—8y0°2
(1+6%)02
o 4
(1+6%)

P1

Finalmente la autocorrelacién de orden uno en términos de 8; se escribe

pP1 = m (3.52)
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Se a demostrado que v, = 0 Vr > ¢ y como p, = % entonces para todo r > ¢ se

cumple p, = 0.

Se denomina condicién de invertibilidad al término | §; |< 1 que permite el paso de
un MA(q) a un AR(00), s la ecuacién y, = &, — 618, 1 se expresa y; + 6181 = £ y se

efectian N sustituciones sucesivas resulta

€ =Y + 01844

=y + 01 (Ys—1 + 0154 2) (3.59)

=Y+ Ot + o+ ..+ 0y + ‘9{V+15t—(N+1)

Si| 8, |< 1 amedida que N tiende a crecer, el término vagt_N +9{V+1yt_(N+1) convergen

a cero, en consecuencia sl se cumple siempre esta condicién podra expresarse asi el modelo.

& =Y T 01 + Ot (3.54)

Un modelo M A(1) es siempre estacionario con independencia de valor que tenga el
parametro 81, y su condicién de invertibilidad es equivalente en sentido formal a la condi-

cién de estacionariedad | ¢1 |< 1 de un modelo AR(1).

3.4.2. Modelo MA(2)

El modelo de media mévil de orden dos, denotado M A(2) viene definido por

Y = & — 01801 — bhero (3.55)
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Aplicando la propiedad de retardo en p periodos ¥;—, = LPy; resulta

Yo =4 — 01641 — 082
=g, — 010y — 0,L%s, (3.56)
= (1—6,L — 8:L%s,

En términos del operador polinomial de retardos denotado (L) = 1 — 8,L — §,L? el
modelo M A(2) se expresa

v =6(L)e: (3.57)

Evaluando la esperanza a la ecuacién 3.57 obtenemos Efy;] = 8(L)E[s,], por lo que se

concluye que Ely| =0 Vit

Para el célculo de las autocovarianzas, autocorrelaciones de orden r, multiplicamos por

yi—, al modelo M A(2) y aplicando esperanzas resulta

Blyy—,] = El(ss — 0181 — 284 ) (& r — 0181 — 025, 3)] (3.58)
= Elgigi_.] — 01 Bleses—r1] — 62E[g164—._1)]
_elE[gt—lgt—r]+‘9-2E[5t—15t—r—1]+‘91‘92E[5t 1E4—r—2)]
—0:E[gy 28] + 6201 Eley 08, 1]+9 Elei— 282

(3.59)

Evaluando para r = 0 en la ecuacién 3.59 y aplicando la propiedad Elsiey| =0t # ¢/

se obtiene

o = (1467 +62)0” (3.60)
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Yo = E[?Jtyt—o]
= Bl + 6%E|s? ||+ 62Es?
5] iPler ] SEei o] (3.61)

_ 2 2 2 2 2
= 0¢ + ‘9105 + ‘9205

= (1+ 6% + 63072

De forma andloga para r = 1 obtenemos

Y1 = E[ytyt—i]
= —0:Elgs_1641] + 6201 Elgso51 5 (3.62)

= —‘910'5_ + 92‘910’5

e (—01 -+ ‘91‘92)0’2

Finalmente para r = 2

Y2 = By
= —0:F[ey 28 o] (3.63)

= 2
= ‘920’5

»

Para valores mayores a dos 7 > 2 no existe relacién entre los términos de error “c;” es

decir Elgsgy] = 0 siempre serd cero al no existir ¢ = ¢'.

Los términos correspondientes a los coeficientes de autocorrelacién se obtienen a partir

de la expresién p; = % para un periodo unitario

(—6; + 6,6,)

_ T T 02) 3.64
L0+ 6+ ) (3.64)
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Y1
PL = %

_ Cov(ys, Yi—1)

V' Var(ys)\/Var(yi—1)
B (=0, + 6,05)0?
V(62 + 6202/ (1 + 62 + 63) 07
(6 + 8002 (3.65)
VL + 8+ )t
(=8 +8:85)07
(1462 +62)02
(=8, + 646,
1+ 62+ 62)

Debido a que la varianza siempre es constante para todo tiempo ¢

_ 2
R
—020'2
(bepos wad) ot (3.66)
1+ 67 +63)
D =G gl () (3.67)

Los periodos de tiempo entre las observaciones originados por r deben ser menores o
1guales al factor de retardo ¢, » < ¢ de tal forma que se pueda deducir todas las expresiones
anteriores. Para que el proceso sea invertible se requiere que las raices “L” del polinomio

caracteristico §(L) = 1 — 6, L — §,L? estén fuera del circulo de la unidad.

3.4.3. Modelo MA(q)

El modelo de medias méviles de orden “¢”, denotado M A(q) se define de la siguiente
forma
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Y = & — Glgt_l — ‘92&_2 — ... qut—q (368)

Los coeficientes 84, 8,,. .., 8, van precedidos por el signo negativo solamente por con-
veniencia de notacién, generalmente contienen signos positivos. Aplicando la propiedad

deretardo y;—, = LPy; ala ecuacién 3.68 se tiene

Y= — 018 1 — & o— ... — 0,5,
= L g engt oy ‘92L25t =X Gqugt (369)
= (]. = 01L - 92[/2 R Gqu)at
= Q(L)gt

De la expresién 3.69, en notacién compacta el modelo M A(q) se puede escribir
y; = 6(L)<;, para que el modelo sea invertible se requiere que las raices de la ecuacién
polinomial 1 —6; L — 6,12 —...— 8,L? = 0 caigan fuera del circulo de la unidad, aplicando

la media aritmética y teniendo en cuenta que Elg;] = 0 se deduce

Ely] = E[0(L)<]
— 0(L)E[)] (3.70)
=0

Se concluye que el valor de la media es cero cualesquiera que sea el valor de 8;.
La obtencién de las autocovarianzas y autocorrelaciones para intervalos de tiempo r

entre las observaciones y;, ¥;—,, se calculan al multiplicar y;_, al modelo M A(¢) y aplican-

do esperanzas resulta
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E[ytyt—'r] = E[(&‘t — ‘9L5t—1 — ... qut—q) (gt—r — Glgt_,_l — ... ‘9qgt—'r—q)] (371)

Asignando » = 0 en la anterior ecuacién y observando el comportamiento del estimador

o del modelo M A(2) selogra generalizar dicha propiedad aun modelo M A(q), por lo tanto

Yo=(1+6]+65+...+6%)02 (3.72)

Generalizando las autocovarianzas ~, para valores » =1,2,... ¢ resulta

—8, + 6,0, o+ 0,_0)0% r=12 ..,
~, = {( < ! +1+ + q Q)O_E r q (373)

0 st r>gq

Se observa un corte brusco en ¢ debido a que después de ese retardo su valor es cero,

el mismo fenémeno presenta los coeficientes de autocorrelacién que vendran dados por

. _97+9107+1+---+9q—70q
Pr = 14 67 + 82wl £ 02

=1,2,....q (3.74)

0 ST 2 (3.75)

3.5. Modelos mixtos autorregresivos-medias maéviles

ARMA

Los modelos mixtos autorregresivos-medias méviles resultan de 1a unién de los modelos
AR(p) y M A(q), vienen definidos de la siguiente forma
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Yt — qﬁlyt_l — ... — qﬁpyt_p =& — Glgt_l — ... — qut—q (376)

Expresando en términos de los operadores polinomiales de retardos el modelo queda

expresado en forma compacta del siguiente modo

Y — ¢1yt—1 — ... (Zspyt_p =& — ‘915t—1 — ... — qut_q
Y — QSlLyt —ilE = ¢pryt =& 91L€t .. equ&‘t (3.77)
(1 — (;51L y % g quLp)yt — (1 == 91L — T Gqu)gt

$(L)ys = 6(L)e

Para que el modelo sea estacionario se requiere que las raices “L” de la ecuacién poli-
nomial 1 — ¢1L — ... — ¢,LP = 0 estén fuera del circulo de la unidad.

3.5.1. Modelo ARMA(1,1)

Un modelo autorregresivo-media mévil viene dado por la expresién

Yt = P11 + & — 0184 (3.78)

Para el célculo de las autocovarianzas y autocorrelaciones multiplicamos a la ecuacién

3.78 por y;—, y aplicamos esperanzas

Flywi—.| = Eldp1vi—1yi— + E41—r — 0184 101—,)

= 1 Fyi—1yi—| + Elesys—,] — O1E|St— 19—, (2.79)

:77
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Evaluando para r = 0 obtenemos la siguiente expresién

Yo = $1E[yi—1y] + Elesys] — 01 Eles—194]

(3.80)
Evaluamos a que expresiones convergen E[,u:] v Elei_ 194
Eleyy] = Eley(d1y—1 +& — 01511
= ¢;E[5tyt—1] + Eleigy] — 01 Eleisi4] (3.81)
E[St—lyt = E[£t—1(¢1yt—1 S e 91&—1)]
= ¢1B[ei_1y—1] + Elei—16:] — 01F[g1—1611
= ¢102 + 0 — 6102 (3.82)

= (¢1 — b1)0?

Reemplazando los valores hallados en 3.82 y 3.81 en la ecuacién 3.80 finalmente

obtenemos

Yo = 1 Eys—13:| + Elewys]) — 61 E 4194
= 1 Cov(ys—1,m) + 02 — 01(¢y — 61)0? (3.83)
= ¢y + 02 — 01(¢1 — 91)02

Asignando r» = 1 en la ecuacién 3.79 resulta
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vy = $1 Elyi1us—1) + Pleyi1] — 01 Eles— 1941
= o1 Eys—1¥s—1) + Eles—1] — 01 E g1 1941 (3.84)
= ¢1E[yt_1yt_1] - ‘9102

De la anterior expresién 3.84 el término Ely; 1y; 1] es equivalente a FE[y,y;] cuyo valor

ya fue calculado y converge a vy, es dedr vy = Ely;_1v;_1] por lo tanto se deduce

Y = 1Yo — 0107 (3.85)

Para r = 2 en la ecuacién 3.79 se obtiene

Y = Elyys.]
= 1 By 1y, + Elee—.| — 01 Bles 191
= ¢1 By 1] + Ele: 3] — 01 Eles 1y (3.86)
= ¢y +0—6,0
= 1

Generalizando para periodos de tiempo mayores a uno r > 1 las autocovarianzas se

expresan en términos recursivos es decir

71 == ¢17’r—1 (387)

Sustituyendo el valor de 1 en v se obtiene finalmente la autocovarianza de orden cero

que se escribe
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Yo = 171 + 02— 81(¢ps — b1)o
= $1(p1y0 — 0102) + 07 — 0:1(¢1 — 61)0?
= $iv — 10102 + 07 — b1¢107 + 610
(1 —2¢16; + 9%) 2
1-¢7) °°

(3.88)

La ecuacién anterior 3.88 escrito en términos no recursivos lo sustituimos en y; y

realizando operaciones se resulta

Y= 625170 = ‘9102
(1 — 2416, +67) ,

- ¢1< (1 i QS%) 05) T ‘9102
_ P — 2070, + 4167 — 01 + ¢%9102
(1—¢7) )
=B 02— (3.89)
(1= 47) v
o (1 —01) — $101(¢s — 91)02
(1—¢7) y
A (pr —81)(1 — ¢191)02
(1—¢) :

Dividiendo 7; por 7, obtenemos la el coeficiente de autocorrelacién p;

SR
Yo
($1—61)(1—¢161) 2
sl
(1—47) &
(1—2418146F) o (3-90)
— O
(1—47) £
(1 — 01)(1 — $161)
(1 —2¢16, + 63)

P1

De manera analoga para intervalos de tiempo mayores a uno r > 1 se deduce
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_r
Yo
_ ¢1%—1

’;O_l (3.91)
- ¢51 i
Yo

= ¢51,07—1

Pr

Los coeficientes de autocorrelacién de los modelos ARM A(1,1) decrecen siempre en

valor absoluto, tomando como condicién mical p;.

3.5.2. Modelo ARMA (p,q)

El modelo ARM A expresado en términos autorregresivos y medias mdéviles, con fac-

tores de retardo p, ¢ viene definido

Yt — qﬁlyt_l o qﬁpyt_p =wEili— ‘91&_1 - qut—q (392)

Para hallar todas las autocovarianzas y autocorrelaciones para diferentes periodos r

entre las observaciones y:, ¥:—, se multiplica por ¥;—, a la ecuacién anterior 3.92

YUlior — QLY Yir — - — PpYip¥ior = EWi—r — 0180 1Y — ... — Op&gus—,  (3.93)

Aplicando esperanzas a ecuacién 3.93 y recordando que el ruido blanco “s;” no incide

en observaciones “yu” para t < t’ en otros términos Elsyy| =0 ¢ > ¢/ por lo tanto

Eleyys—.| — 61 Blei iy, — ... — qu[gi—qyt—'r] =0 (3.94)
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Resolviendo

0=FElyy—| — o1 By — ... — S Et—pvi—]
=% = $1Y—t — -~ PpVYrp

(3.95)

Se observa que las autocovarianzas se obtienen en términos recursivos para valores r > ¢

=Yg . el >
7. 3 A Do Vel h q (3.96)

De forma analoga obtenemos las autocorrelaciones a partir de la anterior ecuacién 3.96

—
Pr o
1. qslﬁ)/'r—l T qspﬁ)/'r—p
Yo (3.97)
D\ Rl o R, S
Y0 Yo
=3 ¢1Pr—1 A qspp'r—p
Finalmente resulta
p'r — (151,07—1 Nl N qspp‘r—p r > q (398)

La ecuacién de diferencias obtenida permite generar los coeficientes de autocorrelacién

>

para r > ¢, en la determinacién de los “¢” primeros valores “p,” interviene la parte de

medias méviles del modelo.
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3.6. Modelo ARIMA

Una buena parte de las series econémicas se deben considerar generadas por procesos

no estacionarios, desde esta perspectiva se considera al modelo AR(1) cuyo coeficiente

$1=1

Y = Ypo1 T & (3.99)

A este modelo se le denomina “paseo aleatorio o random walk 7, cuando el paseo se

inicia en un pasado remoto N, realizando sustituciones sucesivas se puede expresar asi

Y = Y11 T &4
=Y ot E 1 TE&

=Yz tE 2 TE1F8 (3.100)

N—1
=Y-N+ Z Sk
T

A medida que N tiende a infinito la observacién “y,—n” pierde relevancia, por lo tanto

resulta

Y = th—j (3.101)
j=0

La varianza del proceso es infinita en consecuencia el modelo es no estacionario,
suponiendo que el proceso se inicia en —/N la varianza para el periodo “¢” viene dada

por la siguiente expresién
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Yo =0 ,+0.  +...+0 (3.102)

Et—1 E&—N

Al tomar la varianza valores distintos para cada tiempo ¢ tampoco es estacionario, una
gran mayoria de los eventos econdémicos, demograficos, meteorolégicos son de naturaleza
no estacionaria, pero pueden ser transformados a modelos estacionarios de la siguiente

forma

La expresién anterior resulta de aplicar diferencias de primer orden al modelo original,

ahora consideremos el caso inverso es decir como obtener ¥; a partir de w; entonces

= W + Yp_
Ys St (3.104)

Realizando sustituciones sucesivas en términos de w; en la ecuacién 3.104 obtenemos

Yt = Wy + Yi—1
= Wy +Wi—1 + Y2
= W T Wi—1 T W2 T Y13 (3.105)

=Wy + W1 T W T W3 + W3+ ...

Por lo tanto el proceso u; se obtiene sumando o integrando el proceso wy, por esta

razén se dice que el “paseo aleatorio” pertenece a la clase de modelos integrados.
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Los modelos integrados son aquellos que se pueden obtener mediante suma o inte-
gracién de un proceso estacionario, a estos modelos se los denomina también modelos
no estacionarios homogéneos estudiados por Tintner (1940), Tintner y Rao (1963), Yan-
glom(1955), recientemente por Box y Jenkins (1976) quienes contribuyeron a su divul-

gacién.

A un proceso integrado y; se le denomina proceso ARIM A(p, d, q) si tomando primeras

diferencias d — veces se obtienen un proceso estacionario w; del tipo ARM A(p, q).

Lavocal I de ARIM A significa integrado, con los criterios mencionados anteriormente

se tiene lo siguiente

Wy = Ayt

b (3.106)
= (1—- L)%
Realizando un ejemplo para un caso particular de integracién d = 2 se tiene
(1 - L)y = (1 - 2L+ L%y,
=y — 2Ly + L*
oW (3.107)
=Y — 2%-1 + U2
= [y —-1] = fpt — w2
Aplicando esta escala de integracién
(1—¢L—¢l? — ... — ¢, LP)w, = (1 — 6L — 6,L% — ... —9,L)s, (3.108)

Sustituyendo w; en la ecuacién 3.108 resulta
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(1— L —¢ol®—. . — ¢, LP) 1 — D)y = (1 —6,L —6,L% — ... —6,L%s  (3.100)

En términos de los operadores polinomiales de retardo

¢(L)(1— L)%y, = 6(L)s, (3.110)

Los modelos ARIMA constituyen una clase particular de procesos no estacionarios, sin
embargo en muchos casos son suficientes para representar el comportamiento de las series

no estacionarias

3.6.1. Identificacidn del modelo ARIMA

La fase de identificacién del modelo ARIM A(p, d, q) corresponde a determinar numéri-

camente los pardmetros ¢1,...,ép , 01,...,08,, d )\, u, 02 de un proceso estocastico expre-
sado en términos de la ecuacion 3.111, para hallar un proceso wy, ws, ..., w, estacionario
$p(L)(1 = L) (g — p) = 0,(L)=, (3.111)

La fase de 1dentificacién comprende

m Se procede a efectuar un anélisis de estacionariedad a la serie, en el caso de que se
trate de una serie no estacionaria se aplica el proceso de integracién al objeto de
convertirla en estacionaria, es decir dado w, = (1 — L)%; se eligen valores d, A de

forma que sea estacionaria

» Hallar los factores de retardo p, ¢ de la parte autorregresiva AR(p) y medias méviles
M A(q) del proceso ARMA que se considere hay podido generar la serie estacionaria

Wy
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n Realizar prondsticos en términos probabilisticos de valores futuros de la variable,
en el caso de existir analogias entre los valores pronosticados y los que se observen

realmente se deber4 cuestionar la validez del modelo 1dentificado

3.6.2. Instrumentos estadisticos de identificacién

Los mstrumentos basicos de 1dentificacién de los modelos estacionarios son la funcién
de autocorrelacién FAC y la funcién de autocorrelacién parcial FAC'P que son instru-

mentos desarrollado para la identificacién de modelos ARM A.
Funcion de autocorrelacion FAC

Dado una serie estacionaria wy, ¢,(L)w, = 8(L), de tamano N se evalua el coeficiente

de autocorrelacién muestral de orden r mediante el siguiente estimador

S~ B, — )

ztjil(wi —w)?

A medida que crece el orden de el retardo r disminuye el nimero de sumandos, asi para

pr (3.112)

rn_1 solamente se dispondra de un solo sumando en el numerador y para ry yano se podria
calcular, surge el inconveniente de perder eficiencia en la estimacién por ello se recomienda
calcular coeficientes de autocorrelacién p, para valores de r superiores a un tercio o un

cuarto del tamano de la muestra.

Funcion de autocorrelacion parcial FACP

En un modelo AR(p) la funcién de autocorrelacién F AC empieza a decrecer a partir de
un determinado retardo pero nunca se hace cero, por esta razén es dificil discriminar a la
vista del correlograma el orden de un proceso autorregresivo, la funcion de autocorrelacién

parcial ' AC'P permitira identificar el orden del modelo autorregresivo.

Recordemos que los coeficientes ¢; de un modelo AR(p) se pueden calcular a través de

las ecuaciones de Yule — Walker en funadn de los coeficientes de autocorrelacion
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— - — __1 — -
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Resolviendo el sistema para AR(1), AR(2),..., AR(p), se obtendran los siguientes coe-

ficientes
AR(1)  ¢u
AR(2) $a1 Doz
(3.114)
AR(p) ¢p1 ¢p2 S Y ¢pp
La notacién ¢;; es relativa a 1dentificar el orden del modelo 1 =1,2,... ,py j el coefi-
clente del término ¢;y;_; en un modelo de orden :.
Tomando el ultimo coeficiente de cada uno de los procesos AR(1), AR(2), ..., AR(p),
se obtiene la funcién de autocorrelacién parcial FFAC' P
P11, P22, Pz - - - - Prp (3.115)

Identificacion de un modelo ARMA(p,q)

Para la identificacién del modelo generador ARM A(p, ¢) los instrumentos bésicos son
FAC, FACP. El proceso de identificacién consiste en comparar el comportamiento de
estos estadisticos con funciones de autocorrelacién y autocorrelacién parcial correspon-
dientes a distintos modelos teéricos con los que puedan guardar similitud, teniendo en

cuenta que nunca cabe esperar un similitud perfecta debido a errores de muestreo
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Modelos AR(p)

En un modelo AR(p) los coeficientes de autocorrelacién presentan un decrecimiento
rapido que pueden ser geométrico puro, geométrico con alternancia de signos, sinusoidal,

dependeréa del signo y las caracteristicas de las raices del proceso generador.

En la figura 3.1 se presenta la funcién de autocorrelacién tedrica FFAC y la funcién de

autocorrelacién parcial F AC' P para distintos procesos AR(1) y AR(2)

Figura 3.1: FAC y FACP en los modelos AR(1) y AR(2)
Fuente: Ezequiel U. Peird A.

Un modelo AR(2) ser4 estacionario si los coeficientes @1, ¢o corresponder al lugar geo-

métrico acotado por las ecuaciones 3.116 que forman un triangulo

$2 =1—¢s
ey S (3.116)
p2 =-—1

La regién que aparece debajo del arco de la pardbola corresponde a modelos cuya

ecuacién en diferencias tiene raices imaginarias, un modelo AR(1) es un caso particular
de un AR(2) cuando ¢, = 0.



CAPITULO 3. SERIES TEMPORALES §2

Modelos MA(q)

En un modelo M A(q) la F AC toma el valor de cero para retardos superiores a ¢, la
funcién de autocorrelacién parcial FAC'P decrece en forma rapida, sin llegar a anularse

nunca es un comportamiento reciproco al modelo AR(p).

En la figura 3.2 se observa las funciones FAC, FAC P de seis estructuras de modelos
M A(1), M A(2) cuyos coeficientes 8, 8, corresponden a la regién de invertibilidad acotados

por las rectas

1 EACT 1 :

1 1 S 10 15
FACT o 1 FaCcPT |
[ 0 -1 |
0 |

-1 -1
FACFT -1 5 1015 |
1

0 |
1 5 |
|
|
|
|
|

Figura 3.2: FAC y FACP en los modelos MA (1) y MA(2)
Fuente: Ezequiel U. Peiré A.

‘92 o ]_ — ‘91
‘92 == —]_

La regién que aparece debajo de la parabola corresponde a modelos con raices imagi-

narias.

Modelos ARMA (p,q)

En un modela ARMA(p,q) los coeficientes py, ..., p, asociados a FAC, y p1,...,pp

asoclados a FACP no tienen un patrén fijo de comportamiento y decrecen segin una
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MODELO | FAC FACP
AR(p) Decrecimiento rédpido de tipo | Se anula para retardos superi-
geométrico puro y geométri- | ores ap
co con alternancia de signos,
ginusoidal o mezcla de varios
tipos
MA(q) Se anula para retardos superi- | decrecimiento rapido de tipo
ores a q exponencial y/o sinusocidal.
ARMA(p,q) | Los primeros valores iniciales | Los primeros valores iniciales
no tienen patrén fijo ¥y van | no tienen patrdn fijo y van
seguidos de 1ma mezcla de os- | seguidos de una mezcla de os-
cilaciones sinusoidales y /o ex- | cilaciones sinuscidales y/o ex-
ponenciales amortiguadas ponenciales amortiguadas
Cuadro 3.1: FAC y FACP en los modelos AR(p),MA(q),ARMA(p,q)

Fuente: Ezequiel U. Peiro A

mezcla de oscilaciones sinusoidales y exponenciales.

En la figura 3.3 se representan las funciones # AC'y F#AC'P de seis modelos ARM A(1,1)

estacionarios e invertibles, la regién conjunta de estacionariedad e invertibilidad esta defini-

da por todas las combmaciones situadas en el interior del cuadrado.

e | 1
\ EACT \ FACET
1
FACT FACPT Ol T Qo |] = |°|15
- A TT A [TTT
1 | | | = | 5 10 35
L R raceT
-1 5 1015 1 5 1015 EACT
1I [ ;l D,
_2 5 10145 -1 5 W0 IS 1
-1 G
2l | 2
T FACPT
f:' I 1 [] *(:II S5 10 1S Fac
5 1S5 FACPT a
5 1015
FACT c,|||I|Io||llll
FACPT _1| 5 1015 I
FACT
-1 hl
a ; [}
-1 -4
5 1015 S 1D 15

Figura 3.3: FAC y FACP en los modelos ARMA(1,1)

Fuente: Ezequiel U, Peiro A.

FEl cuadro 3.1 contiene un resumen del comportamiento de las funciones #AC, FACP
para los modelos AR(p), MA(q) v ARMA(p,qg).



Capitulo 4

Construccion de la Red Neuronal

4.1. Introducciéon

En las secciones correspondientes a este capitulo se elabora la teoria necesaria que
permitira aplicar la red neuronal a un proceso estocéstico, andlogamente se obtendran los
modelos estadisticos ARIM A(p, d, q) que serdn un estimador en el proceso de contraste
de resultados respecto de los datos reales y los modelos basados en redes neuronales arti-

ficiales.

Se plantean posibles arquitecturas de red neuronal y el criterio de asociacién de la in-
formacién en la bisqueda de la topologia adecuada que permita realizar un ajuste optimo

a la serie estudiada.

4.2. Muestra aleatoria

Sea una muestra aleatoria de tamano n correspondiente a un proceso estocéastico es
decir una sucesién de variables temporales correspondientes a eventos: Climatologicos,

econdémicos, financieros, etc.

Y1,Y92, oo y Yn (41)

84
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El comportamiento natural de la observaciones dado un valor origen ¥;, es un fenémeno
que puede relacionarse a una dependencia de valores precedentes, esto es la observacién y;
depende en clerto grado de la observacién y; ; considerando un factor meramente aleatorio

ello implica que puede existir otros factores que incidan en la relacién.

A continuacién se describen los tipos de relaciones que pueden existir entre las variable

muestreadas.

= y; no tenga en absoluto alguna relacién con y; ;.
m y; tiene un grado de relacién superfluo con y;_;.
= 7; depende absolutamente de y; ;.

Los eventos de series temporales generalmente se comportan con cierto grado de de-
pendencia absoluta, debido a que siempre existiran factores aleatorios que incidiran en el

comportamiento de dichos eventos.

Las observaciones ¥1,...,Un—1 €jercen un grado de impacto en la observacién v, de-
bido a que los sucesos anteriores ejercen mfluencia en los eventos presentes y futuros,
es necesario considerar que a medida que n tiende a crecer indefinidamente las observa-
ciones iniciales ¥y, . .., 9, plerden relevancia al no ejercer alguna influencia significativa en

la observacién reciente debido a ello estas observaciones generalmente no son consideradas.

Mediante procesos de prueba y error se concluyo que una sucesién de tres observaciones
X = (#1,21,...,2,) es un criterio adecuado para asignar al conjunto de entrenamiento,
vectores de dimensién R?; Toda la teoria relativa a estas afirmaciones se expone en los dos

sigulentes acapites.

4.3. Conjunto de entrenamiento

Las redes neuronales artificiales responden a criterios autoasociativos en los cuales solo
se necesitan datos de entrada y los criterios heteroasoctativos donde la informacién de

entrada necesariamente esta asociado a un valor de salida.
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La heteroasociatividad serd la propiedad que se utilizard en la obtencién del modelo

generador de las observaciones temporales basado en redes neuronales artificiales.

A continuacién se deducen los criterios bajo los cuales los datos correspondientes a un
proceso estocastico son trasformados en un conjunto de entrenamiento de la red neuronal

artificial.

Sea la muestra aleatoria ¥1,¥s, ..., %,, la distancia entre los valores y;, ¥; 1 < J es
tard medido en términos de las observaciones ¥, ello implica que pueden existir k& —

observaciones entre los valores y;, u;.

En particular s1 £ = 0 en la sucesién temporal vy, 95,...... , Y, existe una dependencia
directa es decir y» depende de y;, ¥z depende de y; y sucesivamente y,, depende de y,,—1,

se puede observar esta dependencia en el siguiente cuadro 4.1

Observacién | Valor deseado
(yl) Ya
(yz) Ys
(98) Y4
(yn—l) yn

Cuadro 4.1: Asociacién de la informacién, dimensién 1
Fuente: Elaboracién propia

Naturalmente una dependencia de la observacién actual serd mejor cuanto mayor sea
el mimero de observaciones precedentes siendo asi, st k=1 se tiene una observacién inter-
media entre los valores y; , ¥; ¢ < J, bajo estos criterios la sucesién 4.1 se transforma en
la siguiente distribucién de observaciones y valores deseados como se puede apreciar esta

dependencia en el siguiente cuadro 4.2

La observacién yz; depende de las observaciones precedentes v, v 41, la observacién y,

depende de y3; vy y, sucesivamente y,, depende de 4, 1 V %,_2.

De forma anéloga s1 & = 2 existen dos observaciones intermedias entre los valores y;, y;
1 < 7, con estos criterios la sucesién 4.1 tiene la siguiente distribucién de observaciones y

valores deseados como se aprecia en el siguiente cuadro 4.3
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Fuente: Elaboracién propia

Observacién Valor deseado
(?Jl> Y2, Y 3) Y4
(?J% Yz, ?J4) Yx
(?J3> Y4, ?Js) Ys
(yn— 3 Yn—2, Yn—1 ) Yn
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Observacién | Valor deseado
(Y1, %) Y3
(Y2, ¥s) U
(ya, ?J4) Ys
(yn—2> yn—l) Yn

Cuadro 4.3: Asociacién informacién dimensién 3
Fuente: Elaboracién propia

La cantidad de observaciones entre los valores ¥;,%4; ¢ < j se halla en el mntervalo
0<k< (n — 2) siendo n la cantidad total de observaciones a ser estudiadas, generalizan-
do cuando k converge a (n — 2), la sucesién yy,¥s, ..., ¥, 1 se transforma en el vector de
entrenamiento para la red neuronal artificial asociado a un tnico valor de salida deseado

Un, esta distribucién se puede observar en el siguiente cuadro 4.4

Observacién Valor deseado
(Y1, 92,93, - -, Yn—1) U,

Cuadro 4.4: Asociacién informacién dimensién (n-1)
Fuente: Elaboracién propia

4.4. Dimension de los vectores de entrenamiento

En el limite superior “k = n — 2”7 se vio que la sucesién ¥y, ¥s, ..., ¥,_1 s el conjunto
de entrenamiento de la red neuronal, de acuerdo a este criterio existe un tnico vector de
entrada P = (y1,¥s, ..., Un_1) de dimensién (n — 1) que serd utilizado para entrenar la red

y hallar el conjunto de pesos adecuados, la desventaja surge al no poder contar con varios
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vectores P de entrenamiento debido a ello la red tendra que aprender con un tinico vector

de entrada como consecuencia la salida pueda no converger al valor deseado.

Para una arquitectura de red neuronal multicapa el vector P = (y1,%a,...,¥n_1) de

entrenamiento queda representado como se puede apreciar en la siguiente figura 4.1

¥2

¥ nt

Figura 4.1: Arquitectura RNA para la sucesién (n — 1)
Fuente: Elaboracién propia.

Cuando k = 0 el vector de entrenamiento P = (y;) esta formado por un unico com-
ponente que se asocla a un valor deseado y;;1 de acuerdo a esta heteroasociacién de la
informacién la arquitectura de red neuronal artificial serd la més elemental (bésica), sola-
mente se dispone de un uinico valor numérico en los reales como conjunto de entrenamiento

asociado a un unico valor de salida, se puede apreciar esta caracteristica en la siguiente
figura 4.2

Figura 4.2: Arquitectura RNA para la sucesién (1)
Fuente: Elaboracién propia.
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La ventaja consiste en que se puede disponer de (n — 1) vectores de entrenamiento que
pueden ser utilizados para perfeccionar los pesos y hallar los valores deseados, la dificultad
radica en que no se dispone de mucha informacién respecto al pasado el cual aportaria

significativamente al las observaciones presentes y futuras.

Paraun numero de observaciones intermedias k& = 2 la serie aleatoria temporal ¥1, ..., %,
: S : . D3
contiene los siguientes vectores de entrenamiento que corresponden al espacio R*® y valores

deseados d;, se aprecia en el cuadro 4.5

Vectores entrenamiento P | Valor deseado d;
(y1,¥2, ¥2) Ya
(Y2, Yz, Ya) Yy
(?Ja>y4>ys) Ys
(Y3, Yn—2> Yr1) Yn

Cuadro 4.5: Vectores entrenamiento y valores deseados dimensién R?
Fuente: Elaboracién propia

La arquitectura de la red multicapa correspondiente a estas caracteristicas en la aso-

ciacién de la informacién se observa en la figura 4.3

Figura 4.3: Arquitectura RNA para la sucesién (3)
Fuente: Elaboracién propia

Obsérvese que a medida que aumenta la dimensién (r — 1) de los vectores de entre-

namiento P = (y1,%,...,%—1), los valores deseados tienden a reducir y estaran formados

por la sucesién YrsYrt1HrYrt 2y - o5 Yne
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4.5. Diseno experimental

En el proceso de investigacién y su aplicabilidad en sentido practico, se requieren iden-
tificar claramente todos los elementos que permitirdn medir el grado de precisién en la

obtencién de resultados.

Se realizaran una serie de entrenamientos de la red neuronal artificial con diferentes
numeros de capas y neuronas, se trabajaran con las funciones de activacién logaritmo
sigmoidal y tangente sigmoidal en la busqueda de una arquitectura optima de red que

permita realizar el ajuste a la serie temporal estudiada.

4.5.1. Identificacién de variables de la hipé6tesis

Variables independientes

Numero de capas

Numero de neuronas por capa

Numero de iteraciones (epochs)

s Error minimo permitido (goal)

Factor de aprendizaje (Ir)

Variables dependientes

» Grado de ajuste del modelo obtenido respecto de la serie real

4.5.2. Instrumento de medida

El estimador que permitird reflejar el grado de aproximacién o ajuste del modelo
obtenido mediante redes neuronales, serd el error cuadratico medio, instrumento estadisti-
co que evalia la sumatoria de las distancias entre los valores reales y; y los obtenidos %;

hallando el promedio entre el numero de observaciones m.
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” . —_ A. 2
ECM = Z M (4.2)
m
i=1

4.5.3. Registro experimental

El proceso experimental requiere un adecuado seguimiento de las siguientes variables

relativas a las redes neuronales

s Numero de capas.

m Nimero de neuronas por capa.

= FError cuadrético medio ECM.

s Numero méximo de iteraciones (epochs).
s Error minimo a alcanzar (goal).

n Factor de aprendizaje (Ir).

Anélogamente en los modelos ARIMA se requiere identificar las siguientes variables

Estacionalidad de la serie temporal.

Funcién de autocorrelacién FAC.

Funcién de autocorrelacién parcial FACP.

Modelo ARIMA asociado.

» Criterios de informacién Akaike AIC y BIC.

En el proceso de pruebas se llevara un registro metédico correspondiente a las variables
mencionadas las cuales deberén proveer la informacién necesaria que permitiran tomar de-

cisiones respecto a los modelos estudiados.
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4.6. Prototipo

El software fue desarrollado en la plataforma Matlab 7.0 presenta una interfaz grafica

que permite apreciar el proceso de ajuste a la serie temporal estudiada.

En la figura 4.4 se puede apreciar el entorno grafico que presenta diferentes funciona-

lidades orientadas especificamente al trabajo con redes neuronales.

T
Zorm Togoral  Modelo Garerador  Aplicacitn ~
o TpeCambia Bolbax 20012006 (bolwanea) Pasdmotros ANA,
Sanie tamporsd Reraciones =
k| — Maodeln RNA — — £ {rpacne)
i e morminmo —
Mnd.(-:cp r-c.'lM--_ - e ow; Itu.m .!
TEL Y 4 | Aprenszsn
AT 09 fo= 3
' ¥ sk
| Pl e
g :”_:f \ I I Meurares I‘tmlu .i
65 \ 1
§ t, Parwrcra 2 umﬁ
LS 1 1 eoror cuntrienca oo
5 | .
G5k I 151 [
Aod reuoral
5F | { Q050048
454
l Craar RNA |
4 . M i i i Entremar |
] 10 20 30 40 =0 60
Toemp (mases)

Figura 4.4: Prototipo interfaz grafica
Fuente: Elaboracién propia.

4.6.1. Descripciéon del prototipo

Crear RNA

Permite inicializar una nueva red neuronal con pesos aleatorios correspondiente a una
arquitectura de tres capas, dos capas ocultas con un nimero de neuronas opcional y la
capa de salida con una tnica neurona que despliega toda la secuencia de la serie menos
tres observaciones iniciales (i1, %2, ¥3) que corresponden a un secuencia de asignacién para

los vectores de entrenarmiento.
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Entrenar

Con los parametros asignados inicia el proceso de entrenamiento hasta alcanzar la cota
minima de error o el maximo numero de iteraciones, el proceso de entrenamiento consiste
en la modificacién de los pesos de la red de forma que pueda clasificar correctamente los

patrones de entrada.
Pardametros

Permiten controlar el numero méximo de iteraciones (epochs) que se realizars en el
proceso de entrenamiento, el error minimo deseado(goal) que querramos que alcance la
red neuronal, el factor de aprendizaje(lr) que permite controlar la velocidad con que se
va modificando los pesos en la red, el mmtervalo de visualizacién del error alcanzado cada
cierto nimero de iteraciones (Show), los nimeros de neuronas en la primera y segunda

capa el valor cero implica que no contiene alguna neurona en la capa respectiva.

Error Cuadrdatico Medio

Permite visualizar los errores cuadraticos promedio en base al estimador € = w
de los modelos obtenidos por el proceso ARIMA y redes neuronales respecto de la serie real
estudiada, se aplica el estimador € a las salidas de la red y la serie real, de forma similar se
realiza con el proceso ARIMA para obtener los errores cuadraticos base de decisién para,

el modelo éptimo.

Serie Temporal

Provee la opcién de apertura a una nueva serie temporal para su estudio desde un
explorador de Windows, en el proceso se aplica el algoritmo de asociacién de la infor-

macién que consiste en la obtencién de los vectores de entrenamiento y valores deseados,

analogamente permite inicializar todo el proceso de entrenamiento.
Modelo Generador

Contiene opciones que permiten obtener el modelo generador de la serie temporal en
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estudio en base a los procesos ARIMA y Redes Neuronales Artificiales, se despliega la
grafica correspondiente a los modelos obtenidos y la serie real desplegando los errores

cuadraticos promedio.
Aplicacion

Provee opciones de prediccién a 12 observaciones futuras utilizando la informacién
almacenada en los pesos de la Red Neuronal, para el proceso ARIMA se despliega una
banda de confianza entre 41,96 * ¢, una otra aplicacién es relativa al reconocimiento de
ondas provenientes de electrocardiogramas para el caso de la fibrilacién ventricular que es

equivalente a un para cardiaco.

4.6.2. Algoritmos

El software desarrollado trabaja basicamente sobre tres algoritmos principales: Algo-
ritmo de asociacién de la informacién para el conjunto de entrenamiento, algoritmo de
estandarizacién de la informacién con medio cero y varianza uno, algoritmo de aprendiza-

je de la red neuronal.

Algoritmo para la asociacion de la informacion

a.- Muestra finita y¢,95,...... s Un

b.- Factor de asociacién & < n con k numero entero

c.- Obtener la secuencia de cada k-elementos

d.- Repetir el paso 3 hasta el tamano maximo de la serie

e.- Decomponer la secuencia obtenida en los vectores de entrenamiento y valores desea-
dos

Algoritmo para la estandarizacion de la informacion

a.- Conjuntos de entrenamiento y valores deseados
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b.-

C.-

d.-

Obtener la media estadistica ;s para cada conjunto de entrada
Obtener las varianzas ¢ y desviaciones estdndar o para los datos de entrada

Normalizar las observaciones segin y; ~ N(u,0), z = ¥=£

a

Algoritmo para el aprendizaje de la red neuronal

Algoritmo Backpropagation

a.-

Se define el nimero de capas y neuronas de la red asociados a un conjunto de pesos

(W) aleatorios

Se presenta a la red los vectores de entrenamiento X = (z1,21,...,2,) y valores

deseados d;

Evaluar la suma ponderada o producto escalar en la capa j — estma e t — esima
unidad sigmoidal 57 = Xi—1W?/

Aplicar las funciones de transferencia o activacién en toda capa y neurona fZ(SZ)
Las salidas ff de la capa j son los nuevos vectores de entrada para la capa j 4+ 1
Evaluar la sensibilidad del error cuadrético en la capa de salida 6* = (d— f)f(1 — f)
Actualizar los pesos en la ultima capa segin W* = W* +n*(d — f)f(1 — f)X*~!

Evaluar la sensibilidad del error cuadrético &7 = f7(1— fi) > 7" 52“102;“1 en las

capas ocultas

U)s9) X (=1 eg un

[t [t

Actualizar los pesos en las capas ocultas segin Wi(j ) = Wi(j )+ i

proceso de retropropagacion del error hacia la capa de salida

Las salidas 9; = f¥ de la tltima capa son comparadas con los valores deseados

hallando el termino de error £ = (d; — y;)

~ ~ = TN ()2
Repetir la secuencia c,d,e,f,gh,i,j hasta que el error ¢ = =4=t-2—~ sea < al deseado



Capitulo 5

Resultados Prueba Experimental

5.1. Datos para el entrenamiento

De una poblacién de 21 series temporales se seleccionaron 10 series aleatoriamente,
corresponden a observaciones entre los periodos enero de 2001 a septiembre de 2006, la
informacién fue obtenida del Instituto Nacional de FEstadistica INE y corresponden

a las serie temporales

s Indice de precios al consumidor [PC
= Tipo de cambio TC

» Exportaciones

= [mportaciones

s Deuda externa

» Emisién monetaria

s Medio circulante

» Liquidez total

n Tasa interés efectiva

s Unidad de fomento a la vivienda UFV

96
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Es importante denotar que se realizardn sesgos a los datos de prueba, es decir se crea
un conjunto de las series temporales estudiadas cada uno con 21 observaciones entre los
periodos 2005 a 2006, y un otro conjunto de series temporales con un promedio de 60

observaciones entre los periodos 2001 a 2006.

A cada conjunto se aplicarédn los modelos ARIMA y redes neuronales con el objetivo
de hallar el comportamiento de los modelos cuando el tamano de las muestra tiende a

crecer, estos procedimientos se realizan en la fase de pruebas.

5.2. Pruebas

La fase de pruebas se realiza sobre un registro 10 series temporales correspondiente a

distintos eventos expuestos en el acéapite de presentacién de datos.

El proceso de pruebas consiste en obtener el modelo generador de la serie temporal uti-

lizando la red neuronal, andlogamente se obtiene un otro modelo utilizando la metodologia

ARIMA.

Modelos en base a Redes Neuronales

Una previa fase de experimental se llego a la conclusién que la dimensién optima del
vector de entrenamiento es R® es decir X = (24, Ziy1,Ti42) cuyo valor deseado sers la

componente z;;4 en la sucesién de series temporales.

Otros resultados éptimos son los relacionados con la red neuronal relativos al nimero
maximo de iteraciones (epochs=3000), error minimo deseado (goal=0.001), factor de apren-
dizaje (Ir=0.25), adem4s con una arquitectura de entre dos y tres capas se obtiene buenos

resultados.

Bajo estos criterios se realizan una serie de entrenamientos variando el numero de
neuronas y capas para las 10 series temporales estudiadas, los cuales se observan en los

siguientes cuadros 5.1, 5.2, 5.3, 5.4, 55, 5.6, 57, 58 59, 510
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Capal |3 5 7 9 15 17
Capa2 |1 1 1 1 1 1
ECM 0.5762 0.6812 0.8505 0.4941 0.4674 0.3503
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 0.8432 0.4406 0.3053 0.3400 0.1487 0.1547

Cuadro 5.1: Indice de precios al consumidor IPC
Fuente: Elaboracién propia

Capal |3 5 7 9 15 17
Capa?2 |1 1 1! 1 1 1

ECM 4.633e-6 | 4.243e-6 | 3.303e-6 | 2.123e-6 | 3.252e-6 | 1.851e-6
Capal |7 9 9 %5 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1| 1 1 1

ECM 1.418e-6 | 1.588e-6 | 1.630e-6 | 1.489e-6 | 1.207e-6 | 3.422e-6

Cuadro 5.2: Tipo de cambio TC

Fuente: Elaboracién propia

Los cuadros proveen informacién respecto a la arquitectura éptima aplicada a cada
series temporal estudiada, utilizando como criterio de seleccién el error cuadréatico medio
se obtiene el cuadro 5.11 que muestra una arquitectura especifica a ser aplicada a cada

serie temporal.

A las series temporales en estudio se aplicé las curvas de ajuste de los modelos de redes
neuronales y ARIMA, los cuales se observan en las figuras 5.1, 5.2, 5.3, 5.4, 5.5, 5.6, 5.7,
58 5.9 510

Capal |3 5 7 9 15 17

Capa 2 |1 1 1 1 1 1

ECM 197.4954 | 193.8013 | 54.9144 | 96.9827 | 180.0259 | 316.8073
Capal |7 9 9 15 20 20

Capa 2 |3 5 7 10 10 15
Capa3d |1 1 1 1 1 1

ECM 115.6449 | 26.0333 | 76.7908 | 95.4071 | 128.2210 | 18.7657

Cuadro 5.3: Exportaciones
Fuente: Elaboracién propia
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Capal |3 5 7 9 15 17
Capa2 |1 1 1 1 1 1
ECM 150.2361 | 8.7870 1.2247 3.0159 0.6660 71.4353
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 8.7721 0.6646 0.6658 0.6649 0.6661 0.6640
Cuadro 5.4: Importaciones
Fuente: Elaboracién propia
Capal |3 5 i 9 15 17
Capa 2 |1 1 i 1f 1 1
ECM 8.0305e4 | 1.0781e4 | 5.5002e3 | 3.5027e3 | 1.2174e5 | 4.1721e3
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 l if it 1 1
ECM 2.7178e3 | 4.4270e3 | 2.7214e3 | 4.0786e4 | 8§.7449e4 | 5.0254e3
Cuadro 5.5: Deuda Externa
Fuente: Elaboracién propia
Capal |3 5 7 9 15 17
Capa 2 |1 1 1 1 1 1
ECM 5.8916e4 | 2.5931e4 | 2.0322e4 | 6.3598e3 | 2.8122e3 | 3.6276e3
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 1.0694e4 | 1.4160e4 | 3.3608e3 | 1.8187ed | 7.2708e3 | 1.0823e3
Cuadro 5,6: Emision monetaria
Fuente: Elaboracién propia
Capal |3 5 7 9 15 17
Capa 2 |1 1 1 1 1 1
ECM 7.0167e4 | 2.4567e4 | 6.3615e4 | 3.2950e5 | 1.3752e4 | §.8786e3
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 3.7619e4 | 4.6764e3 | 4.5514e3 | 8.6651e3 | 8.8265e3 | 4.2867e4

Cuadro 5.7: Medio circulante
Fuente: Elaboracién propia
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Capal |3 5 7 9 15 17
Capa 2 |1 1 1 1 1 1
ECM 1.2152e5 | 7.4204e4 | 5.2100e4 | 3.5982e5 | 2.9874e4 | 3.1537e4
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 3.4194e4 | 4.0363e4 | 5.9537e4 | 1.6520e4 | 2.2208e4 | 2.7551e4
Cuadro 5.8: Liquidez total
Fuente: Elaboracién propia
Capal |3 3 i 9 15 17
Capa 2 |1 1 1 || 1 1
ECM 1.216e-4 | 0.0154 4.127e-4 | 4.893e-4 | 0.0106 0.1335
Capal |7 9 9 15 20 20
Capa 2 |3 5 [ 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 0.0212 4.124e-4 | 0.0022 4.131e-4 | 4.123e-4 | 0.0024
Cuadro 5.9: tasa de interés efectiva en moneda extranjera
Fuente: Elaboracién propia
Capal |3 5 i 9 15 17
Capa 2 |1 1 il 1 1 1
ECM 5.605e-7 | 5.609e-7 | 5.560e-7 | 5.615e-7 | 5.616e-7 | 1.113e-6
Capal |7 9 9 15 20 20
Capa 2 |3 5 7 10 10 15
Capa 3 |1 1 1 1 1 1
ECM 5.614e-7 | 5.613e-7 | 5.612e-7 | 5.605e-7 | 5.600e-7 | 5.615&-7

Cuadro 5.10: Unidad de fomento a la vivienda UFV
Fuente: Elaboracién propia
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‘ Serie Temporal ‘ Arquitectura RNA ‘
Indice de precios IPC [20 10 1]
Tipo de cambio TC [20 10 1]
Exportaciones 95 1]
Importaciones [20 15 1]
Deuda externa [731]
Emisién monetaria [20 15 1]
Medio circulante 971
Liquidez total 15 10 1]
Tasa interés [95 1]
U.F. vivienda UFV [17 1]

Cuadro 5.11: Modelo ARIMA asociado a la serie temporal
Fuente: Elaboracién propia
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Figura 5.1: Indice de precios al consumidor IPC 2005 - 2006
Fuente: Elaboracién propia.

Modelos ARTMA
Observando el comportamiento de las series estudiadas respecto a la estacionariedad,
funciones de autocorrelacién FAC y FACP se obtienen los modelos generadores ARIMA

de las 10 series estudiadas, los cuales se observan en los siguientes cuadros 5.12, 5.13

5.3. Resultados

De el proceso experimental se denotan los siguientes resultados sobresalientes

» Los modelos de redes neuronales son 6ptimos cuando la longitud de la serie temporal
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Figura 5.2: Tipo de cambio T'C 2005 - 2006
Fuente: Elaboracién propia.
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Figura 5.3: Exportaciones 2005 - 2006
Fuente: Elaboracién propia.
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Figura 5.4: Importaciones 2005 - 2006
Fuente: Elaboracién propia.
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Figura 5.5: Deuda externa 2005 - 2006

Fuente: Elaboracién propia.
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Figura 5.6: Emisién monetaria 2005 - 2006
Fuente: Elaboracién propia.
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Figura 5.7: Medio circulante 2005 - 2006

Fuente: Elaboracién propia.
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Figura 5.10: Unidad de fomento a la vivienda UFV 2005 - 2006

Fuente: Elaboracién propia.
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‘ Serie Temporal

Modelo ARIMA ‘

Indice de precios IPC | y, = 1,003501y;_4 4+ £; + 0,996891¢; 4
Tipo de cambio TC Yy, = 0,999833y,_1 +¢; — 0,932328¢;_
Exportaciones v = 1,035079y:—1 + € + 0,002128¢;_
Importaciones Yy, = 0,994303%y;_1 + &4

Deuda externa, y, = 0,982110y;_1 +¢; — 0,927894¢g,
Emisién monetaria y, = 1,032327y,_1 + <4

Medio circulante y = 1,024121y;—1 + £ — 0,9972001e;_
Liquidez total Yy, = 0,991735y,_1 +¢; — 2,258050g;_
Tasa interés Yy, = 1,000049y; 1 4+ ¢, — 0,643079¢;_4
U.F. vivienda UFV Y = 1,9415773#_1 + £+ 0,941368&}_1

Cuadro 5.12: Modelo ARIMA asociado a la serie temporal
Fuente: Elaboracién propia

‘ Serie Temporale | Modelo ‘ BIC ‘ AIC
Indice de precios IPC | ARIMA(1,1,1)| 2.397586 2.792409
Tipo de cambio TC | ARIMA(1,1,1)| 10.14710 0.007081
Exportaciones ARIMA(1,1,1)| 8.568490 8.419369
Importaciones AR(1) 0.803630 0.753843
Deuda externa ARIMA(1,1,1)| 13.46562 13.31649
Emisién monetaria AR(1) 13.69175 13.59233
Medio circulante ARIMA(1,1,1)| 13.66005 13.51092
Liquidez total ARIMA(1,1,1)] 18.65827 18.50015
Tasa interés ARIMA(1,1,1)| 0.879444 731048
U.F. vivienda UFV ARIMA(1,1,1)| -13.48349 13.63188

Cuadro 5.13:; Criterios de informacion AIC BIC

Fuente: Elaboracién propia

es pequena, alrrededor de 21 observaciones, sl se Incrementa este tamano en una cota

minima de 60 observaciones los errores cuadraticos medios tienden a crecer.

= Los modelos ARIMA presentan mayor estabilidad al incrementarce la longitud de la
serie temporal, los errores cudraticos medios decrecen al contrario que una red dichos

errores tienden a crecer, este comportamiento se puede observar el los cuadros 5.18,
5.19.

= Se trabajé con funciones de activacién tangente sigmoidal y logaritmo sigmoidal, este
dltimo presenta mayor estabilidad fue utilizada en las capas ocultas, en la capa de

salida la funcién 1dentidad y responde al entrenamiento de todas las series estudiadas.
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5.4. Pesos para indice de exportaciones

A efecto de observar la aproximacién numérica de los modelos RNA y ARIMA, la
distribucién de pesos en las capas ocultas y de salida de acuerdo a su arquitectura [9 5 1]
se seleccionard al indice de exportaciones, en los cuadros 5.14, 5.15, 5.16 se observan
los pesos correspondiente a las capas 1 2 3, de forma anéloga el cuadro 5.17 muestra los

valores numéricos de aproximacién, el error cuadréatico medio en el proceso de ajuste.

Neurona 1 1.7058 -1.8231 -1.7512
Neurona 2 1.3796 3.3465 0.1013
Neurona 3 2.8862 2.4301 -3.8786
Neurona 4 0.9896 22516 1.4379
Neurona 5 0.7546 -4.1185 -1.8453
Neurona 6 3.5866 2.7158 -1.0863
Neurona 7 -4.3349 -0.3840 -0.5298
Neurona § 2.4292 -1.6939 -1.5798
Neurona 9 -2.4596 1.8685 -0.7152

Cuadro 5.14: Distribucién pesos primera capa oculta
Fuente: Elaboracién propia

Neurona 1 | Neurona 2 | Neurona 3 | Neurona 4 | Neurona 5
-2.3649 0.5924 1.9873 0.3070 0.9856
-2.4869 -0.9841 2.1464 1.6633 -1.6146
0.5020 4.6634 -3.3574 0.9191 -4.6969
-0.7071 -1.6624 2.5805 -4.4506 1.9407
4.0609 5.0733 1.9814 -0.9393 0.0879
-2.4269 -2.4269 -1.7994 4.1498 2.4546
-0.7602 -0.7602 -1.6605 -0.8706 3.2338
1.6203 1.6293 2.1239 0.7030 -3.0205
-2.5275 -2.5275 1.0407 -1.1504 0.5940

Cuadro 5.15: Distribucién pesos en la segunda capa oculta
Fuente: Elaboracién propia

‘ Neurona 1 ‘ 1.3982

(27734 ] 0.5304

[-0.2547 [-1.6384 |

Cuadro 5.16: Distribucién pesos en la capa de salida
Fuente: Elaboracién propia
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‘ Exportacién ‘ Modelo RNA ‘ Modelo ARIMA ‘
225.82 225.5083 209.724
254.21 224.3764 237.193
213.15 225.8321 223.479
256.26 248.7686 267.857
280.40 273.0732 255.246
239.79 234.7663 252.459
279.02 272.0879 203.208
256.31 248.7903 255.8906
241.25 238.3977 269.829
280.38 Zr3 0054 281.925
279.02 274.3582 267.728
304.51 205.2385 302.308
306.32 300.3977 301.705
341.54 335.1506 334.667
353.89 349.3938 339.857
374.79 SR 369.399
388.94 725206 383.396
349.02 349.5405 372.576
ECM 26.0333 201.0415

Cuadro 5.17: Contraste de resultados modelos RNA ARIMA

Fuente: Elaboracién propia

5.5. Comparacién de resultados

En el proceso experimental se obtuvieron los modelos RNA y ARIMA correspondientes
a las series temporales estudiadas, en el cuadro 5.18 se presenta un resumen respecto a

los errores cuadraticos medios para una longitud de 21 observaciones.

En el cuadro 5.19 se observa un cambio favorable de los errores respecto a los modelos
ARIMA cuando la longitud de la serie temporal se incremento a 60 observaciones como

cota minima.

5.6. Discusion de resultados

De una poblacién muestreada de 10 series temporales que forman el 100 % de las series
estudiadas, un 20% corresponde a los modelos ARIMA y el 80% a los modelos RNA,

esto implica que los modelos basados en redes neuronales artificiales realizan un mejor
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‘ Serie Temporal | RNA ECM ‘ ARIMA ECM ‘ Optimo
Indice de precios IPC | 0.0592 0.1660 RNA
Tipo de cambio TC 1.7911e-006 2.1679e-006 RNA
Exportaciones 116.2491 120.8856 RNA
Importaciones 14.0351 155.2233 RNA
Deuda externa 0.0301e+004 | 8.8373e+003 | ARIMA
Emisién monetaria 2.3600e+003 | 2.0355e+004 | RNA
Medio circulante 6.8528e+003 | 2.0193e+004 | RNA
Liquidez total 2.4011e+005 | 4.9214e+006 | RNA
Tasa interés 0.0201 0.0901 RNA
U. F. vivienda UFV 2.9553e-004 6.3550e-008 ARIMA

Cuadro 5.18: Modelo éptimo criterio ECM 21 observaciones
Fuente: Elaboracién propia

‘ Serie Temporal | RNA ECM ‘ ARIMA ECM ‘ Optimo
Indice de precios IPC | 1.0404 0.2229 ARIMA
Tipo de cambio TC 0.0486 0.0673 RNA
Exportaciones 225.9229 113.3372 ARIMA
Importaciones 160.1750 116.0444 ARIMA
Deuda externa 1.7406e+005 | 6.7302e+004 | ARIMA
Emisién monetaria 4.5152e+004 | 2.7680e4+004 | ARIMA
Medio circulante 1.0629e4+005 | 3.1690e+004 | ARIMA
Liquidez total 1.0859e+006 | 6.4768e4+006 | RNA
Tasa interés 0.2481 0.1363 ARIMA
U. F. vivienda UFV 3.3285e-006 4.7641e-007 ARIMA

Cuadro 5.19: Modelo éptimo criterio ECM 60 observaciones
Fuente: Elaboracién propia
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proceso de ajuste a las series temporales estudiadas, cuando la longitud de dichas series

es relativamente pequena, alrededor de 21 observaciones.

Si el tamano de la serie temporal supera las 60 observaciones la efectividad de los
modelos ARIMA tiende a crecer, se observa en el cuadro 5.19 que de un 100% de las
series temporales un 80% corresponde a los modelos ARIMA y un 20% a los modelos
RNA

Estos resultados se deben a que la red neuronal al realizar gran cantidad de célculos
numéricos pierde estabilidad debido a que se trabaja con grandes volimenes de informa-

c1én.
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5.7. Aplicacién en Medicina

La aplicacién de la red neuronal sobre series temporales permitié hallar el modelo
generador de la serie estudiada el cual puede ser utilizado en la medicina para el re-
conocimiento de ondas provenientes de electrocardiogramas cuya caracteristica principal

son los complejos P, Q, R, S, T que iterpretan los latidos del corazén, ver Figura 5.11

s @ B

Figura 5.11: Electrocardiograma Normal Ondas P, Q, R, S, T

Fuente: Elaboracién propia

Pruebas

Se seleccionaron 20 electrocardiogramas correspondientes a la Fibrilacién Ventricular
que equivale clinicamente a un paro cardiaco , los cuales fueron analizados por la red

neuronal originando los siguientes resultados

s Del 100% de los electrocardiogramas analizados por la red neuronal un 90 % son

reconocidos.

n La similitud de los electrocardiogramas de prueba con los patrones de entrenamiento

es un factor decisivo para que la red aprenda a reconocer este nuevo patrén.

s La red neuronal no reconoce un ECG de prueba cuando presenta comportamientos

bastante difusos respecto de los patrones de entrenamiento.

» El mdice de reconocimiento puede ser mejorado al incluir al conjunto de patrones

de entrenamiento una gama mayor de electrocardiogramas.



Capitulo 6

Conclusiones y Recomendaciones

6.1. Conclusiones

Luego de un proceso de investigacién se cuenta con varios resultados los cuales no
siempre pueden ser replicados a exactitud debido a la naturaleza de su procedencia, tal es

el caso de las redes neuronales artificiales que trabajan con factores aleatorios.

Relativas a las Series Temporales

a) Una serie temporal que contiene 60 o més observaciones es éptimo para su estudio, los

modelos ARIMA se ajustan con mejor precisién que un modelo de redes neuronales.

b) La longitud de la series temporal con un niimero de 21 observaciones promedio, los
modelos de redes neuronales son éptimos, se ajustan con mayor precisién que un
modelo ARIMA.

Relativas a las Redes Neuronales

a) El modelo de redes neuronales artificiales “Backpropagation” presenta cierta inesta-
bilidad cuando la cantidad de informacién a ser tratada tienda a crecer significati-

vamente (n > 60).

110
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b)

Los pardmetros: Nimero de iteraciones (show), taza de aprendizaje (Ir), error mini-
mo (goal), no son posibles de generalizar a otros ejemplos de series temporales, se

adaptan a nuevos requerimientos en un proceso de prueba y error.

En la creacién de la RNA los pesos se inicializan aleatoriamente debido a ello no
slempre convergen a un unico resultado, se deben realizar una secuencia de entre-

namientos hasta hallar un resultado satisfactorio y grabar estos pesos.

la funcién de activacién logaritmo sigmoidal “logsig” es mas robusto y estable so-
porta el incremento del nimero de capas y neuronas lo que no ocurre con la funcién
tangente sigmoidal “tanstg” que presenta inestabilidad en el entrenamiento, al in-

crementarse el numero de capas y neuronas.

Preparar una red neuronal para alguna aplicacién especifica es més un arte que
proceso metodolégico estructurado debido a ello no se le puede atribuir un nivel alto
de relevancia en la solucién de algiin problema, a su favor esta la tolerancia fallos en

los datos y procesos.

Relativas a los modelos ARIMA

a)

Los modelos ARIMA estan disenados precisamente para el trabajo con series tempo-
rales, el mvel de confiabilidad es alentador al manejar grandes cantidades de infor-

macién, por tanto es una herramienta muy ttil para un analista de series temporales.

Aplicar el proceso ARIMA requiere conocer los fundamentos matematicos que per-
mitan precisar el modelo generador de la serie temporal, esta ligado a la experiencia

y destreza del analista.

Los factores de retardo p, q, el nivel de integracién, las funciones de auto correlacién
FAC, FACP, los criterios de informacién AIC, BIC son vitales en el proceso de

identificacién del modelo generador de la serie temporal.

ARIMA es una metodologia no ligado a los factores aleatorios razén por el que luego

de un proceso de bisqueda se replica nuevamente el modelo anteriormente obtenido.
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6.2. Recomendaciones

Relativa a las Series Temporales

a) Es vital conocer los principios de estacionariedad, los momentos de primer, segundo
y tercer orden que dan origen a la esperanza, varianza y covarianza respectivamente,

los que contribuirén a tener un idea clara de la teméatica de investigacién.

b) Orientar el proceso de investigacién en sentido practico en las dreas biolégicas, medio
ambilente, finanzas, empresariales, medicina los cuales contribuirén a la solucién de

problemas reales.

Relativa a las Redes Neuronales Artificiales

a) Incursionar en otros tipos de redes tales como: Las redes de Elman, Hopfield, Es-
tocasticas, redes de Base Radial, serd interesante observar los resultados que proveeran

su aplicabilidad en los procesos estocésticos.

b) En el presente trabajo de investigacién se utilizo criterios de heteroasociacion de
la informacién de n-sucesiones antertores a una siquiente entonces seré interesante

deducir otro tipo de criterios al respecto.

Relativa a los modelos ARIMA

a) Para todo analista de Series Temporales es vital conocer los fundamentos matematicos
que originan el proceso ARIMA ello implica la exploracién de teorias, conceptos que

pueden ser abordados con el asesoramiento de expertos en el area.

b) El software utilizado en el proceso ARIMA fue el Lenguaje R 2.1.1, Eviews 5.0

serd de interés incursionar en otras herramientas tales como SPS, SAS.

¢) Eltrabajo con los modelos ARIMA en el presente trabajo, habré horizontes a nuevas

aplicaciones tales como la medicina en la deteccién de patologias.
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Una Serie Temporal es un evento que no necesariamente tiene que estar asociado a la
actividad humana si no a la naturaleza misma que nos provee un inicio en el entendimiento

de la complejidad que nos rodea.

La bisqueda constante de nuevas herramientas en distintas dreas del conocimiento hu-

mano son un reto a alcanzar.

Noviembre 2006.
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